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Resumen

El objetivo de esta tesis doctoral es el disefio, construccién y sobre todo,
experimentacién de una herramienta de aprendizaje de conocimiento de con-
trol para planificacién independiente del dominio basada en programacién
genética (PG).

Genéricamente hablando, la planificacién consiste en encontrar la secuen-
cia de pasos (el plan) que hay que dar para que, partiendo de un estado inicial
dado, se cumplan determinados objetivos. En general, encontrar un plan cor-
recto para un problema determinado es un problema “NP-completo”. Una
solucién propuesta por la IA a este problema es afiadir conocimiento adicional
(de control) al planificador utilizando técnicas de aprendizaje automético.
Ninguno de los sistemas propuestos hasta el momento resuelven el problema
de la planificacién por completo (es decir, que el planificador resuelva todos
los problemas, de la manera més eficiente posible, tanto en tiempo como en
espacio, y obteniendo planes que maximicen determinadas medidas de cali-
dad). Por ello existe todavia una fuerte motivacién para proponer y estudiar
nuevas técnicas que acerquen mas a dicho objetivo.

La motivacién de utilizar PG es doble. Por un lado se pretende explorar
el espacio de conocmiento de control de una manera menos sesgada que otros
sistemas de aprendizaje automatico. Ademds, se pretende que la bisqueda
considere al planificador de una manera global, incluyendo la teoria del do-
minio, la bisqueda en el espacio de planificacién y todas las consideraciones
de eficiencia y eficacia al mismo tiempo. En segundo lugar, se pretende uti-
lizar la flexibilidad con la que se pueden definir los sesgos de bisqueda en PG
para ahadir estos sesgos a otros sistemas de aprendizaje que no dispongan
de ellos. En el caso de esta tesis, se utilizarda PRODIGY4.0 como planificador
base y HAMLET como método de aprendizaje al que se le quieren anadir
algunas caracteristicas y sesgos de bisqueda que no posee.

Ademés del objetivo principal de la tesis (el aprendizaje de conocimien-
to de control con PG), se quiere disefiar y experimentar con métodos para
afadir conocimiento de fondo a la PG sin modificar substancialmente su mo-
do de funcionamiento. El primer método experimentado es el sembrado de la
poblacién inicial con individuos procedentes de otros sistemas de aprendizaje
(éste es realmente el sistema multi-estrategia EVOCK-HAMLET). En segun-
do lugar, se ha disefiado un nuevo operador genético (el operador apoyado
en ejemplos) que es capaz de utilizar ejemplos como punto de partida.

Para comprobar la validez de los métodos propuestos, se ha realizado una
fase experimental muy extensa seguida de validacidon estadistica y anélisis.



Abstract

The aim of this thesis is to design, build and validate experimentally a
genetic programming (PG) based method for learning control knowledge for
a domain independent planner.

Planning is the problem of finding a sequence of steps to transform an
initial state in a final state for which several conditions are satisfied. Gener-
ally, finding a correct plan is NP-hard. The solution proposed by Artificial
Intelligence (Al) is to augment a domain independent planner with control
knowledge, to improve its efficiency. Machine learning techniques are used
for that purpose. However, although a lot has been achieved, the domain in-
dependent planning problem has not been solved completely, therefore there
is still room for research.

The reason for using GP is twofold. First, it is intended for exploring the
control knowledge space in a less biased way than other techniques. Besides,
learning search should consider the planning system, the domain theory, plan-
ning search and efficiency measures in a global manner, all at the same time.
Second, PG flexibility and independence of learning biases will be used to
add useful biases and characteristic to other learning methods that lack them
(that is, a multi-strategy GP based system). In the present work, PRODI-
Gv4.0 will be used as the base planner and HAMLET will be used as the
learning system to which useful characteristics will be added through GP.

In addition to the main goal, this thesis will design and experiment with
methods to add background knowledge to a GP system, without modifying
its basic algorithm. The first method seeds the initial population with indi-
viduals obtained by other methods (in this case, by HAMLET. Actually, this
is the multi-strategy system discussed in the later paragraph). The second
method uses a new genetic operator (instance based crossover) that is able
to use instances as a starting point.

To test the validity of the methods proposed, extensive empirical and
statistical validation will be carried out.
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Capitulo 1

Introduccion

Genéricamente hablando, la resolucién de problemas consiste en encontrar la
secuencia de pasos (el plan) que hay que dar para que, partiendo de un es-
tado inicial dado, se cumplan determinados objetivos [Newell and Simon,
1972]. Desde el punto de vista teérico, la resolucién de problemas y la
planificacién han sido areas de investigacién importantes de la Inteligen-
cia Artificial (IA) desde el comienzo de esta disciplina. En la préctica, la
resolucién de problemas y la planificacién aparece en dominios muy dis-
pares. En la actualidad, la IA proporciona una variedad de algoritmos
para resolver problemas y obtener planes automaticamente [Tate et al., 1990,
Berlanga, 1996]. Todos estos algoritmos son independientes del dominio, es
decir, son validos para resolver problemas en cualquier dominio expresable
en el lenguaje del planificador. El contrapunto de esta generalidad es que
estos planificadores suelen ser ineficientes cuando se trata de resolver prob-
lemas complejos en cada uno de los dominios. De hecho, incluso problemas
simples necesitan de un tiempo exponencial [Chapman, 1987]. Por ejemplo,
se ha demostrado que encontrar la solucidén éptima a problemas del mun-
do de los bloques es un problema “NP-hard” [Gupta and Nau, 1990]. En
general, encontrar un plan correcto para un problema determinado is un
problema “NP-completo” [Bylander, 1991]. Una alternativa es programar
algoritmos especificos para cada uno de los dominios en los que se pretenda
resolver problemas. Por ejemplo, el sistema CHEF [Hammond, 1986] realiza
planificacién utilizando casos previos de problemas resueltos como puntos
de partida y métodos dependientes del dominio para adaptar los antiguos
planes a nuevos problemas. Esta posibilidad, ademéas de no ser muy flexible,
no alcanza las cotas de generalidad y automatizacién que se deberian esperar
de un sistema de IA. Por tanto, otra alternativa es que un sistema de apren-
dizaje automatico obtenga conocimiento del dominio que se pueda utilizar
para resolver problemas de manera mas eficiente. A este conocimiento adi-
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16 CAPITULO 1. INTRODUCCION

cional que se introduce a un sistema genérico de resolucién de problemas se
lo denomina conocimiento de control.

Esta segunda alternativa ha sido seguida por diferentes investigadores,
los cuales usan técnicas tales como analogia [Veloso and Carbonell, 1993],
deduccién [Katukam and Kambhampati, 1994a) o induccién [Leckie and Zuk-
erman, 1991]. Sin embargo, ninguno de esos sistemas resuelve el problema
de la planificacién por completo (es decir, que el planificador resuelva todos
los problemas, de la manera mas eficiente posible, tanto en tiempo como en
espacio, y obteniendo planes que maximicen determinadas medidas de cali-
dad). Por ello existe todavia una fuerte motivacién para proponer y estudiar
nuevas técnicas que acerquen mas a dicho objetivo.

Normalmente, las técnicas que usan teorias generales (sistemas deduc-
tivos) o ejemplos (sistemas inductivos) como fuentes de conocimiento, lo
tratan de manera similar a como lo haria un ser humano, por lo que se acaban
obteniendo heuristicas pertenecientes a un conjunto que podriamos denom-
inar “heuristicas comprensibles”. Aunque estas heuristicas son eficientes,
es posible que el conjunto de heuristicas eficientes incluya al de heuristicas
comprensibles, por lo que seria interesante experimentar con técnicas de
aprendizaje que permitan explorar el espacio de heuristicas de una manera
menos determinada por teorias o ejemplos (ideas similares, en otros contex-
tos, aparecen en [de Garis, 1994]. En ellas se defiende que la PG, tal y
como la define Degaris, permite explorar el espacio de lo “construible pero
no necesariamente comprensible”).

Desde otro punto de vista, se puede afirmar que los sistemas basados en
teorias producen conocimiento que es una especializacién operacionalizada
(es decir, utilizable por el planificador) de dichas teorfas y los sistemas basa-
dos en ejemplos producen conocimiento que es una generalizacién de dichos
ejemplos. Sin embargo, un sistema planificador es una entidad compleja,
en la que interactian la teoria que describe el dominio de planificacién, el
propio planificador (que también puede describirse por medio de una teoria),
heuristicas adicionales, pardmetros y la distribuciéon de problemas que se
suministra al sistema de planificacién. No es sencillo tratar todos estos ele-
mentos al mismo tiempo para obtener conocimiento, por lo que seria intere-
sante utilizar técnicas que consideraran al planificador como una caja negra
a optimizar, y que se adaptaran al planificador como un todo.

Ademas, dichas técnicas deberian ser capaces de manejar conocimiento
en formato simbélico. En el presente trabajo se propone y estudia el uso
de la programacién genética (PG) [Koza, 1992), una técnica de aprendizaje
inductivo, que cumple con los requisitos anteriormente expuestos. La PG es
una técnica de aprendizaje de programas de ordenador, basada en busqueda
en el espacio de programas segin un algoritmo genético [Holland, 1975].
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Dicha bisqueda estd guiada por una funcién heuristica o de evaluacién que
utiliza operadores de busqueda genéticos (generalmente, mutacién y cruce).
Los operadores genéticos no estén sesgados por conocimiento previo, a difer-
encia de otras técnicas inductivas y deductivas usadas en aprendizaje para
planificacién, por lo que se cumple el primer requisito. Ademas, la funcién
heuristica no necesita conocer detalles internos del planificador y puede eval-
uarlo como si se tratara de una caja negra, por lo que se puede adaptar a él
como un todo.

Desde el punto de vista de la PG, este trabajo es novedoso por varias
razones. En primer lugar, éste es el primer uso de la PG en el dominio del
aprendizaje de conocimiento de control para la resolucién de problemas, en
la manera en que se la propone en este trabajo. En segundo lugar, tradi-
cionalmente el objetivo de la PG es aprender un programa de ordenador que
realice todo el trabajo. Sin embargo, en esta tesis se pretende que el progra-
ma aprendido por la PG complemente a otro programa (un planificador) que
es capaz de funcionar por si solo, pero de manera ineficiente. En tercer lugar,
se utilizard un formalismo de representacién que ha sido rara vez usado en
PG y que puede resultar interesante desde el punto de vista de los operadores
genéticos: el de reglas similares a las usadas en sistemas de produccién (el
conocimiento de control se representa mediante tales reglas).

Tanto la PG, como el resto de técnicas de aprendizaje mencionadas an-
teriormente, son técnicas mono-estrategia. Sin embargo, hoy en dia se sabe
que combinar diferentes sistemas de aprendizaje con distintas caracteristicas
puede ayudar a solventar las limitaciones que tengan cada uno de los sistemas
por separado. A esta combinacién de sistemas se la denomina aprendizaje
multi-estrategia [Michalski and Tecucci, 1994]. Existen diversos sistemas
multi-estrategia que han sido aplicados a la resolucién de problemas [Borra-
jo and Veloso, 1997, Estlin and Mooney, 1996a, Langley, 1983]. Todos ellos
combinan dos paradigmas de aprendizaje automéatico (normalmente deduc-
cién e induccién). Puesto que ningln sistema hasta el momento ha resuelto
completamente el problema de la planificacién (resolver todos los problemas,
usando recursos minimos, con planes 6ptimos), se deberia intentar superar
las limitaciones de los sistemas actuales. El mecanismo obvio para hacerlo es
extender los sistemas multi-estrategia combinando los sistemas existentes con
otros paradigmas de aprendizaje, para anadir caracteristicas utiles al proceso
de aprendizaje. Sin embargo, no siempre es sencillo hacerlo, especialmente
con sistemas de aprendizaje fuertemente dependientes de alguno de sus sesgos
(por ejemplo, del lenguaje en el que se representan las hipétesis, candidatos a
solucién, etc). Por tanto, el segundo propdsito de este trabajo es explorar el
uso de la PG para afiadir caracteristicas y sesgos ttiles a un sistema mono o
multi-estrategia para aprender conocimiento de control. Dicho conocimiento
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de control deberia mejorar tanto la eficiencia del planificador individual co-
mo la del planificador aumentado con conocimiento adquirido por el sistema
sin PG. En pocas palabras: anadir PG al sistema de aprendizaje deberia ser
mejor que no hacerlo. Puesto que lo que se desea es ahadir caracteristicas y
sesgos a otros sistemas de aprendizaje, de una manera empirica y explorato-
ria, el hecho de que la PG no dependa de manera fuerte de ninguno de sus
sesgos de aprendizaje (lenguaje de representacién, operadores de bisqueda o
funcién de evaluacién) hacen de éste el paradigma ideal para ahadir sesgos
deseables a otros sistemas de aprendizaje.

En particular, esta tesis combinard un sistema de aprendizaje deductivo-
inductivo de conocimiento de control basado en el espacio de versiones [Mitchell,
1977) (HAMLET [Borrajo and Veloso, 1997]) con el paradigma de PG espe-
cialmente adaptado para esta tarea (EVOCK). Con ello se pretenden su-
perar, principalmente, las siguientes limitaciones de HAMLET: dependencia
del lenguaje que usa para representar las hipétesis, dependencia de sus op-
eradores de busqueda de los ejemplos de aprendizaje y dificultad de ahadir
sesgos que enfoquen el sistema no sélo a aprender conocimiento correcto sino
también conocimiento eficaz.

Aunque el énfasis de esta tesis reside en la aplicaciéon de EVOCK-HAMLET
como sistema multi-estrategia para aprender conocimiento de control en el
dominio de la planificacién, también se pretende realizar aportaciones en el
propio campo de la PG. En efecto, el integrar PG con otro sistema en un
entorno multi-estrategia permite proponer y estudiar nuevos métodos con los
que inyectar conocimiento obtenido por otros sistemas en el funcionamiento
normal del algoritmo de PG. Esto resulta bastante interesante desde el punto
de vista de la PG, puesto que es una técnica de aprendizaje que pricticamente
no utiliza conocimiento de fondo. Por supuesto, se intentard cumplir este
objetivo sin perder las caracteristicas de flexibilidad de la PG. Aunque este
trabajo se enmarca en el contexto de la resolucién de problemas y la plani-
ficacién, la tesis comentara sobre el ambito de validez de estas técnicas para
sistemas de PG genéricos.

La organizacién de este trabajo es la siguiente: el siguiente capitulo in-
cluye tanto el contexto del trabajo como el estado de la cuestién. En cuanto
al contexto del trabajo, se definirdn y explicardn aquellos conceptos que son
necesarios para comprender el resto de este trabajo. Principalmente, estos
son: planificacién, resoluciéon de problemas, aprendizaje automético y pro-
gramacién genética. El estado de la cuestién pretende realizar una revisién
exhaustiva de aquellos trabajos relacionados con el aprendizaje automéatico
aplicado a la planificacién, que es el marco de trabajo de esta tesis. Ademas,
se explicaran los dos componentes de EVOCK-HAMLET que ya existian en
el momento de comenzar esta tesis: el planificador base PRODIGY4.0 y el
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sistema de aprendizaje de conocimiento de control HAMLET. En el capitulo 3
se enunciaran los objetivos de esta tesis. En el capitulo 4 se expondrd la ar-
quitectura del sistema y se hard una descripcion detallada de la herramienta
construida en este trabajo (EVOCK). En el capitulo 5 se explicard el disefio
experimental usado para evaluar el sistema y los resultados obtenidos. Final-
mente, en el capitulo 6 se expondran las conclusiones a las que se ha llegado
y en el capitulo 7 se comentardn las posibles lineas de investigacién que se
derivan de este trabajo.
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CAPITULO 1. INTRODUCCION



Capitulo 2

Contexto del Trabajo y Estado
de la Cuestion

En este capitulo se explicardn las ideas necesarias para comprender el resto
del trabajo, asi como todos aquellos trabajos relacionados con los puntos im-
portantes de esta tesis. En particular, es necesario conocer varios campos de
la TA: la resolucién de problemas, la planificacién,! la relacién entre planifi-
cacion y aprendizaje automatico, los sistemas de aprendizaje automatico para
planificacién existentes, y la programacién genética. Dentro de esta ltima
se comentaran las investigaciones que han intentado introducir conocimiento
del dominio en la PG, o bien se la ha integrado con otros sistemas de apren-
dizaje. Ademas, EVOCK es uno de los pocos sistemas de PG que evolucionan
conjuntos de reglas, por lo que el dltimo apartado se destinard a encuadrar
EvOCK en los trabajos ya existentes.

Ademas, puesto que la arquitectura EvOCK-HAMLET utiliza el planifi-
cador base PRODIGY4.0 y el sistema de aprendizaje de conocimiento de con-
trol HAMLET ya existentes, ambos seran explicados también en este capitulo.

2.1 Resoluciéon de Problemas y Planificacion

2.1.1 Definicién de Planificaciéon

La resolucién de problemas se puede definir de manera abstracta de la sigu-
iente manera: dado un espacio de estados F, un estado inicial e € F, un ob-

YLa resolucién de problemas incluye a la planificacién. En este trabajo nos referiremos
al problema comun a ambas, tal y como se lo define en la seccién 2.1 (bisicamente,
bisqueda en un grafo dirigido), por lo que se usardn ambos términos indistintamente
en el contexto de este trabajo. Para una visién general de la resoluciéon de problemas
véase [Newell and Simon, 1972]

21
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jetivo a cumplir definido por una funcién g, que dado un estado dice si se ha
encontrado la meta o no (g : £ — {Cierto, Falso}) y una lista de operadores
0; : V; x E— E (donde V; es el conjunto de posibles valores que pueden
tomar las variables o argumentos del operador o;), el objetivo es encontrar
una secuencia de operadores y sus argumentos 0 = 04(v,, ).05(s, )-0c(Vs,) - - - 0, (v, )
tal que g(o(e)) = cierto (a esta secuencia de operadores con argumentos se
la denomina plan). Para simplificar, a partir de ahora se utilizard a o; para
representar también a operadores que ya tienen asignado un argumento (o
instanciados), es decir, a funciones o; : E — E. El contexto deberfa resolver
cualquier ambigiiedad. De la misma manera, el simbolo O se usard para
representar el conjunto de operadores, tanto los instanciados como los que
no lo han sido.

La forma de representar la funcién g suele variar segin el contexto. Por
ejemplo, en resolucién de problemas se suele especificar directamente el es-
tado final, mientras que en sistemas relacionados con juegos, se utiliza una
funcién genérica que determina los estados ganadores, perdedores, etc. En
planificacién clésica [Fikes and Nilsson, 1971] se representan los estados meta
de manera declarativa utilizando légica de predicados. En el contexto de es-
ta tesis, la funcién objetivo g representard una combinacién de objetivos
atémicos g = go A gy A ge A ... A g,, es decir, g es una lista de objetivos
que se deben cumplir. Otras combinaciones de objetivos atémicos por medio
de conectivas légicas (V y ~) es posible, aunque el presente trabajo no las
considerard. A la pareja (e, g) se la denominard problema de planificacidn.

La descripcién formal anterior se ilustrard en el dominio del mundo de los
bloques. En una versién de este dominio se dispone de un brazo robot, de una
mesa y de varios bloques que pueden yacer tanto sobre la mesa como sobre
otros bloques. En ese caso, los estados de planificacién E serian las posibles
combinaciones en las que pueden estar los diferentes bloques, la mesa y el
brazo robot. Los operadores de planificacién transformarian composiciones
de bloques, mesa y brazo robot en otras composiciones. Un posible conjunto
de operadores para este dominio podria ser el siguiente:

e 0;= coge : Objetos x E — E, coge un objeto de la mesa.
e 05 deja : Objetos x E — E, deja un objeto sobre la mesa.

e 03: apila: Objetos x Objetos X E — E, deja un objeto (que ha cogido
el brazo robot previamente) sobre otro objeto.

e 04 desapila : Objetos x Objetos x E — F, coge un objeto que est3
sobre otro objeto.
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Un ejemplo de problema de planificacién (e, g) en este dominio podria ser
el siguiente:

e Estado inicial e = “el bloque a estd sobre el bloque b que a su vez estd
sobre la mesa. El brazo robot esta libre”.

o Meta g = “Que el bloque b esté sobre la mesa A que el bloque a esté
sobre la mesa”.

Como se vera mas adelante, varios planificadores utilizan légica de pred-
icados para representar tanto estados como metas, pero esto no es necesario
para describir de manera abstracta el problema de la planificacién.

2.1.2 Resolucién de Problemas como un Problema de
Bisqueda

La resolucién de problemas puede verse como un problema de bisqueda que
puede tener lugar en diferentes espacios de bisqueda [Tate et al., 1990]. [Ko-
rf, 1987] contiene un anélisis cuantitativo de la resolucién de problemas en
términos de busqueda. Desde el punto de vista de este trabajo, es intere-
sante plantear la planificacién como busqueda para mostrar la generalidad
del sistema de aprendizaje propuesto. En efecto, este trabajo se centra en
mejorar la eficiencia de un planificador en particular, pero como el sistema
propuesto depende de caracteristicas generales del modelo de busqueda, en-
tonces podria usarse también con otros planificadores que busquen en otros
espacios sin cambios importantes.

Un problema de bisqueda se puede especificar por medio de los siguientes
elementos:

e Un espacio de buisqueda T
e Un conjunto de operadores p; : T — T,y

e Un predicado que determina cudndo se ha encontrado una solucién
h: T — {Cierto, Falso}

De acuerdo a este planteamiento de la bisqueda, se pueden clasificar los
algoritmos de resolucién de problemas de la siguiente manera:

¢ Bisqueda en el espacio de estados: La definicién de resolucién
de problemas dada anteriormente es muy similar a la de bisqueda, sin
mas que hacer E =T, g =h y p; = 0; (en este caso, o; es un operador
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instanciado, es decir, un par operador-argumento). A este tipo de plan-
ificacién se la denomina también de orden total, puesto que, en todo
momento, el plan es el camino que va del estado inicial e al estado ac-
tual en el grafo de bisqueda. Dicho camino es una lista de operadores
instanciados completamente ordenada. Un ejemplo de planificador que
busca en este espacio es FAILSAFE [Bhatnagar, 1992]. Algunos sis-
temas de busqueda heuristica aplicados a planificacién también se en-
cuadrarian en este apartado: A* [Hart et al., 1968] v el navegador de
grafos [Doran and Michie, 1966).

e Bisqueda en el espacio de problemas: En este caso, el espacio de
biisqueda T va a ser el espacio de posibles problemas de planificacion,
es decir, T'= E x G (donde G es el espacio de funciones meta g : £ —
{Cierto, Falso})). En general, los operadores de bisqueda p; permitiran
transformar unos problemas en otros problemas: p; : E X G — E x G
con la esperanza de que el nuevo problema esté més cerca de ser resuelto
que el antiguo. Los p; deben cumplir la propiedad de que

Si (¢/,9") = pi(e,g) (Ve,e’ € E, Vg,9' € G)
Entonces,
(Jo; € O, € =o0j(e))V
(Jor € O,Vu € E, ¢'(u) = Cierto = g(ox(u)) = Cierto)

La expresion anterior afirma que se puede obtener un nuevo problema,
o bien aplicando los operadores de planificacién o; como en busqueda
en el espacio de estados, o bien aplicando dichos operadores o; ha-
cia atrds. Por tultimo, Ve € E,Vg € G,h(e,g) = g(e). A este tipo
de bisqueda se la denomina bisqueda bidireccional , puesto que bus-
ca tanto hacia adelante partiendo del estado inicial, como hacia atras
partiendo de los objetivos.? Un ejemplo de planificador que busca en
este espacio de bisqueda es PRODIGY4.0 [Veloso et al., 1995]. PRODI-
GY4.0 utiliza ademéas una serie de heuristicas principalmente la de de
medios-fines [Newell and Simon, 1963]. Dicha heuristica obliga a que
los operadores de planificacién que se consideren, al ser aplicados hacia
adelante, disminuyan la distancia al nodo solucién (en la seccién 2.1.5
se dard una definicién més precisa). Es decir, las metas restringen la
posible aplicacién de operadores de planificaciéon hacia adelante. Es-
to permite limitar la ramificacién de la biisqueda, que normalmente
es mucho més grande hacia adelante que hacia atrds. PRODIGY4.0 es

2Puesto que los sistemas que buscan en el espacio de problemas mantienen siempre el
estado actual, a estos planificadores también se los clasifica como biisqueda en el espacio
de estados
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en realidad una familia de planificadores, uno de cuyos tltimos miem-
bros es FLECS (“Flexible Commitment Strategy”) [Veloso and Stone,
1995].

e Bisqueda en el espacio de objetivos: Al igual que se podia re-
alizar una buisqueda en el espacio de estados E, se puede realizar una
busqueda en el espacio de objetivos G. En este caso, T = G, h(g) =g
y p; : G — G. Como en el caso anterior, debe satisfacerse la propiedad
de que si ¢’ = p;(g) entonces Jo; € O,Yu € E,¢'(u) = g(oj(u)). A
este tipo de busqueda se la puede denominar bisqueda hacia atras.
Un ejemplo de planificador para este tipo de busqueda es GRAPH-
PLAN [Blum and Furst, 1995]. GRAPHPLAN realiza una biisqueda.
hacia atras constrinéndola con un grafo construido previamente uti-
lizando los operadores de planificacién hacia adelante, aunque de una
manera diferente a la bisqueda en el espacio de estados. Dicho grafo
pone de manifiesto qué acciones excluyen qué otras acciones y permiten
realizar la busqueda hacia atrds de una manera eficiente.

e Biisqueda en el espacio de planes: También se puede realizar
una bisqueda en el espacio de planes T' = [JO" (aqui O representa
a O x0 x...0, es decir, a una funcién £ — E que es la composi-
cién de i operadores instanciados. Los operadores instanciados son
aquéllos a cuyas variables se les ha asignado un valor). Este es el tipo
de bisqueda que realizan planificadores basados en técnicas genéticas,
como SYNERGY [Muslea, 1997] o el planificador para un brazo robot
de [Davidor, 1990]. Por tanto, los operadores de bisqueda p; : T — T
serfan los operadores genéticos (mutacién y cruce) en este caso. La fun-
cién h: T — {Cierto, Falso} se definiria como Vt € T, h(t) = g(t(e)).

e Biisqueda en el espacio potencia del espacio de planes: En este
caso T = P(U ), es decir, el elemento que es transformado por los op-
eradores de busqueda es un conjunto de planes. Normalmente, los ele-
mentos ¢t € T no se representan explicitamente como en el caso anterior,
sino de manera implicita. Por ejemplo, el planificador UCPOP [Pen-
berthy and Weld, 1992] representa los conjuntos de planes por medio
de una lista de operadores, una lista de valores (o restricciones) para
las variables de los operadores y un conjunto de restricciones. Dichas
restricciones limitan las posibles ordenaciones de los operadores. Por
tanto, la lista de operadores es un plan parcialmente ordenado, o lo que
es lo mismo, un conjunto de planes compatibles con las restricciones de
orden impuestas. En este caso, los operadores de buisqueda anadiran,
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quitardn o modificardn restricciones. Tradicionalmente, a estos plan-
ificadores se los denomina de orden parcial, puesto que buscan en el
espacio de planes parciales, aunque en realidad, cada punto de su es-
pacio de busqueda representa implicitamente un conjunto de planes.
Finalmente, A(t) = 3pl € t, g(pl(e)) = Cierto.

2.1.3 Planificadores Parametrizados y Aprendizaje

En esta seccién se definird de manera abstracta a un planificador de una
manera util para el presente trabajo. Un planificador es un algoritmo P(C) :
E x G — UO" que toma como entrada un problema (e;, g;)) a resolver. C
es conocimiento acerca del dominio que se le suministra al planificador. La
salida sera, obviamente, el plan pl que resuelve el problema. Asi pues, el
planificador funcionard correctamente si:

Ve; € E,Vg; € G, P(C, (e), 95)) = pl = g;(pl(e;) = Cierto

Ademés de la propiedad anterior, la secuencia de operadores del plan pl
debe tener la caracteristica de ser valida. Aunque no se lo ha comentado
anteriormente para no complicar la formalizacién, los operadores de plan-
ificacion son funciones que no estdn definidas para todo el espacio E sino
para un subconjunto suyo dependiente del operador. Por ejemplo, el oper-
ador apila(a,b) del mundo de los bloques solo se podra aplicar a estados
del mundo que cumplan la condicién de que el bloque a y el bloque b estén
despejados (que no tengan ningin otro bloque encima suyo). Para el resto
de los estados de FE, el operador instanciado apila(a,b) no estd definido.

La formulacién anterior es interesante para el presente trabajo porque se
ha parametrizado al planificador por medio de C. C puede contener var-
ios subcomponentes C1, Cy, . .., C, que representan informacién del dominio,
como la descripcién del mismo (es decir, sus operadores), conocimiento es-
pecifico del mismo (heuristicas de bisqueda, distancias que midan la distan-
cia a la solucidn, etc), pardmetros (bisqueda en anchura o en profundidad,
etc), etc. Dicha informacién afecta al funcionamiento por omisién del plan-
ificador y ademds puede ayudarle a tomar decisiones. Por ejemplo, inter-
namente un planificador funcionard de acuerdo a alguno de los paradigmas
de busqueda vistos en la seccidén 2.1.2. La bisqueda involucra la toma de
decisiones acerca de qué operador p; utilizar a continuacién. En ocasiones, se
elegird un operador que no llevard a un estado solucién. En esas ocasiones,
o bien el proceso de planificacién fallard, o bien el planificador detectara el
problema y efectuard un retroceso hasta la ultima decisién tomada y pro-
bard por otro camino. Por tanto, un planificador serd eficiente si se consigue
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minimizar el ntimero de tales retrocesos.® Esto se puede llevar a cabo por
medio del parametro C, que puede cambiar el comportamiento por omisién
del planificador, de manera que se tomen buenas decisiones frecuentemente.
Algunos componentes de C pueden aprenderse utilizando técnicas de apren-
dizaje automatico. Dicho aprendizaje suele involucrar una bisqueda en el
espacio de los C' 0 més exactamente, en el espacio de los P(C), donde lo
inico que puede variar es el pardmetro C (o algunos subcomponentes del
mismo). Dada esta formulacién y desde un punto de vista muy genérico,
se podra clasificar a los procesos de mejora de la eficiencia del planificador

(aprendizaje) de acuerdo al grado de control que tenga C sobre el planificador
P:

e Como un caso extremo, C es c6digo ejecutable y el planificador P no es
mas que una llamada a C. Por tanto, el proceso de aprendizaje incluira
aprender el algoritmo de planificacién completo y el conocimiento del
dominio al mismo tiempo. Esta es una linea de investigacién empren-
dida por [Koza, 1992] y continuada por [Spector, 1994]. Dicha linea de
investigacion consiste en evolucionar planificadores completos usando
programacién genética (PG) bajo ciertas restricciones, tales como usar
un conjunto restringido de estados iniciales y de objetivos a resolver.
Ademsés, se debe evolucionar un planificador distinto para cada dominio
distinto. Hasta el momento, no se ha intentado evolucionar un planifi-
cador genérico independiente del dominio. Dicha evolucidn involucraria
una busqueda en un enorme espacio de programas de ordenador.

e Sin embargo, la mayor parte de la investigacion realizada para mejorar
la eficiencia de los planificadores se ha encaminado al aprendizaje del
llamado conocimiento de control. Como se comentaba anteriormente,
un planificador implementa internamente alguno de los paradigmas de
busqueda ya vistos. Dicha busqueda incluye tomar decisiones acerca
de qué operador p; utilizar a continuacién. En general se pueden tomar
decisiones tales como qué operadores se van a usar, cudles no se van a
usar, e incluso preferir unos operadores sobre otros. Por ejemplo, en
bisqueda en el espacio de estados se podria seleccionar qué operadores
con argumento o; (operadores instanciados) se van a utilizar en cada
nodo, e ignorar el resto. Internamente, y dependiendo del planificador,
dicha eleccién puede incluir varias decisiones diferentes. Por ejemplo,
en el planificador PRODIGY4.0 [Veloso et al., 1995], elegir un operador
p; implica decidir si se va a cambiar el estado e del problema actual
(e,9) o bien las metas g. En el segundo caso, se debe seleccionar una

3De la misma manera podrian definirse otras medidas de eficiencia.
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meta g; € g del problema (e, g), un operador o; que pueda resolver
dicha meta y unos argumentos v,; para dicho operador. En el planifi-
cador UCPOP [Penberthy and Weld, 1992] se pueden tomar decisiones
tales como decidir en qué objetivo pendiente se va a trabajar, qué tipo
de incompatibilidades en la ordenacién se va a intentar solucionar y
cémo se va a realizar dicha resolucién. En el planificador GRAPH-
PLAN [Blum and Furst, 1995], al hacer la bisqueda hacia atrés, hay
que decidir qué accién de entre las posibles se va a utilizar para que
determinada proposicién sea cierta. De la misma manera, otros plani-
ficadores tendran otros puntos de decisiéon que podran ser controlados
por algin componente en C. Por supuesto, C' puede contener otros
elementos ademds del conocimiento de control, como se verd poste-
riormente en la seccidon 2.2.1. Por tltimo, C podria contener también
parametros generales del funcionamiento del planificador (estrategia de
busqueda, profundidad méxima de bisqueda, etc).

Existe cierta polémica en el campo de la planificacién sobre qué espacios
de bisqueda son preferibles para planificar. La discusion se suele plantear en
los términos clésicos de planificadores de orden total (bisqueda en el espa-
cio de estados, de problemas o de objetivos) versus planificadores de orden
parcial (biisqueda en el espacio potencia de planes). [Barrett and Weld,
1994] han mostrado como los planificadores de orden parcial superan a los
de orden total en una variedad de dominios. Estos investigadores afirman
que la eficiencia de un planificador de orden parcial es menos dependiente del
orden en el que consideren los objetivos a resolver que uno de orden total. La
razén aducida es que un planificador de orden parcial no toma una decision
de ordenacién de operadores hasta que se ve obligado a ello, a diferencia de
los de ordenacién total, por lo que los primeros tienen que realizar menos
retrocesos que los segundos si se han considerado los objetivos en un orden
incorrecto. Pero, por otro lado, el articulo [Veloso and Blythe, 1994] de-
muestra que en otros dominios los planificadores de orden total superan a los
de orden parcial debido a que en esos dominios es til disponer de informa-
cidn sobre el estado actual para evitar retrocesos. Asi pues, la eficiencia de
un determinado mecanismo de busqueda depende del dominio de problemas
que se esté tratando y de la estrategia de busqueda utilizada. En realidad,
todos los planificadores tienen que tomar algin tipo de decisién durante la
busqueda, y retroceder si la decisién resulté erronea. Parafraseando a Veloso
y Blythe, “cualquier sistema que considere la planificacién como un proce-
so de blisqueda, realizard una serie de decisiones durante la buisqueda. El
patrén de decisiones realizadas producird una mayor eficiencia en unos do-
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minios y menor en otros”.* En [Minton et al., 1994] se analizan de manera
detallada las circunstancias (estrategia de bisqueda y estructura del espacio
de btsqueda) en las que son mas convenientes los planificadores de orden
parcial que los de orden total (y viceversa).

En cualquier caso, y desde el punto de visto de esta tesis, el que se utilice
uno u otro tipo de planificador para el aprendizaje de C es un problema
menor. La razén es que lo que se pretende es mejorar la eficiencia de P(C) y
para ello es necesario minimizar el nimero de retrocesos, incluidos aquellos
causados por una mala ordenacién de los objetivos. Es mas, el conocimiento
del dominio aprendido deberia permitir que el propio planificador elija el
orden en el que tratard dichos objetivos, entre otras cosas. Por tanto, la
eleccién del planificador base P deberia venir dada por su comportamiento
durante y tras el aprendizaje y no por su comportamiento auténomo. Hasta
el momento la evaluacién de los planificadores con respecto al aprendizaje
no es una cuestién resuelta, pero es de esperar que también dependa del
dominio en el que se vaya a aprender. Para el presente trabajo se ha elegido
un planificador base (PRODIGY4.0 ) que busca en el espacio de problemas
siguiendo la heuristica medios-fines [Veloso et al., 1995]. ProDIGY4.0 fue
construido con el aprendizaje automatico en mente, por lo que proporciona
un lenguaje en el que se pueden programar heuristicas que incrementen su
eficiencia. Por tanto PRODIGY4.0 es un candidato excelente en aquellos
trabajos en los que se combina planificacién y aprendizaje de heuristicas,
como lo es el presente. En particular, un planificador que busca en el espacio
de problemas es interesante porque no solo el planificador, sino también las
heuristicas pueden utilizar la informacién tanto del estado actual como de
las metas en todo momento. Por ejemplo, gracias a que se dispone de un
estado actual (el del problema actual), el planificador puede disponer de la
siguiente informacién [Veloso and Stone, 1995]:

¢ Si las metas se han cumplido (en el estado actual).

e Qué objetivos quedan por cumplir (son aquellas metas que no se cumplen
en el estado actual).

e Qué operadores se pueden aplicar (aquellos cuyas pre-condiciones se
cumplen en el estado actual).

e Qué operadores habria que intentar primero (aquellos operadores que
pueden consegnir una meta y se pueden aplicar en el estado actual).

4Debido a esto, estos autores propusieron el planificador FLECS que puede tomar
decisiones de una manera flexible [Veloso and Stone, 1995). Este planificador también
busca en el espacio de problemas.
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A su vez, el conocimiento de control (o heuristicas) pueden tambien uti-
lizar informacién sobre el problema actual (estado y metas) para refinar las
elecciones que se realicen en cada uno de los tres dltimos puntos anteriores.

2.1.4 Representacién del Dominio de Planificacién

Hasta el momento, no se ha considerado la manera en la que se pueden rep-
resentar los estados, los objetivos y los operadores de planificacién, es decir,
la descripcidén del dominio en el que se va a planificar. Esto se ha hecho
asi a propésito, a pesar de que la mayoria de los planificadores usan un
lenguaje de representacién de dominios similar a la utilizada por el planifi-
cador STRIPS [Fikes and Nilsson, 1971]. La razén para considerar a estados,
objetivos y operadores como una caja negra ha sido la de incluir en la clasi-
ficacién planificadores basados en técnicas de bisqueda genética [Davidor,
1990, Muslea, 1997, Handley, 1994, Spector, 1994], los cuales no necesitan
una representacion explicita de los operadores de planificacién. Para estas
técnicas, los operadores son procedimientos o funciones, escritos en algin
lenguaje de programacién, que transforman unos estados en otros. Para
conocer el efecto de un operador, el planificador simplemente ejecuta el op-
erador. Otras técnicas de busqueda simple tales como escalada, “simulated
annealing” o “beam search” tampoco necesitarian de una representacién de
operadores explicita. Estos sistemas permiten una gran flexibilidad a la ho-
ra de programar los operadores, pero tienen la desventaja de no poder usar
la representacién del operador para razonar en el proceso de planificacién.
Como se decia, la mayor parte de los planificadores usan lenguajes de de-
scripcidn del dominio explicitos, pero es conveniente ser consciente de que no
todas las alternativas para planificacién lo requieren.

Hoy en dia, la mayor parte de los planificadores utilizan lenguajes de
descripcidn de operadores y estados similares al utilizado por STRIPS, am-
pliados para contener efectos condicionales, cuantificadores, etc. Un ejemplo
de estos lenguajes bastante conocido es el Lenguaje de Descripcién de Ac-
ciones ADL (del inglés “Action Description Languaje”) [Pednault, 1989).
El planificador base utilizado en el presente trabajo (PRODIGY4.0) usa un
lenguaje de descripcién de una capacidad expresiva similar al ADL. En di-
chos lenguajes, el estado inicial se representa por medio de légica de primer
orden. Por ejemplo, la situacién inicial del sencillo problema de planificacién
ilustrado en la Figura 2.1 se puede representar como:

Avién_situado_en (aviénl, Cuatro Vientos)
Mercancia_situada_en (mercancial, Barajas)

y la meta de dicho problema como:
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Mercancia_situada_en (mercancial, Cuatro Vientos)

La combinacidn de la situacién inicial y la meta constituirian el problema
de planificacién. ‘

MADRID MADRID

Barajas Cuatro Vientos Barajas Cuatro Vientos
| |l=X| 7 -,

Figura 2.1: Ejemplo simplificado de problema logistico de transporte.

Los operadores de planificacion se expresan por medio de representaciones

similares a las reglas
Si ...Entonces ...

de los sistemas de produccién. La parte izquierda contiene las pre-
condiciones que tienen que ser ciertas para que se pueda usar el operador
y la parte derecha contiene los cambios (acciones) que deben ocurrir en el
mundo cuando se aplica el operador (es decir, aquellos hechos que se afiaden,
se borran o se modifican en la base de hechos). Por ejemplo, el operador
para descargar un avién podria representarse como se ve en la Figura 2.1.4.
En el apéndice B se puede ver la descripcién completa del dominio logistico
tal y como ha sido utilizado en esta tesis.

Operador Descargar_Avién (<avion>, <lugar>, <mercancia>):
Si Avién_situado_en (<avién>, <lugar>)
Mercancia_cargada_en_avién (<mercancia>, <avién>)
Entonces Quitar Mercancia_cargada_en_avién (<mercancia>, <avién>)
Afiadir Mercancia_situada_en (<mercancia>, <lugar>)

Los simbolos encerrados entre < y > representan variables

Figura 2.2: Ejemplo de representaciéon de un operador de planificacién.

Como se decia anteriormente, los operadores de planificacién pueden ten-
er argumentos o variables cuyo valor especifica sobre qué objetos del mundo
actia el operador. <avion>, <lugar> y <mercancia> son los argumentos
que representan las variables del operador anterior. Lenguajes de gran expre-
sividad como ADL permiten incluir también efectos condicionales, cuantifi-
cacién universal y existencial y pre-condiciones disyuntivas. Es facil ver que
disponer de operadores en los que tanto las pre-condiciones como las acciones
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estan representadas de manera explicita, permite al planificador utilizar los
operadores tanto hacia adelante (btisqueda en el espacio de estados) como
hacia atras (bisqueda en el espacio de objetivos, de problemas, etc). Aplicar
los operadores hacia adelante involucra comprobar el estado del mundo para
ver si el operador es aplicable (es decir, si estd definido para ese estado),
Aplicar un operador p; hacia atrds consiste en quitar los efectos del oper-
ador de la lista de metas g y anadir las pre-condiciones requeridas por ese
operador:
g = g — efectos(p;) U pre-condiciones(p;)

El dltimo elemento de la descripcién del dominio es el conocimiento de-
pendiente del dominio que pueda ayudar al planificador a ser més eficiente.
Un ejemplo de este tipo de conocimiento son las reglas de control, las cuales
representan heuristicas para ayudar al planificador a navegar mas eficiente-
mente en el espacio de busqueda. O visto desde el punto de vista interno
del planificador, reglas que le ayuden a tomar buenas decisiones de manera
que se eviten retrocesos innecesarios, o se mejore la calidad de los planes,
etc. En principio, el planificador puede actuar sin necesidad de estas reglas,
pero son necesarias si se quiere conseguir una planificacién eficiente y de cal-
idad. Este es el conocimiento que se va a aprender automaticamente en este
trabajo para el planificador PRODIGY4.0, el cual, a diferencia de otros plani-
ficadores, proporciona un lenguaje para la definicién de reglas de control. En
la Figura 2.1.4 se puede ver un ejemplo de regla de control para el dominio
logistico. El significado de esta regla de control es que si se desea tener una
mercancia en un determinado lugar de una ciudad y hay un camidn en esa
ciudad que esté transportando la mercancia, entonces habra que descargar
la mercancia (en lugar de, por ejemplo, mover el camién a otro lugar). Mds
adelante (seccién 2.1.5) se verdn ejemplos de reglas de control descritas en el
lenguaje proporcionado por PRODIGY4.0 para tal efecto.

51 el objetivo es temer la mercancia <x>
en el lugar <y> de la ciudad <z>
Y hay un camion <w> en la ciudad <z>
con la mercancia <x>
Entonces se debe escoger el operador:
descargar <x> de <w> en <y>

Los simbolos encerrados entre < y > representan variables

Figura 2.3: Ejemplo de regla de control para PRODIGY4.0.
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2.1.5 El Planificador Base: PropiGY4.0

Puesto que PRODIGY4.0 es el planificador independiente del dominio elegido
para esta tesis, se lo describird con cierto detalle a continuacién. PRODIGY4.0
realiza una bisqueda en el espacio de los problemas usando la estrategia del
analisis de medios y fines [Newell and Simon, 1963]. Dicha estrategia compu-
ta las diferencias entre el estado actual y las metas y obtiene un conjunto de
operadores que pueda disminuir esas diferencias. PRODIGY4.0 realiza un en-
cadenamiento hacia atrds desde las metas, aunque también puede modificar
el estado actual aplicando los operadores relvantes hacia adelante. PRODI-
GY4.0 es capaz de analizar varias metas a la vez de forma que, al permitir
entrelazar el trabajo en cada una, realiza planificacién no lineal [Blythe and
Veloso, 1992].
Las entradas al planificador PRODIGY4.0 son:

e Problema: especificado en términos de un estado inicial y de un con-
junto de metas.

e Teoria del dominio: conjunto de operadores que especifican las posibles
acciones del dominio, asi como la jerarquia de los tipos de objetos que
se van a utilizar en los operadores y en los problemas. PrRoDIGY4.0
permite declarar una jerarquia de tipos de objetos. Por ejemplo, en
el mundo de los bloques podria haber distintos tipos segin la forma
de los objetos. En el dominio de la logistica existen distintos tipos
organizados en una jerarquia: transporte, camién, avién, ...%

e Conocimiento de control: conjunto de reglas de control (heuristicas).

El algoritmo del planificador aparece en la Figura 2.4. Primero, decide
si modificar el estado actual e del problema (aplicar algin operador cuyas
condiciones sean ciertas en e) o modificar las metas g del problema (aplicar
alglin operador hacia atrés). Si decide modificar las metas, realiza las tres
selecciones siguientes: meta en la que trabajar, un operador relevante para
dicha meta, y una instanciacién de dicho operador.

5Para una descripcién de los dominios, véanse los apéndices A y B.
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Funcién Prodigy4.0 (Cy, C., (e, 9))

(e, g) problema a resolver; e es el estado inicial y g son las metas a resolver.

Cj teoria del dominio: operadores y jerarquia de tipos

C. conocimiento de control

P plan, inicialmente ()

O operador

V sustitucién de las variables de un operador

Oy operador O instanciado con la sustitucién V' (V son valores para las variables del operador
O operadores expandidos, que no estdn en P, inicialmente (

A operadores aplicables (subconjunto de O)

Go precondiciones de todos los operadores en O, Go= Up, co precondiciones(Oy)

Mientras G Z e Y hay nodos sin expandir
l.g=g0—e
2. A+ 0
Para todos Oy € O | precondiciones(Oy)C e hacer A+ A U {Ov}
3. Si selecciona-submeta-o-aplicacién(g, 4, e, C.)=submeta
Entonces 3.1.1. G <selecciona-meta(g, e, C.)
3.1.2. O «+selecciona-operador(g,Cy, e, C,.)
3.1.3. V ¢selecciona-instanciacién(O, e, C,)
3.1.4. O+~ 0OUOy
Sino 3.2.1. Oy <selecciona-aplicable(4,e, C,)
3.2.2. e «aplica(Oy,e¢)
3.2.3. O+ 0- Oy
3.2.4. P < meter-en-cola(P,Oy)
4. Si hay una razén para parar por este camino
Entonces retrocede.
ST «+ arbol de bisqueda.
Devolver plan P, ST y medidas de eficiencia (tiempo utilizado y nodos expandidos)

Figura 2.4: Algoritmo de planificacién de PRODIGY4.0.
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Todas estas decisiones pueden ser controladas por conocimiento de con-
trol (heuristicas en forma de reglas de control). Estas reglas tienen una parte
izquierda en la que pueden realizar preguntas sobre el estado de la bisqueda
como, por ejemplo, en qué meta se esta trabajando, si un determinado literal
es cierto en el estado o no, o si un operador es aplicable o no. Por omisién,
PrODIGY4.0 cuenta con un conjunto de heuristicas independientes del do-
minio preprogramadas dentro de su propio cédigo (no como conocimiento
de control explicito) que permiten realizar una planificacién eficiente [Stone
et al., 1994). Sin embargo, para lograr resolver problemas complejos esas
heuristicas no son suficientes, por lo que hay que recurrir a la adquisicién de
heuristicas dependientes del dominio.

PRrODIGY4.0 dispone de un lenguaje para expresar conocimiento de con-
trol (heuristicas) mediante reglas. Para cada uno de los puntos de decisién
que aparecen en la Figura 2.4, PRODIGY4.0 permite escribir reglas para
preferir, rechazar o seleccionar determinadas decisiones. Asi pues, se podrdn
escribir (o adquirir automdticamente) reglas para:

e Decidir si se modifica el estado actual e 0 las metas g. En el primer caso,
PRrODIGY4.0 seleccionard el operador a aplicar automdaticamente, por
lo que no se puede escribir reglas para controlar este punto de decisién.®

e Caso de que se decida trabajar en las metas g, podrd haber reglas de
control para preferir, rechazar o seleccionar:

— El siguiente objetivo en el que se va a trabajar.
— El operador que se va a usar para resolver ese objetivo.

— Los valores que se le van a dar a los argumentos que queden libres
en dicho operador.

La Figura 2.1.5 muestra una regla para preferir trabajar en la base de
una torre en el dominio del mundo de los bloques.

Obsérvese que en la parte izquierda de la regla aparecen una serie de
meta-predicados (es decir, aquellos que actian sobre predicados del dominio
de planificacién), tales como candidate-goal y true-in-state. El primero
permite saber si un determinado objetivo pertenece a la lista de metas del
problema actual. El segundo permite saber si determinada condicién es cierta
en el estado del problema actual. A dichos predicados se los denomina meta-
predicados, porque acceden al estado interno del planificador y porque actuan

6Versiones més avanzadas de PRODIGY4.0 s{ permiten seleccionar el operador instan-
ciado a aplicar [Veloso and Stone, 1995].
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(control-rule prefiere-objetivo-correcto
(IF (and (candidate-goal (on <x> <y>))
(candidate-goal (on <y> <z>))
(true-in-state (clear <x>)))

(THEN prefer goal (on <y> <z>) (on <x> <y>)))

Figura 2.5: Regla para preferir trabajar en la base de la torre

sobre los predicados del dominio de planificacién (por ejemplo TRUE-IN-
STATE comprueba si determinados predicados del dominio de planificacién
como clear o arm-empty son ciertos). PRODIGY4.0 suministra un conjunto
de estos meta-predicados, aunque pueden definirse otros en el lenguaje en
el que estd escrito el planificador (Common Lisp). En la Figura 2.1.5 se
muestra una regla de control que selecciona el operador QUITAR (UNSTACK)
cuando el planificador desea despejar la parte superior de un bloque y en la
Figura 2.1.5 se muestra una regla de control para dar los valores correctos a
los argumentos del operador QUITAR (UNSTACK).

(control-rule selecciona-QUITAR-para-despejar
(if (and (current-goal (clear <bloque-a>))
(true-in-state (on <bloque-a> <bloque-b>))))
(then select operator QUITAR))

Figura 2.6: Selecciona QUITAR (UNSTACK)

(control-rule selecciona-argumentos-QUITAR
(if (and (current-goal (clear <y>))
(current-ops (UNSTACK))
(true-in-state (on <x> <y>))))
(then select bindings ((<ob> . <x>) (<underob> . <y>))))

Figura 2.7: Selecciona los valores correctos para los argumentos de QUITAR
(UNSTACK)

Finalmente, la Figura 2.8 se muestra la gramatica de PRODIGY4.0 para
las reglas de control. Estas reglas de control se representan por medio de
S-expresiones (expresiones LISP), de ahi que se las represente como listas
encerradas entre paréntesis. Los simbolos generativos de la gramdtica, a
diferencia de los terminales, van encerrados entre < y >. El simbolo gener-
ativo <meta-predicate> no aparece en la gramética, puesto que el usuario
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puede definir los meta-predicados que desee. Para ilustrarlo con un ejemplo,
se remite al lector a la Figura 4.1, donde se muestran los meta-predicados
utilizados por EVvOCK y su sintaxis.

control-rule —-> (control-rule <rule-name>

(if <restricted-pdl-expr>)

(then <rhs-specification>))
<restricted-pdl-expr> -> <metapredicate-expr> | (and
rhs-specification -> <select> | <reject> | <prefer> | subgoal | apply
<select> -> select <candidate-type> <value>
<reject> -> reject <candidate-type> <value>
<prefer> -> prefer <candidate-type> <prefered-value> <prefered-over>
<candidate-type> -> node | goal | operator | bindings

Figura 2.8: Gramatica para las reglas de control de PRODIGY4.0.

2.2 Aprendizaje Automatico aplicado a la Plan-
ificacion
2.2.1 Estado de la Cuestién

Es bien conocido en el campo de la planificacién que la resolucién de prob-
lemas por medio de planificadores independientes del dominio es intrat-
able [Chapman, 1987]. Por esta razén, una de las lineas de investigacién
que se han seguido es la de aumentar los planificadores base por medio de
conocimiento del dominio obtenido utilizando técnicas de aprendizaje au-
tomatico. Es decir, siguiendo el esquema propuesto en la seccidén 2.1.3, se
trata de proporcionar conocimiento al planificador parametrizado P(C) para
hacerlo mas eficiente. A continuacién se comentardn aquellos trabajos rela-
cionados con el aprendizaje de conocimiento para planificacién y resolucién
de problemas (una breve introduccién puede encontrarse en [Pérez, 1994]).
Los distintos sistemas se pueden clasificar de acuerdo al tipo de conocimiento
que se aprende: macro-operadores, casos (CBR aplicada a planificacién), se-
cuencias de sub-objetivos y heuristicas (o conocimiento de control). También
es posible aprender la propia teoria del dominio utilizando experimentacién.
Aunque el principal objetivo es mejorar la eficiencia y la eficacia del planifi-
cador. Es decir, se pretende incrementar el nimero de problemas resueltos
por el planificador independiente del dominio y reducir los recursos consum-
idos (tiempo y memoria), también existen sistemas que intentan mejorar la
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calidad de los planes obtenidos. La calidad de un plan se puede medir uti-
lizando diferentes métricas tales como: numero de operadores en el plan,
tiempo que tarda en ejecutarse el plan, coste econémico del plan, etc. A con-
tinuacion se describirdn cada una de estas lineas de investigacién, asi como
los distintos sistemas existentes de cada una de ellas.

Los intentos iniciales para mejorar la eficiencia de la resolucién de prob-
lemas se basaban en aprender macro-operadores [Fikes and Nilsson, 1971,
Korf, 1985, Porter and Kibler, 1986]. Los macro-operadores son secuencias
de operadores de planificacién que representan buenas conjunciones de oper-
adores y que pueden ser reutilizados en futuros casos de resolucién de proble-
mas, con la esperanza de que permitirdn alcanzar la solucién de manera més
rédpida. Estas macro-secuencias son tutiles en aquellos problemas que tengan
objetivos no distribuibles en series, es decir, aquellos en los que no es posible
encontrar una secuencia en la que se puedan ir resolviendo los subobjetivos
sin interferir con los subobjetivos ya resueltos. Los macro-operadores per-
miten conseguir esa ordenacidén, resolviendo un subobjetivo sin destruir un
subobjetivo previo, aunque los operadores de la macro internamente tengan
que hacerlo.

Otros métodos usan analogia o razonamiento basado en casos (CBR) [Ham-
mond, 1989, Hanks and Weld, 1995, Kambhampati, 1989, Kettler et al., 1994,
Veloso, 1994b, Veloso, 1994a).” La idea bésica de esta linea de investigacién
es utilizar problemas previamente resueltos, sus soluciones (planes) y otra in-
formacién asociada para resolver nuevos problemas que son similares a ellos.
[Bergmann et al., 1998] contiene una buena visién general del tema y de los
principales sistemas de CBR aplicados a la planificacién. Las cuestiones que
CBR debe resolver en el caso de la planificacién son las siguientes:

Seleccién de un caso similar al que se pretende resolver.

Adaptacién del caso al nuevo problema.

Validacién de las solucién obtenida.

Almacenamiento y organizacién de casos nuevos.

No se entrard en detalle en estas cuestiones, a excepcién de la segun-
da (adaptacién del caso al nuevo problem), que en planificacién adquiere
una dimensién importante. En CBR se distinguen dos tipos de adaptacién:
transformacional y generativa. La transformacional utiliza heuristicas de-
pendientes del dominio para transformar los planes de problemas similares

"Para una buena introduccién a CBR véase [Aamodt and Plaza, 1994]



2.2. APRENDIZAJE AUTOMATICO APLICADO A LA PLANIFICACION39

al que se quiere resolver [Hammond, 1986]. La adaptacién generativa uti-
liza el/los casos almacenados para dirigir a un planificador. Es decir, se
intenta resolver cada nuevo problema con el planificador, pero utilizando un
caso similar a dicho problema para orientar al sistema de planificacién. En
esto se parece al aprendizaje de heuristicas que se verd posteriormente, sal-
vo que las heuristicas tienen un caracter local, mientras que cada caso (o
combinaciones de ellos) es valido para problemas completos. Sistemas repre-
sentativos de CBR aplicado a planificacién son PRODIGY4.0-ANALOGY que
utiliza analogia derivacional [Veloso, 1994b]. PRODIGY4.0/ANALOGY alma-
cena las decisiones tomadas por el planificador al resolver problemas junto
con sus justificaciones. Esto permite identificar que transformaciones es nece-
sario realizar a las decisiones tomadas por el sistema de planificacién para
resolver aquellos problemas que sean similares pero no idénticos. A diferencia
de ANALOGY, CAPLAN/CBC utiliza un planificador que busca en el espacio
de planes [Mufioz-Avila and Huellen, 1995]. Otro sistema, PARIS, almacena
cada caso en diferentes niveles de abstraccién [Bergmann and Wilke, 1996].
Para resolver nuevos problemas, se equipara el problema con algin caso de
la jerarquia de abstracciones y se utiliza el planificador para refinar el caso
abstracto y adaptarlo al nuevo problema (relativo a la planificacién utilizan-
do abstraccién [Sacerdoti, 1977] existen también sistemas, como ALPINE,
que pueden aprender automadaticamente las abstracciones de un dominio de
planificacién [Knoblock, 1991]). ABALONE utiliza planificacién y analogia
en el campo de la demostracién de teoremas. PRIAR sigue la filosofia de
la analogia derivacional, utilizando las dependencias entre los diferentes op-
eradores de un plan, para reutilizar los casos [Kambhampati and Hendler,
1989]. MRL utiliza representaciones 16gicas, y plantea la recuperacién de
los casos de la base como preguntas légicas ( “logic query language”). PLaA-
GIATOR usa CBR para la demostracién de teoremas, pero sigue una filosofia
puramente transformacional [Kolbe and Brauburger, 1997).

A diferencia de los sistemas anteriores, STEPPINGSTONE aprende secuen-
cias de sub-objetivos que actian como hitos entre el estado inicial y las
metas [Ruby and Kibler, 1989]. A diferencia de los macro-operadores, con-
sigue decrecer la distancia entre el estado inicial y las metas sin incrementar
el factor de ramificacién. Aprende cuando el planificador base (medios-fines)
falla. Los autores también proponen el sistema EAS como una generalizacién
de STEPPINGSTONE, en la que se aprenden episodios (es decir, casos CBR)
de aquellos problemas que, ademéas de haber sido solucionados, se podria
mejorar calidad de la solucién encontrada en problemas simples [Ruby and
Kibler, 1992].

Finalmente, existen métodos de aprendizaje que aprenden heuristicas que
permiten a un planificador independiente del dominio navegar de manera
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eficiente en su espacio de buisqueda. Estas heuristicas ayudan al planificador
a tomar mejores decisiones (es decir, a elegir con mas precisién el operador
de busqueda para generar los siguientes nodos). En esto se parece a los
sistemas basados en ANALOGIA derivacional o CBR, pero se diferencian en
que el conocimiento contenido en las heuristicas es local (restringido a un
punto de decisién particular) mientras que CBR permite un control mds
global del planificador. Las heuristicas intentan que el planificador llegue
antes a la solucién ordenando los operadores de planificacién de una manera
eficiente, o realizando podas del arbol de busqueda. La ventaja frente a
los macro-operadores es que no incrementan el factor de ramificacién, pero
tienen la desventaja de que no decrementan el nimero de pasos que hay
desde el estado inicial a las metas. El aprendizaje de heuristicas sigue dos
lineas de investigacion: los sistemas deductivos y los sistemas inductivos. A
continuacién se describirdn ambos tipos de aprendizaje.

El objetivo de los sistemas deductivos es obtener heuristicas a partir de
la teoria del dominio. Estos sistemas estan relacionados de alguna manera
con aprendizaje basado en la explicacién (EBL). Puesto que EBL es uno de
los componentes de HAMLET, sistema de aprendizaje que sera utilizado en
esta tesis, a continuacién se describird EBL con cierto detalle. EBL intenta
aprender a partir de uno o pocos ejemplos, basandose en observaciones sobre
el aprendizaje humano. Por ejemplo, a partir de las reglas del ajedrez y de un
solo ejemplo de horquilla (situacién en la que una pieza amenaza al rey y a
la reina enemigos), una persona es capaz de aprender los aspectos relevantes
de la situacién (solo las tres piezas involucradas, independientemente de la
posicién, otras fichas, etc), de sus ventajas (el contrario debe de mover al
rey y necesariamente pierde la reina), etc. De manera mds abstracta, las
entradas a EBL constan de:

e El concepto que se quiere aprender.
e El ejemplo de aprendizaje.
e La teoria del dominio (ej: las reglas del ajedrez).

e Un criterio de operacionalidad.

Puesto que una de las entradas es el concepto que se desea aprender,
pareceria que a EBL no le queda trabajo por realizar. Sin embargo esto no
es asi, puesto que dicho concepto estd expresado de una manera que no es
directamente utilizable por sistemas de resolucién de problemas. El objeti-
vo de EBL es proporcionar una descripcion operacional general de porqué
el ejemplo proporcionado pertenece al concepto. Por ejemplo, supongamos
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que queremos aprender el concepto operacional de “copa”. Sabemos que una
copa es un recipiente asible, estable y abierto. Sin embargo, este no es un
concepto que se pueda utilizar directamente para identificar copas, puesto
que los términos en los que se expresa no son los que un sistema pueda ver
directamente en el mundo real (es decir, no son primitivos). Por ejemplo,
dado un objeto ligero, con asa, de fondo plano, con una concavidad orientada
hacia arriba, un sistema no podria determinar si es o no una copa. Para con-
seguirlo, es necesario utilizar conocimiento sobre el dominio, como que si un
objeto es ligero y tiene un asa entonces es asible, o que una concavidad dirigi-
da hacia arriba es equivalente a un recipiente abierto. Por tanto, el objetivo
de EBL segin el criterio de operacionalidad seria expresar el concepto “co-
pa” en términos primitivos, del mundo real. Para conseguirlo, EBL prueba
formalmente que el ejemplo suministrado es una copa utilizando los axiomas
de la teoria del dominio. La prueba permite identificar las caracteristicas
relevantes al concepto (por ejemplo, el color de la copa no es necesario para
probar que un objeto es una copa). Posteriormente, es necesaria una gener-
alizacién de la explicacién o prueba obtenida. De otra manera, el concepto
de copa operacionalizado sélo seria valido para la copa del ejemplo, y no
para otras copas similares. La manera maés sencilla de generalizacién es la
substitucién de las constantes por variables, aunque es necesario comprobar
que la generalizacién sigue siendo vélida (esto tdltimo se suele realizar por
un procedimiento denominado regresién de objetivos [Waldinger, 1981]). En
cierto sentido, el concepto operacionalizado es una especializacién del con-
cepto original y una generalizacién del ejemplo utilizado.

Una manera inmediata en la que se puede aplicar EBL a la planificacién
es la siguiente. Como se ha explicado en 2.1.2, la planificacién es un prob-
lema de bisqueda. En cada nodo de la bisqueda es necesario tomar de-
cisiones acerca de qué operador se utilizard para generar el siguiente nodo
de bisqueda. Dependiendo de como esté programado el planificador, estas
decisiones pueden ser méas complejas. Por ejemplo, si el planificador trata
el conjunto de metas a alcanzar de manera independiente, habra que decidir
qué meta es la que se va a intentar resolver a continuacién. En el mundo de
los bloques A podriamos intentar aprender el concepto “conjunto de situa-
ciones en las que resolver una meta A antes que una meta B ocasiona que las
dos metas se interfieran”. Si en este dominio queremos construir una torre
de tres bloques, a en la cima y b y ¢ en la base, si se intenta resolver la meta
sobre(a,b) antes que sobre(b,c) (construir la base de la torre), tiene que
deshacer sobre(a,b) para poder poner el bloque b sobre la base c. Luego
este es un ejemplo en el que dos metas se interfieren debido al orden en el
que se resuelven. En ese momento, el sistema EBL podria demostrar que
este ejemplo particular es un caso de interferencia entre metas gracias a su
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SI hay que resolver el objetivo sobre(<x>, <y>)
hay que resolver el objetivo sobre(<y>, <z>)
ENTONCES hay que resolver sobre(<y>, <z>)
antes que sobre(<z>, <y>)

Figura 2.9: Formalizacién del concepto preferencia entre metas

conocimiento de fondo. A partir de la prueba y la posterior generalizacién, se
podrian determinar bajo que condiciones genéricas ocurre esta interferencia
y construir una regla que permitiera impedir que ocurra (ver Figura 2.2.1).
En la seccién 2.2.2 se detallard un poco maés el proceso seguido por HAMLET,
un sistema que utiliza EBL.

Existe una gran variedad de sistemas que utilizan EBL para aprender
conocimiento de control para planificadores. Por ejemplo, el sistema [Minton,
1988] de aprendizaje para el planificador PRODIGY2.0 usa EBS (“explana-
tion based specialization” ), una variedad de EBL. El sistema aprende reglas
de control en respuesta a decisiones correctas e incorrectas del planificador,
siguiendo el mecanismo descrito en los parrafos anteriores. Dicho trabajo
introdujo ademads el importante concepto de utilidad: en ocasiones afadir
mas y mds conocimiento de control puede ser contraproducente. La razon es
que este conocimiento de control hay que equipararlo en cada nodo que se ex-
pande para comprobar si es aplicable. Puesto que cada trozo del conocimien-
to de control serd aplicable en algunas ocasiones, puede ocurrir que el coste
de equiparacion del conocimiento de control en todos los nodos expandidos
supere a los beneficios de aplicar el conocimiento (en aquellos casos en que
sea aplicable). Minton intenta resolver este problema de dos maneras distin-
tas. La primera, denominada compresién, transforma las reglas de control
sin modificar su significado, pero haciendo su equiparacién més eficiente.
En segundo lugar, olvida aquellas reglas cuya utilidad es negativa. Otros
trabajos muestran que si el conocimiento de control se organiza de manera
adecuada, el problema de la utilidad es mucho menos grave [Doorenbos and
Veloso, 1993]. Existen también extensiones a EBL para aprender conceptos
recursivos e iterativos [Shavlik, 1990].

Otro sistema llamado STATIC obtiene reglas de control tras analizar
la descripcién del dominio (los operadores) [Etzioni, 1993]. Este sistema
también usa EBL para analizar las relaciones entre pre-condiciones y efectos
de los operadores que son luego convertidos en reglas de control para ordenar
las decisiones relativas a objetivos de PRODIGY4.0. STATIC es una especie
de compilador para PRODIGY4.0. Sin embargo, al no utilizar ejemplos, parte
del conocimiento puede ser initil si nunca va a ser utilizado en la distribucién
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de problemas que se presentea al planificador. En otras palabras, puede
aparecer el problema de la utilidad. Por ello, se disefié un nuevo sistema
(DYNAMIC) que combina las ventajas de EBL y STATIC [Pérez and
Etzioni, 1992].

Por 1ltimo, el sistema FAILSAFE aprende reglas de control a partir
de fallos [Mostow and Bhatnagar, 1987, Bhatnagar, 1992, Bhatnagar and
Mostow, 1994]. Uno de los problemas de EBL es que en dominios complejos
puede ser muy complicado obtener trazas de problemas resueltos. FAIL-
SAFE intenta resolver este problema generando planes sin tener en cuenta
las restricciones del dominio, comprobando posteriormente las restricciones
e identificando porqué falla el plan. Finalmente, se utiliza EBL para evitar
esa clase de fallos en el futuro.

Los sistemas anteriores aprendian conocimiento de control para planifi-
cadores de orden total (bisqueda en el espacio de estados o de problemas).
UCPOP+EBL aprende reglas de control gracias al anélisis de fallos pre-
vios durante el proceso de planificacién para planificadores de orden par-
cial [Kambhampati et al., 1996]. Este sistema analiza los caminos de la traza
de un problema de planificacién. Estudia tanto aquellos caminos que no
se pudieron continuar como aquellos que superaron una profundidad Iimite.
Para ello usa conocimiento sobre el dominio adicional basado en leyes fisicas
del dominio. SNLP+EBL también utiliza EBL con un planificador de orden
parcial [Katukam and Kambhampati, 1994b).

Existen también sistemas hibridos, como DERSNLP+EBL, el cual com-
bina EBL para planificadores de orden parcial y CBR. Este sistema aprende
de los fallos que se producen tras recuperar un caso e intentar re-generarlo
para adaptarlo a un nuevo problema [Ihrig and Kambhampati, 1996]. ALPINE
combinan aprendizaje de jerarquias de abstracciones (ver [Knoblock, 1991])
y EBL [Knoblock et al., 1991]. [Mostow and Prieditis, 1989] también genera
abstracciones de manera automadtica para obtener heuristicas de bisqueda.

Desgraciadamente, los sistemas deductivos requieren teorias del dominio
correctas, completas y tratables (aunque existen trabajos basados en EBL
que aprenden a partir de teorfas incompletas e intratables [Tadepalli, 1989)).
Construir dichas teorias no siempre es ficil. Lo que es peor, aunque las
teorias sean completas, pueden carecer de informacién heuristica. Por ejem-
plo, pueden no contener informacién acerca que decisién es mas eficiente
tomar en un determinado momento, de entre un conjunto de decisiones cor-
rectas. Unido a lo anterior, puesto que los sistemas EBL aprenden de tan
solo unos pocos ejemplos, tienden a producir reglas demasiado especificas, con
muchas pre-condiciones, que sufren del problema de la utilidad [Minton, 1988,
Etzioni and Minton, 1992]. Los sistemas inductivos intentan resolver estos
problemas aprendiendo a partir de un conjunto de ejemplos. Dichos ejemp-
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los son instancias de decisiones correctas e incorrectas tomadas por un plan-
ificador al resolver un determinado conjunto de problemas. Los sistemas
inductivos no requieren de teorias completamente correctas, puesto que en
ocasiones aprender una heuristica incorrecta no significa que el planificador
tenga que fallar, sino que simplemente puede llevarle por un camino incorrec-
to por el que tenga que retroceder posteriormente. Esto podria compensarse
si en otras muchas ocasiones, la aplicacién de la heuristica es correcta [Leck-
ie, 1993]. Los sistemas EBL no podrian aprender este tipo de conocimiento,
puesto que solo aprenden heuristicas correctas. Ademads, los sistemas induc-
tivos pueden aprender reglas muy generales, puesto que examinan muchos
ejemplos. Por ejemplo, el sistema GRASSHOPPER [Leckie and Zukerman,
1991] aprende reglas para seleccionar metas, operadores y argumentos de op-
eradores utilizando FOIL [Quinlan and Cameron-Jones, 1995] como sistema
inductivo. Este sistema busca decisiones similares en trazas de ejemplos
resueltos por el planificador para construir de manera inductiva las reglas
de control. X-Learn [Reddy and Tadepalli, 1997]. Otros sistemas de planifi-
cacién [Koza, 1992, Spector, 1994] basados en PG, no aprenden conocimiento
de control para un planificador ya existente, sino que intentan aprender un
programa planificador ya adaptado al dominio. Es decir, buscan en el espacio
de planificadores que funcionan bien en un dominio determinado. Hasta el
momento, esta alternativa solo ha sido ensayada en dominios muy simples.
Sin embargo, los sistemas inductivos también tienen sus problemas. Por
ejemplo, requieren de un gran nimero de ejemplos para aprender conocimien-
to de control eficiente y sus operadores de generalizacidén a menudo requieren
de un gran esfuerzo computacional. Para solventar los problemas de los
métodos inductivos y deductivos, algunos investigadores los han combina-
do en un sistema multi-estrategia. Algunos sistemas iniciales basados en
este principio son LEX-2 [Mitchell et al., | y META-LEX [Keller, 1987].
[Cohen, 1990] combina dos técnicas: EBL - induccién e induccién para
aprender heuristicas aproximadamente correctas (es decir, cercanas a las
que aprenderia EBL sélo). HAMLET, del que se habla extensivamente en
la seccidén 2.2.2 también combina induccién y deduccién de una manera in-
cremental [Borrajo and Veloso, 1997]. Dicho sistema ha sido comentado
extensivamente en y va a ser uno de los componentes que se van a uti-
lizar en esta tesis. HAMLET utiliza dos médulos. El primero estd basado
en EBL y aprende reglas de control que son aproximadamente correctas y
normalmente demasiado especificas. El segundo médulo usa induccién para
generalizar y corregir las reglas. Otro sistema multi-estrategia bastante re-
ciente es SCOPE [Estlin and Mooney, 1996a, Estlin and Mooney, 1996b,
Estlin and Mooney, 1997]. SCOPE combina EBL e induccién de una man-
era ligeramente diferente. El médulo principal estd basado en ILP y como
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todo método inductivo, aprende a partir de ejemplos de problemas de planifi-
cacién (decisiones correctas e incorrectas del planificador UCPOP). Usa EBL
para obtener literales que son usados por ILP para construir nuevas cldusulas.
De esta manera se reduce el espacio en el que ILP busca cuando construye
nuevas clausulas. Tanto HAMLET como SCOPE combinan las caracteristicas
de los métodos inductivos y deductivos para reducir sus problemas: EBL ya
no necesita utilizar teorias completas del dominio con el objetivo de producir
reglas completamente correctas, puesto que las reglas pueden ser corregidas
por el sistema inductivo. Ademas, el que EBL produzca reglas demasiado
especificas ya no es problemdtico, puesto que la induccién se encargars de
generalizarlas. Desde el punto de vista de la induccién, ya no es necesario
un numero ingente de ejemplos para aprender, puesto que el aprendizaje
es sesgado por el conocimiento aproximadamente correcto aprendido por el
moédulo deductivo.

Aunque se ha visto el aprendizaje de macro-operadores, casos y conocimien-
to de control como mecanismos mutuamente exclusivos, existen sistemas
(TALUS) que intentan combinar los tres dentro de un esquema genérico [Allen
et al., 1992].

Los sistemas de planificacién cldsicos no manejan incertidumbre, por lo
que los sistemas de aprendizaje diseiiados para ellos tampoco la contemplan.
El sistema WEAVER incluye un planificador y un sistema que modela la
probabilidad de éxito de un plan. La incertidumbre se maneja en tres niveles:
estado inicial, operadores y sucesos externos. WEAVER es capaz de aprender
conocimiento de control utilizando un sistema similar a HAMLET [Blythe and
Veloso, ].

La mayor parte de los sistemas de aprendizaje intentan mejorar al plani-
ficador en términos de eficiencia (nimero de problemas resueltos) y eficacia
(recursos utilizados). Sin embargo, uno de los objetivos de la planificacién
es encontrar planes de calidad éptima o al menos de calidad aceptable. Co-
mo ya se ha comentado, la calidad de un plan se puede medir de diver-
sas maneras (tiempo, coste, longitud, robustez, etc). Uno de los primeros
trabajos utiliza EBL para aprender conocimiento de control que mejora la
calidad de los planes obtenidos por el planificador [Pérez and Veloso, 1993,
Pérez, 1995]. Este trabajo operacionaliza el conocimiento declarativo con-
tenido en una funcién que mide la calidad de los planes, en un conjunto
de reglas de control que pueden ser usadas directamente por el planificador.
Otros sistemas que también tratan la calidad son HAMLET y SCOPE.

Los sistemas basados en EBL, CBR e induccién se ven forzados a apren-
der a partir de problemas lo suficientemente sencillos como para que el plan-
ificador sea capaz de resolverlos y devolver una traza. En particular, los
sistemas de aprendizaje incrementales se ven influidos por la secuencia de
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problemas de aprendizaje. Normalmente, la eleccién de los problemas y su
secuencia en el entrenamiento se lleva a cabo de una manera intuitiva, eligien-
do problemas simples u ordenando los problemas de acuerdo a su dificultad.
El trabajo realizado en [Kettnaker, 1994] prescinde de esta etapa inicial,
generando problemas a medida cuando y como se los necesite. El sistema
aprende de esos problemas y produce conocimiento de tipo CBR.

Los sistemas mencionados anteriormente suponen la existencia de una
teoria del dominio (operadores de planificacién, reglas de inferencia, etc).
Algunos trabajos tienen como objetivo aprender o refinar la propia teoria del
dominio a partir de la experiencia en un dominio de planificacién: a partir
de experimentacién en el dominio [Carbonell and Gil, 1990, Gil, 1992] obser-
vando agentes expertos [Wang, 1994, Wang, 1994] o a partir de la experiencia
de un agente auténomo [Garcia-Martinez and Borrajo, 1998].

En algunos dominios la induccién lleva de manera natural a aprender
reglas de control contradictorias. En lugar de dedicar esfuerzo a impedir que
esto suceda, [Sebag and Schoenauer, 1992] intenta aprender metareglas para
determinar cuando se debe aplicar determinadas reglas y cuando otras.

A continuacién se explicard en qué lugar del estado de la cuestidn se situa
esta tesis. En primer lugar, como se comentaba en la introduccién 1, se pre-
tende utilizar la PG como sistema de induccién de conocimiento de control,
siendo la motivacién fundamental la de experimentar con un sistema induc-
tivo menos sesgado por ejemplos o teorias que otros sistemas de aprendizaje.
No se conoce de ningin sistema que haya aplicado PG en este dominio. En
segundo lugar, este trabajo es el primer trabajo en el que se propone un
sistema multi-estrategia para aprender conocimiento de control para plan-
ificacién en el que uno de los componentes estd basado en PG (EvoCK).
La idea bésica es la misma que origina los sistemas multi-estrategia: combi-
nar distintos métodos para suplir las deficiencias de unos con las ventajas de
otros. En este caso, se usara la PG para anadir sesgos y caracteristicas a otros
sistemas de aprendizaje que serfan dificiles de introducir de otra manera. En
particular, se pretende usar de manera més flexible los distintos sesgos de la
clasificacién de Utgoff [Utgoff, 1986): el de lenguaje (el lenguaje en el que
se representan las hipdtesis), el de bisqueda (operadores y estrategias de
bisqueda) y el de evaluacién (evaluacién de los candidatos a solucién). A
contiinuacién se da una visién mds detallada de estos sesgos:

e El sesgo del lenguaje. Este sesgo puede ser cambiado ficilmente: el
algoritmo de PG no depende de el de ninguna manera fundamental,
e incluso en aquellos sistemas constrenidos sintacticamente la modifi-
cacién del lenguaje usado no es dificil. Por otro lado, otros sistemas
dependen bastante fuertemente del lenguaje usado. Por ejemplo, HAM-
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LET solo usa un subconjunto de las reglas de control permitidas por
PrODIGY4.0 y no usa condiciones negadas, mientras que EVOCK no
tendria ninguna dificultad en manejar ambas. En este trabajo se pre-
tende explorar el primer caso: usar reglas de “reject” y “prefer”, ademas
de las de “select”, que son las unicas que usa HAMLET.

e Fl sesgo de exploracién. Aunque la PG estandard solo usa tres oper-
adores, no existe ninguna dificultad en anadir otros operadores segin
se crea conveniente. Como se discutia en la seccidén 2.3, la PG no
parece depender fuertemente de los operadores tradicionales y se la
puede ver como un paradigma de busqueda genérico que usa un con-
junto de operadores cualesquiera. EvOCK utiliza operadores de gen-
eralizacién/especializacién para reglas de control y el operador union
para unir distintas condiciones de una regla por medio de variables.

o El sesgo de evaluacién (la evaluacién de diferentes candidatos a solu-
cién). Esta es la parte mds flexible de la PG: se pueden combinar en
una misma funcién tanto componentes dindmicos (tiempo de bisqueda,
ndmero de problemas solucionados, etc) como estaticos (ntiimero de re-
glas, nimero de condiciones, etc). EVOCK afiadirdn sesgos utiles en-
caminados a hacer el conjunto de reglas mas compacto, rapido y util,
e incrementar el nimero de problemas resueltos.

Ademds, la PG tiene otros sesgos intrinsecos que complementan a los de
otros sistemas de aprendizaje. Por ejemplo, HAMLET es un sistema incre-
mental y sus operadores de bilisqueda estan basados en ejemplos, por lo que
depende de la aparicién del ejemplo adecuado para realizar la generalizacién
adecuada. La PG es no-incremental y sus operadores no estidn dirigidos por
ejemplos, por lo que puede generalizar y especificar de formas no dependi-
entes de los ejemplos. En este sentido, el sesgo es el mismo que el de ILP y
por tanto el de SCOPE, aunque SCOPE se basa fuertemente en los arboles
de prueba obtenidos a partir de ejemplos para construir las nuevas cldusulas.
En cualquier caso, no se conoce ningun trabajo en el que se hayan combina-
do un sistema inductivo guiado por ejemplos y otro no guiado por ejemplos.
Ademds, y a diferencia de otros trabajos, se combina un sistema estocastico
(EvOCK) con otro determinista (HAMLET), con lo que puede obtener reglas
diferentes (y en ocasiones mejores) cada vez que se ejecute.

2.2.2 Aprendizaje de Conocimiento de Control. HAM-
LET

HAMLET es un sistema de aprendizaje multi-estrategia que combina dos tipos
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de aprendizaje: deductivo (o analitico) e inductivo [Borrajo and Veloso,
1997). Puesto que se lo va a utilizar como uno de los componentes del
sistema multiestrategia de esta tesis, se lo describird con cierto detalle a
continuacién. Su nombre viene de las siglas en inglés Heuristics Acquisition
Method by Learning from sEarch Trees. Las entradas a este sistema son:
una teoria del dominio (la misma que para PRODIGY4.0), un conjunto de
problemas de entrenamiento, y una medida de calidad. También posee un
conjunto de pardmetros que permiten controlar el proceso de aprendizaje. La
salida es un conjunto de reglas de control que pueden guiar eficientemente a
PRODIGY4.0 hacia soluciones buenas de acuerdo al criterio de calidad. En
el presente trabajo no se ha utilizado dicho criterio, puesto que se trabaja
exclusivamente en mejorar la eficiencia y la eficacia del planificador base. La
Figura 2.10 muestra un esquema de la arquitectura de HAMLET y su relacién
con PRODIGY4.0.

HAMLET
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Figura 2.10: Arquitectura de HAMLET.

El médulo de aprendizaje analitico realiza una asignacién de crédito de
qué decisiones fueron correctas y cudles incorrectas a la hora de resolver el
problema, a partir de un anélisis del drbol de bisqueda. Por cada decisién
que considera correcta genera una regla de control estableciendo cuéles son
las condiciones que deben establecerse en la parte izquierda de la regla para
poder dispararla en posteriores ejecuciones. El resto de la informacién sobre
la bisqueda que no introdujo en las condiciones se lo reserva para poder
utilizarlo durante la induccién.

Debido a que no se puede asegurar, en general, que se van a aprender re-
glas de control correctas en planificacién no lineal (fundamentalmente por in-
terdependencias entre metas y entre instanciaciones de operadores), se buscé
una forma de combinar este tipo de aprendizaje con la induccién incremen-
tal, de forma que ésta se encargara de mejorar las reglas conforme se fueran
resolviendo mas problemas. Para ello, se recurrié a una técnica inductiva a
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partir de ejemplos. Los ejemplos positivos y negativos son generados por el
anterior mddulo. A partir de entonces, utilizando una, técnica que se puede
calificar como de aprendizaje basado en ILP [Muggleton, 1992], se van gener-
alizando las reglas generadas a partir de nuevos ejemplos del mismo concepto
objetivo, y se especializan las reglas cuando se encuentra un ejemplo negati-
vo de las mismas. Esto sucede cuando, al utilizar una regla, ésta llevé a un
camino sin solucién o a un camino con una solucién subéptima.

Este enfoque presenta caracteristicas de aprendizaje vago [Aha, 1997] en
los siguientes tres aspectos:

e Explicacién limitada. En lugar de razonar extensivamente sobre cada
decisién del arbol de biisqueda para el que se genera una heuristica, el
sistema, explica brevemente por qué cree que la decisién fue correcta o
no a partir de informacién perteneciente al meta-estado de la bisqueda.
El conocimiento aprendido no se demuestra que es correcto (a diferen-
cia de EBL), pero ese problema lo intentan resolver posteriormente la
induccién y la PG..

e Refinamiento incremental. Por cada heuristica que generaliza o espe-
cializa, el sistema no intenta demostrar que la generalizacién o espe-
cializacién son correctas en funciéon de todos los problemas resueltos
anteriormente, sino que se deja para posteriores ejemplos la compro-
baciéon de la validez de la operacién realizada.

e Aprendizaje de conocimiento que contradice al comportamiento por
omisién. Al generar las heuristicas inicialmente, no se aprende de to-
das las posibles decisiones, sino de aquéllas que contradicen al com-
portamiento por omisién, dado que, si éste es correcto, las siguientes
veces que se intente aplicar también lo serd, y, si no, ya se aprenderan
entonces nuevas heuristicas.

Estas caracteristicas han demostrado mejoras sobre las técnicas deduc-
tivas, més dvidas de aprendizaje correcto desde el principio. Estas mejo-
ras suponen que existe un menor esfuerzo computacional para aprender las
heuristicas; no es necesario el conocimiento adicional sobre la teoria del do-
minio (los denominados axiomas de dominio), y se reduce también el prob-
lema de la utilidad [Minton, 1988].

2.2.3 Dificultad de un Proceso de Busqueda

Antes de proseguir, es necesario hacer algunas consideraciones sobre lo que
se entenderd por dificultad en planificacién. Puesto que la planificacién es un
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OPERADOR QUITAR (<bloque> <bloque-debajo>)
(encima <bloque> <bloque-debajo>)

(libre <bloque>)

(brazo-libre)

=>

quitar (encima <bloque> <bloque-debajo>)
quitar (libre <bloque>)

quitar (brazo-libre)

afiadir (sujeto <bloque>)

afiadir (libre <bloque-debajo>)

Figura 2.11: Operador que quita un bloque que esta sobre otro bloque

proceso de busqueda, el orden en el que se elijan los operadores de bisqueda
influird enormemente en el tiempo que cueste llegar a un nodo solucién. Es
decir, ademaés de la dificultad intrinseca de resolver un problema, la estrategia
de bisqueda del planificador hara que ese problema sea mds 0 menos costoso
de resolver. Por tanto, se considerard dificil a un problema si es costoso de
resolver para el planificador que se esté utilizando, tenga o no conocimiento
del dominio.

A continuacién se ilustrard esta idea con un ejemplo. Supéngase la sigu-
iente situacién en el mundo de los bloques (Ver apéndice A): el bloque a est4
sobre el b, que a su vez esté sobre el ¢, que estd en la mesa. Ademds, existen
muchos otros bloques en otras partes de la mesa. Supongamos también que
el operador QUITAR es el primero que tiene en cuenta el planificador. Dicho
operador puede verse en la Figura 2.2.3:

Supéngase ademas que el objetivo es dejar libre el bloque ¢, es decir, se
le plantea al planificador el objetivo (libre c). Si se usa un planificador
que busca en el espacio de problemas como PRODIGY4.0, este intentard re-
solver este objetivo usando el operador QUITAR(<bloque>,c)®. Desgraci-
adamente, antes de poder usar el operador, hay que darle un valor a la
variable <bloque>. Puesto que PRODIGY4.0 no tiene informacién acerca de
que bloque deberia usarse, probard con todos los que existan en el problema.
Si hay muchos, el planificador perderd mucho tiempo probando bloques para
la variable <bloque> hasta que encuentre el correcto (el b). Por tanto, un
problema que una persona percibe como sencillo, se vuelve complicado por

8Es decir, intentara resolver el problema (ei, (libre c)) resolviendo primero el prob-
lema (ei, (encima <bloque> c), (libre <bloque>), (brazo-libre) (seha substitu-
ido el objetivo inicial (1ibre c) por las pre-condiciones del operador QUITAR para cumplir
ese objetivo).
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las caracteristicas del planificador. Es el precio que hay que pagar por la
generalidad que nos proporciona un planificador independiente del dominio.
Asi pues, cuando se hable de la dificultad de los problemas de planificacién,
se referira a los problemas que sean costosos de resolver para el planificador
base PRODIGY4.0 o para dicho planificador con determinado conocimiento
de control ya adquirido por algin sistema de aprendizaje.

Antes de proseguir, hay que senalar que PRODIGY4.0 dispone de heuristicas
adicionales que impedirian que este tipo de situacién se diera en la realidad.
Ocurre que cuando PRODIGY4.0 tiene que darle valor a una variable de un
operador, ordena las posibles asignaciones de manera que se tengan en cuen-
ta aquellos valores que hacen cierta en el estado actual alguna precondicién
del operador a cuya variable se le quiere dar valor. Por ejemplo, en el caso
visto, PRODIGY4.0 intentaria dar los valores a é b a <bloque>, puesto que el
primero hace cierta en el estado actual la pre-condicién (1ibre <bloque>)
y el segundo, la pre-condicién (encima <bloque> c).

2.3 Programacion Genética

2.3.1 Conocimientos Basicos

La PG es un método de bisqueda en el espacio de programas de ordenador
inventado por John Koza [Koza, 1992). Este método pertenece al conjunto
genérico de métodos de computacién evolutiva, uno de cuyos mas conoci-
dos ejemplos son los algoritmos genéticos [Holland, 1975]. El paradigma de
bisqueda clasico que se parece més a la PG es el de “beam search” [Tackett,
1994], aunque posee ciertas peculiaridades propias. Como cualquier algorit-
mo de busqueda, la PG busca en un espacio de posibles soluciones represen-
tadas de determinada manera, dispone de operadores de busqueda y de una
funcién heuristica que la guia.

Al igual que “beam search”, la PG mantiene una poblacién finita de posi-
bles buenas soluciones o candidatos a solucién (denominadas individuos).
Dichos candidatos a solucién suelen ser programas de ordenador funcionales®
codificados en forma de arboles. Sin embargo, se ha usado PG para evolu-
cionar otros tipos de estructuras (arboles de decisién [Koza, 1992], conjuntos
de reglas prolog [Osborn et al., 1995], grafos [Teller and Veloso, 1995], se-
cuencias de instrucciones [Keller and Banzhaf, 1996], etc). De momento no
se cuenta con andlisis tedricos definitivos en favor o en contra de estructuras
particulares, aunque seguramente dependan en parte de los operadores de

9Es decir, aquellos que consisten de funciones que toman argumentos y devuelven un
valor, y en ocasiones realizan algin efecto lateral.
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transformacién de los candidatos a solucién que se usen. Esta tesis propon-
dréa una estructura distinta para representar programas: listas de reglas.

Los operadores de bisqueda de la PG son los denominados operadores
genéticos: reproduccién, cruce y mutacién, aunque en general se suelen us-
ar solo los dos primeros. El operador de reproduccién simplemente crea un
individuo exactamente igual al que se le pasa como argumento. El de cruce
toma dos individuos, selecciona aleatoriamente un nodo en cada uno de los
individuos progenitores (representados como arboles) e intercambia los dos
subarboles correspondientes. La Figura 2.12 proporciona un ejemplo del op-
erador de cruce entre dos programas sencillos. Los subarboles intercambiados
aparecen en linea gruesa.'?

SRCLP L

Figura 2.12: Ejemplo de cruce entre dos arboles.

El operador de mutacion selecciona un nodo en el arbol progenitor, corta
el subdrbol que pende de ese nodo, y lo substituye por un subérbol generado
aleatoriamente. Sin embargo, también en este caso se ha experimentado con
otros operadores tales como encapsulacién [Koza, 1992], duplicacién [Koza et
al., 1994], etc. En principio no hay razones tedricas fuertes para restringirse
al conjunto estandard de operadores. Hay que hacer una salvedad: en los
campos derivados de los algoritmos genéticos se le da gran importancia al
operador de cruce, puesto que es capaz de combinar buenos fragmentos de
dos candidatos a solucidn, lo que puede llevar a obtener mejores soluciones
que cualquiera de los progenitores [Tackett, 1994]. A la hipétesis de que
un algoritmo genético funciona a base de ir combinando progresivamente
buenos fragmentos se la denomina la hipétesis de los bloques de construc-
cién [Holland, 1975]. Sin embargo, estudios recientes muestran que en la PG
estandard, este efecto podria no conseguirse [Angeline, 1997). Las razones
principales podrian ser dos. Primero, si el sistema ha conseguido encontrar
un buen fragmento de programa que es grande, el operador de cruce tenderd
a romperlo. En segundo lugar, un fragmento de programa tendrd efectos

10 A diferencia del ejemplo de cruce mostrado en la Figura, el operador de cruce estandard
genera dos drboles hijos a partir de dos drboles padres.
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diversos segin el lugar del otro programa donde se lo inserte. Es decir,
el operador de cruce es contextual; es decir, a diferencia de los algoritmos
genéticos en los que los elementos que se intercambian tienen su significa-
do fijado por su posicién, los subarboles de la PG pueden tener significa-
dos distintos segiin el contexto [Rosca and Ballard, 1995]. Para solucionar
estos problemas, se ha propuesto que se modifiquen tanto las representa-
ciones utilizadas, como el operador de cruce [Tackett, 1994, D’haeseleer, 1994,
Banzhaf et al., 1998].

La PG estd guiada por una funcién heuristica denominada funcién de
adecuacién o de “fitness”. Dicha funcién evalia la bondad de cada uno de
los individuos de la poblacién. Normalmente, la funcién de adecuacién de-
vuelve un valor numérico o también un vector de valores, si se estd haciendo
optimizacién multi-objetivo. Dicho valor sirve para determinar la proba-
bilidad de seleccionar cada individuo de la poblacién, que normalmente es
proporcional al valor devuelto por la funcién de adecuacién. Una vez selec-
cionado, dicho individuo (o individuos, en el caso de que el operador genético
sea el cruce) serd transformado por alguno de los operadores genéticos. Ex-
isten otros métodos de seleccién (como el de torneo) que tan solo requieren
que la funcién de adecuacion sea capaz de comparar dos individuos: se elige
aleatoriamente un subconjunto pequeinio de individuos, y por medio de com-
paraciones sucesivas, se elige el mejor. La funcién de adecuacién puede eval-
uar tanto aspectos dindmicos del individuo (tras haberlo ejecutado) como
estaticos. Aspectos dinamicos son, por ejemplo, el error cometido en la sali-
da del programa, el tiempo que ha tardado, etc. Aspectos estdticos podrian
ser el tamano en nodos del individuo, la cantidad de determinadas funciones
que contiene su cédigo, etc.

Por dltimo, la PG es un algoritmo inductivo, en el sentido de que se
pretende evolucionar programas de ordenador generales disponiendo tan solo
de un conjunto finito de casos de prueba. Normalmente, para evaluar los
aspectos dindmicos del individuo, se ejecuta éste con cada uno de los casos
de prueba y se genera un valor que resume el comportamiento del individ-
uo para todas las ejecuciones. También en este caso se han probado otras
posibilidades, tales como no utilizar siempre todos los casos de prueba, sino
seleccionar algunos de acuerdo a algtin criterio [Gathercole and Ross, 1994,
Gathercole and Ross, 1997, Gathercole, 1998, Nguyen and Huang, 1994).

La poblacién de individuos, los operadores genéticos, la funcidén de ade-
cuacién y los casos de prueba, son los ingredientes fundamentales de cualquier
sistema de PG. Se ha hecho hincapié en que, aunque tradicionalmente se em-
pleen determinadas estructuras y determinados operadores genéticos, no exis-
ten realmente razones poderosas para restringirse a las elecciones estandard,
y en cambio si existen algunas razones para examinar otras posibilidades.
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Esto ha hecho que, en la préctica, los investigadores del campo hayan con-
vertido a la PG en un paradigma de busqueda bastante genérico que, de
acuerdo a la discusién anterior, puede representarse de forma abstracta por
la Figura 2.13. Dicho grafico muestra el diagrama de flujo de un sistema
genérico de PG en el que se selecciona a los individuos de acuerdo a la fun-
cién de evaluacidn, los cuales son modificados por operadores genéticos que
también han sido seleccionados de acuerdo a algin criterio, y finalmente son
evaluados con un subconjunto de casos de prueba previamente seleccionado.
Finalmente, los nuevos individuos son introducidos en la poblacién.

CASOS
oE SELECCION

PRUEBA

poBLActon—C_SeLEccion - TRansroRyaciop-~( EVALUACION )
OPERADORES w

Figura 2.13: Esquema genérico de la programacién genética.

A continuacién se describe el algoritmo de la variante de la PG conocido
como modelo generacional:

1. Crear aleatoriamente una poblacién de individuos.

2. Seleccionar un conjunto de casos de prueba y evaluar la poblacién con
ellos.

3. Repetir hasta que algun criterio de terminacién sea satisfecho:

(a) Repetir hasta que se complete una nueva poblacién:

i. Seleccionar un operador genético del conjunto de operadores
(normalmente reproduccién, cruce y mutacién). Cada oper-
ador tiene una probabilidad de ser seleccionado.

ii. Seleccionar tantos individuos como requiera el operador selec-
cionado (por ejemplo, el cruce requiere dos). La seleccién es
estocdstica. Mejores individuos deberian tener una probabil-
idad més alta de ser seleccionados.

iii. Aplicar el operador genético, obtener un nuevo individuo y
anadirlo a la nueva poblacién.



2.3. PROGRAMACION GENETICA 55

(b) Seleccionar un conjunto de casos de prueba (normalmente se se-
leccionan todos ellos) y evaluar a la nueva poblacién con ellos.

(c) Reemplazar la poblacién antigua con la nueva.

Existen otros modelos de PG, como el “steady-state”, en los que en cada
ciclo no se reemplaza la poblacién completa sino solo una parte de ella, y
en casos extremos, solo un individuo. En ese caso, hay que elegir ademés al
individuo (o individuos) que van a ser reemplazados. Esto se realiza también
de manera estocastica, teniendo mas probabilidad de ser reemplazados ague-
llos individuos con mala calificacién. El modelo “steady-state” es el que ha
sido usado en el presente trabajo. El algoritmo particular que se ha utilizado
se describird en 4.2.1.

Cualquier problema de PG queda perfectamente definido por medio de
una Tabla en la que se especifican el conjunto de funciones, el conjunto de
terminales, los casos de prueba, la condicidn de éxito, el programa envolvente
(que puede tener funciones diversas, como la de modificar el valor devuelto
por el individuo) y los pardmetros (principalmente, el tamafio de la poblacién
y el nimero méximo de generaciones). En la Tabla 2.3.1 se muestra un
ejemplo de Tabla definitoria para el problema de la induccién de la funcién
paridad-par-5 (una funcién que comprueba si hay un nimero par de bits en
sus argumentos).

Por ultimo, es necesario hacer una consideracién sobre cémo imponer
restricciones a los individuos que evolucionan. Puesto que los operadores
genéticos modifican los individuos de manera aleatoria,!! los individuos asi
generados no tienen por qué ser correctos. Es decir, puede ocurrir que se
generen arboles como (/ a 0) 6 (sqrt -1). La solucién tradicional a este
problema consiste en conseguir que todas las funciones tengan la propiedad
de cierre [Koza, 1991], es decir, que todas las funciones pueden aceptar todo
tipo de argumentos. En el caso de la divisién, se podria protegerla para que
en caso de que el denominador sea cero, devuelva a pesar de todo un valor. En
otras ocasiones puede ser conveniente establecer restricciones sintéacticas. Por
ejemplo, podemos querer limitar la funcién + a argumentos que sean enteros,
por lo que dicha funcién solo podra tomar como argumentos o bien constantes
enteras, o bien funciones que solo devuelvan enteros. A estructuras restringi-
das de esta manera se las denomina estructuras constreiiidas [Koza, 1992] o
estructuras fuertemente tipadas [Montana, 1995]. En este caso, la propiedad
de cierre ya no sirve, y es necesario modificar tanto el proceso de generacién
de la poblacién inicial como los operadores genéticos para que s6lo generen

UTanto el punto de cruce para el operador de cruce como el nuevo subarbol para el
operador de mutacién son calculados aleatoriamente.
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Paridmetros Valores

Objetivo Encontrar un programa que obtenga el valor para la funcién
booleana paridad-par-5 cuando se le proporcionan como entrada
los valores de sus cinco argumentos booleanos

Conjunto de termi- | DO, D1, D2, D3, D4

nales

Conjunto de fun- { AND, OR, NAND, and NOR

ciones

Casos de prueba Todos las 2° = 32 combinaciones de los cinco argumentos

booleanos DO, D1, D2, D3, D4.
“Fitness” sin proce- | El ntimero de los casos de prueba para los que el valor devuelto

sar es igual al valor correcto de la funcién paridad-par-5

“Fitness” procesa- | La “fitness” procesada es la suma, sobre los 32 casos de prueba,

da de la distancia Hamming (el error) entre el valor devuelto por el
programa y el valor correcto de la funcién paridad-par-5

Aciertos Igual a la “fitness” sin procesar

Programa  envol- | Ninguno.

vente

Parametros Poblacién = 200, Generaciones = 150

Condicién de éxito | Algiin individuo consigue el maximo nimero de aciertos (32)

Tabla 2.1: Tabla para la funcién paridad-par-5.

individuos sintacticamente correctos. Por ejemplo, una solucién simple ofre-
cida por Koza [Koza, 1992] para el operador de cruce es la de seleccionar
puntos de cruce en los dos progenitores que tengan el mismo tipo.

2.3.2 Programaciéon Genética Basada en Reglas

En la seccién 2.3 se comentaba cémo estudios recientes mostraban que el
operador de cruce, del que se supone que se deriva gran parte del poder de la
PG al recombinar buenos subédrboles, podria verse reducido a un operador de
macro-mutacién en la PG estandard [Angeline, 1997]. Aunque la polémica
continua, algunos autores proponen [Banzhaf et al., 1998] que se modifique
el operador de cruce, de manera que siempre se intercambien fragmentos
de programas que sean similares tanto en estructura como en funcién. De
esta manera se evita tanto el fragmentar buenos bloques de cédigo, como
el insertar bloques de c6digo en un contexto poco adecuado. [D’haeseleer,
1994] resuelve estos problemas mediante un operador de cruce que solo inserta
fragmentos de c6digo en un contexto similar al del donante. Otros proponen
que se cambie la estructura de los individuos para que sean maés dutiles al
operador de cruce. Por ejemplo, [Hinchliffe et al., 1996] utiliza un sistema
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multigen, en el que un individuo estd compuesto de varios componentes de
alto nivel, que el operador de cruce intercambia. De esta manera, sélo se
intercambian componentes con el mismo significado. En la misma linea esta
el trabajo de [Perkins, 1997], quien utiliza un sistema basado en PG que usa
conjuntos de reglas como individuos. Al tener un significado mas definido, las
reglas pueden ser intercambiadas entre individuos por el operador de cruce
sin perder su significado, al contrario de lo que ocurre cuando se intercambian
subérboles de dos programas. Por tltimo, el propio Koza propuso en [Koza,
1994] el uso de ADF (funciones definidas automdticamente). Su propésito
era que GP aprendiera subrutinas utiles mientras se desarrolla el proceso
de evolucién. Aunque no se lo ha presentado como tal, éste es también
un sistema multigen: cada individuo estd dividido en varias partes (varias
subrutinas y un programa principal) y el cruce sélo tiene lugar entre partes
homélogas. Es posible que el éxito de las ADF sea debido a esta peculiaridad
del cruce, ademés de la generacién de subrutinas itiles. En [Ahluwalia and
Fogarty, 1996, Ahluwalia et al., 1997a, Ahluwalia et al., 1997b, Ahluwalia and
Bull, 1998, Aler, 1998] se proponen sistemas en los que las distintas partes
de cada individuo estan almacenados en poblaciones distintas, las cuales
evolucionan de manera cooperativa. Pero una vez mds, estos son también
sistemas multigen donde el operador de cruce sélo combina componentes
dentro de la misma poblacién (es decir, recombina la primera subrutina del
primer individuo con la primera subrutina del quinto individuo, pero nunca
recombina la primera con la tercera). Por dltimo, [Nordin et al., 1996] afiade
valores a los enlaces que unen cada par de nodos de un individuo, los cuales
miden la probabilidad de que se realice cruce en ese lugar. Dicha probabilidad
evoluciona junto con el individuo, de manera que es la propia evolucién la
que decide dénde van a estar las fronteras entre los genes del individuo.

Como se ha comentado, representar un programa como un conjunto de
reglas parece ser una buena representacion para el operador de cruce. Esto
es debido a que las reglas dependen menos del contexto que un subdrbol de
codigo. En efecto, las reglas portan en su condicién sus propias condiciones
de validez. Reglas o conjuntos de reglas han sido estructuras ya utilizadas
con algoritmos genéticos orientados al aprendizaje. En la literatura, existen
dos alternativas principales: la de Pittsburgh [Smith, 1983] (sistema LS-1) y
la de Michigan [Holland, 1975] (sistemas clasificadores o SC).

En la alternativa de Michigan, cada individuo es una regla. Por tanto,
los SC no son adecuados para aprender conceptos disyuntivos, que requieran
de varias reglas. Para ello, los SC deben utilizar otras técnicas, tales como
la formacién de nichos o de especies, que hacen que un algoritmo genético
mantenga individuos de la misma poblacién en varios méximos locales [Lan-
gley, 1996] (cada méximo corresponde a una disyuncién). Ademds, se debe
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usar un método para extraer la solucién de la poblacién (como el método de
sufragio universal de [Neri, 1997]).

En la alternativa de Pittsburgh, cada individuo es un conjunto de reglas.
Por tanto, cada individuo puede representar un concepto disyuntivo. Su prin-
cipal desventaja es que requiere mas memoria para almacenar la poblacién.
Su ventaja es la simplicidad: sélo se requiere un algoritmo genético para
evolucionar la poblacién. El presente trabajo evoluciona conjuntos de re-
glas de control, por lo que sigue la alternativa de Pittsburgh, aunque se
usan las estructuras simbdélicas de longitud variable de la PG. Otro de los
pocos sistemas que usan PG para evolucionar reglas es [Osborn et al., 1995,
Tang et al., 1998] el cual evoluciona programas Prolog formados de cldusulas
de Horn (es decir, reglas). Las diferencias con EvOCK son dos: en EvoCK,
las reglas no forman el programa entero, sino que ayudan a tomar decisiones
a un programa principal (el planificador PRODIGY4.0) y, en segundo lugar,
las reglas de EVOCK no siguen el encadenamiento hacia atrds de Prolog,
sino hacia adelante, tipico de los sistemas de produccion.

2.3.3 Programacion Genética con Conocimiento del Do-
minio
La PG es un método de biisqueda débil (en el sentido de que se parte de
conocimiento cero)'? -una poblacién aleatoria y operadores de biisqueda que
no utilizan conocimiento-, por lo que se pueden requerir muchas iteraciones y
muchos experimentos para que encuentre buenas soluciones. Ademas, como
todos los métodos inductivos, requiere de gran nimero de ejemplos. Seria in-
teresante sesgar la PG hacia individuos ttiles usando conocimiento obtenido
por otros métodos (igual que se hace en HAMLET y SCOPE). Para ello,
en el presente trabajo se proponen dos métodos de sesgo para la PG: el
de inicializar la poblacién inicial con conocimiento obtenido por otro sis-
tema (HAMLET) y el de sesgar el operador de cruce de manera similar. Es
necesario decir que no es comun en el campo el sesgar la evolucién usando
conocimiento. El punto que se suele enfatizar en PG es el de la flexibili-
dad, adaptabilidad e independencia del dominio y del problema a resolver.
Por ello, la direccién general es la de intentar usar la minima cantidad de
conocimiento posible, hasta el punto de que el propio sistema evolucione sus
primitivas [Koza, 1994, Rosca and Ballard, 1994, Rosca, 1995b, Rosca, 19952,
Rosca and Ballard, 1996). Sin embargo, la hipétesis principal que explica el

120 casi, puesto que un sistema de PG dispone de conocimiento en las restricciones
sintacticas de sus individuos, el conjunto de funciones y terminales seleccionados por el
programador y sobre todo, en la funcién de adecuacién.
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buen funcionamiento de los algoritmos genéticos y de la PG es la hipétesis
de los bloques de construccidén, intimamente relacionada con el operador de
cruce, como se comentaba en la seccién anterior 2.3.2. Aunque como se decia,
existe debate sobre la relevancia de esta hipétesis en la PG, el hecho es que
antes de que el operador de cruce pueda comenzar a recombinar bloques de
construccién, primero estos deben de ser encontrados de alguna manera. Y a
menos que todos los buenos bloques de construccién estén formados por otros
bloques de construccién més pequefios de una forma més o menos continua,'?
habra que encontrar dichos bloques por medio de mutaciones. Nuestra solu-
cién a este problema es doble: inicializar la poblacién inicial con buenos
individuos obtenidos por algin otro método y realizar cruces entre individu-
os de la poblacién e individuos de otra poblacidn que supuestamente contiene
buenos bloques de construccién. Los individuos de la otra poblacién han sido
obtenidos también por otro método de aprendizaje automético (HAMLET en
el caso de esta tesis).

Aunque inicializar la poblacién con un buen individuo es un método bas-
tante conocido en el campo de la PG, no estd muy estudiado empiricamente.
Sin embargo, existen algunas consideraciones teéricas en [Fraser and Rush,
1994]: si la diferencia entre el buen individuo y el resto es muy grande, en
las generaciones iniciales se perderia mucho tiempo evaluando individuos que
no contienen conocimiento y en segundo lugar, a largo término, los descendi-
entes del buen individuo desplazarian al resto, con lo que se habria perdido
mucho tiempo evaluando individuos cuya contribucién final iba a ser minima.
En esta tesis se propone un método de inicializacién que minimiza los prob-
lemas mencionados. Este método consiste en utilizar un buen individuo que
se utiliza como semilla para generar la poblacién completa. Por supuesto, la
semilla que inicializa a EVOCK proviene del sistema de aprendizaje HAMLET.
Tampoco se conoce de ningin sistema que combine la PG y otros sistemas
de esta manera.

Por otro lado, también se pretende sesgar el operador de cruce por medio
de conocimiento obtenido por otros sistemas (HAMLET). Hasta donde al-
canza nuestro conocimiento, ningin otro sistema de PG utiliza conocimiento
para guiar al operador de cruce de la manera en la que se usa aqui, aunque
en el campo de los algoritmos genéticos [Louis et al., 1998] se ha usado ra-
zonamiento basado en casos para inicializar la poblacién inicial del algoritmo
genético con individuos que resolvian problemas similares al que se pretende
resolver.

13En lo que se denomina “camino real” (“Royal Road”) [Tackett, 1995, Haynes, 1997)
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Capitulo 3

Objetivos

A continuacién se resumen los objetivos de esta tesis:

1. La utilizacién de PG por si sola como técnica de aprendizaje de conocimien-
to de control para planificadores independientes del dominio. Dicho
conocimiento de control deberd mejorar la eficiencia y la eficacia del
planificador base. Para ello se construird un sistema de PG adaptado
a la evolucién de conocimiento de control EVOCK, el cual interactu-
ard con un planificador especifico PRODIGY4.0. Ademais del objetivo
principal de aprender conocimiento de control, se pretende también ex-
perimentar con un sistema de PG con caracteristicas peculiares y poco
probadas:

e A diferencia de otros sistemas de PG, EVOCK no evoluciona pro-
gramas completos sino tan solo el conocimiento que hace maés efi-
ciente a un programa independiente (PRODIGY4.0). Este es un
enfoque algo mds realista acerca de las posibilidades de la PG.
Ademas, permite explorar las dificultades que se pueden encon-
trar al integrar programas ya existentes con PG.

e Utilizacién de un lenguaje de representacién de programas (con-
junto de reglas) fuertemente constrenido por el planificador PRODI-
GY4.0. Normalmente, los usuarios de PG tienen plena libertad a
la hora de disenar dicho lenguaje, pero en el presente caso no va
a ser asi.

e Utiliza conjuntos de reglas como representacién de los programas,
a diferencia de la mayoria de las aplicaciones de PG, que utilizan
arboles. Esto podria resultar interesante desde el punto de vista
del operador de cruce (ver seccién 2.3.2).
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2. La utilizacién de PG como medio de anadir sesgos y caracteristicas

adecuadas a otros sistemas de aprendizaje de conocimiento de control,
como medio de superar las limitaciones de dichos sistemas. En par-
ticular se pretende combinar EVOCK con otro sistema ya existente
-HAMLET- en un sistema multi-estrategia, para superar limitaciones
tales como la dependencia del lenguaje que usa para representar las
hipétesis, dependencia de sus operadores de bisqueda de los ejemplos
de aprendizaje y dificultad de anadir sesgos que enfoquen el sistema
no solo a aprender conocimiento correcto sino también conocimiento
eficiente.

. Analizar el punto anterior desde el punto de vista de la PG: estudio

de métodos para ahadir conocimiento de fondo proveniente de otros
sistemas (en este caso, de HAMLET) en el contexto del aprendizaje
de conocimiento de control. Esto es interesante para la PG puesto
que practicamente no utiliza conocimiento en ninguno de sus sesgos
de aprendizaje, excepto en la funcién de evaluacién. En particular se
pretende:

e Sembrar la poblacién inicial con individuos obtenidos por medio
de otro sistema de aprendizaje automatico (HAMLET, en este caso.

e Anadir un operador genético que sea capaz de utilizar ejemplos.
Esta seria la primera vez que se utilizan ejemplos directamente en
un sistema de PG.



Capitulo 4

EvOCK-HAMLET

Uno de los principales objetivos de esta tesis es proponer y estudiar un sis-
tema multi-estrategia compuesto de dos sistemas de aprendizaje de conocimien-
to de control, cuyos sesgos se combinen de manera ventajosa. En este
capitulo, se describird la arquitectura del sistema multi-estrategia propuesto
(EvOoCK-HAMLET ). La arquitectura general de EVOCK-HAMLET tiene
cinco bloques (ver Figura 4.1). Los componentes principales son EvOCK
(“Evolution of Control Knowledge” o evolucién de conocimiento de control)
y HAMLET.

Reglas de control y problema —»
"\Prodigy l
A

Traza de la resolucién —+— .
Medida fie Individuo
adecuacion y problemas
Y
Reglas de
Generador problemas (" EvoCK [—» .
—L Vo control
e problemas jorad
mejoradas
Reglas de
Control
Hamlet
Conjunto
™ de ejemplos

Figura 4.1: Arquitectura de la aplicacién.

EvoCK es el médulo que implementa el paradigma de la PG para evolu-
cionar conjuntos de reglas de control. EvoCK tiene como entradas los prob-
lemas de planificacién (casos de prueba generados por un generador aleatorio
de problemas). Para evaluar los individuos de la poblacién con los casos de
prueba, EVOCK envia el individuo a evaluar a PRODIGY4.0 junto con los
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casos de prueba. PRODIGY4.0 intentard resolver cada uno de los problemas
gufado por la informacién heuristica contenida en el individuo y producira
(si puede) una solucién e informacién que mida la eficiencia del individuo, tal
como los nodos expandidos en la bisqueda y el tiempo consumido. HAMLET
tiene una relacién similar con PRODIGY4.0, pero en este caso, la informacién
devuelta por PRODIGY4.0 es el drbol de bisqueda, el cual serd utilizado por
HAMLET para obtener reglas y refinarlas posteriormente.

EvoCK y HAMLET estan acoplados de la siguiente manera. Primero, se
ejecuta HAMLET para que aprenda del conjunto de casos de prueba. Después,
se usan dos de sus salidas para sesgar la busqueda de EvOCK. El conjunto
de reglas aprendido por HAMLET se utiliza como semilla para la poblacién
inicial de EVOCK . Los propios ejemplos positivos (es decir, de buenas deci-
siones tomadas por PRODIGY4.0) usados por HAMLET se utilizan para sesgar
el operador de cruce de EvVOCK (al que hemos denominado operador de
cruce basado en el conocimiento [Aler et al., 1998a], operador informado u
operador apoyado en ejemplos). Todo esto se explicard posteriormente en la
seccion 4.2.3.

Cuando EvOCK termina (porque ha agotado el nimero maximo de gen-
eraciones), devuelve el mejor individuo obtenido hasta el momento. Aunque
no se muestra en la Figura 4.1, a los mejores individuos se los prueba con
un conjunto diferente de problemas de planificacién (también obtenido del
generador) para determinar si generalizan bien, como se hace normalmente
para comprobar los sistemas inductivos.

En las siguientes tres secciones, se describird EVOCK a través de las tres
categorias principales de sesgos de aprendizaje enumerados por Utgoff [Ut-
goff, 1986): el sesgo del lenguaje en la seccién 4.1, el de exploracién en la
seccién 4.2 y el de evaluacién en la seccién 4.3.

4.1 El Sesgo del Lenguaje

Aqui se describird el lenguage utilizado para representar los individuos de
EvoCK . Dichos individuos son conjuntos de reglas de control de PrRoDI-
GY4.0 (ver seccién 2.1.5). Dichas reglas constan de una parte izquierda, que
es una lista de condiciones y de una parte derecha, que es una indicacién
acerca de la decisién que debe tomar PrRODIGY4.0. Cada condicién es un
metapredicado. Los metapredicados son funciones que permiten acceder al
estado interno -el metaestado- del planificador PRODIGY4.0. Por ejemplo,
TRUE-IN-STATE comprueba si una determinada condicién es cierta en el es-
tado actual del planificador.

Normalmente, en PG no hay limitaciones en cuanto a la estructura que



4.1. EL SESGO DEL LENGUAJE 65

pueden tener los individuos. A diferencia de otros lenguajes de programacién,
cualquier combinacién de funciones y terminales debe de ser valida. Es-
to quiere decir que un individuo puede contener subexpresiones como (3 /
0) o "cadenal" + 3. Puesto que estas subexpresiones harian que la eje-
cucién parara si fueran ejecutadas por algin intérprete o compilador, la
PG tradicional exige que todas las funciones usadas tengan la propiedad
de cierre [Koza, 1991]. Esto quiere decir que cada funcién debe ser capaz
de aceptar cualquier valor y cualquier tipo de valores. Por ejemplo, para
solucionar el caso de la divisién por cero, habria que redefinir la funcién /
para que sea capaz de devolver algun valor (por ejemplo 1, 6 error, 6 algin
ndmero grande) cuando se le pase como segundo argumento el cero. La suma
de una cadena y un nimero se solucionaria de idéntica manera.

Sin embargo y a diferencia de la mayoria de los sistemas de PG, EvOCK
debe usar un lenguaje para escribir reglas de control que viene fijado por
ProDIGY4.0. Por ejemplo, un metapredicado como TRUE-IN-STATE solo
puede tener como argumento la condicién que se desea saber si es cierta o no.
Por ejemplo (TRUE-IN-STATE (on <x> <y>)) seria una expresién valida que
comprueba si hay un bloque ”x” sobre otro ”y” en el mundo de los bloques.
Una expresion como (TRUE-IN-STATE PUT-DOWN) seria invéalida, y haria que
PRrRODIGY4.0 terminard su ejecucién al intentar comprobar dicha condicién
en alguna regla de control. Ademés, PRODIGY4.0 impone la estructura de
regla (si <condicion> entonces <accion>) al conocimiento de control. Estas
reglas no son funciones que vayan a ser ejecutadas por PRODIGY4.0, sino que
son interpretadas por el planificador. Esto impide que se pueda hacer uso del
método de cierre. Otra posible solucién seria no considerar a aquellos indi-
viduos que no tengan una sintaxis correcta, pero redundaria en una enorme
pérdida de tiempo, puesto que muchos de los individuos generados serian
invalidos. En este trabajo se ha optado por utilizar las denominadas estruc-
turas constrefiidas [Koza, 1991] o PG fuertemente tipada [Montana, 1995).
Esto implica que la poblacién inicial debe contener sélo individuos correctos
y los operadores genéticos deben producir individuos correctos a partir de
individuos correctos. El primer punto {obtener una poblacién inicial correc-
ta) se puede conseguir utilizando una gramética de contexto libre [Whigham,
1997] como la mostrada en la Figura 4.1 1. Esta gramaética contiene produc-
ciones de la forma: A — F(A4145...)|F(B1B>...)|..., las cuales generarian
s-expresiones (sentencias lisp) tales como (FA;A,...). el algoritmo para
generar individuos para la poblacién inicial usando una gramatica, puede

Iparte de la gramética no estd fija desde el principio, sino que aquellos elementos
que dependen del dominio de planificacién, se generan automdticamente a partir de la
informacidn disponible. en este caso, la gramdtica es para el mundo de los blogues.
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1. Seleccionar “list-root-t” como el simbolo generativo inicial A.

2. Seleccionar aleatoriamente una de las producciones asociadas a A: A —
F(AiAy.. )|F(B1By.. )] ...

3. Construir una expresién de la forma (FA7A;...A%), donde Ay, ...,
A} son el resultado de llamar recursivamente a este algoritmo usando
como simbolos generativos iniciales los A, ..., A, respectivamente.

Figura 4.2: Algoritmo para generar nuevos individuos.

verse en la Figura 4.2.

Un ejemplo de individuo generado por esta gramatica puede verse en la
Figura 4.3. EvOCK almacena los individuos en el formato de dicha figura
porque es méas sencillo manipularlo mediante los operadores genéticos. pero
cada vez que se quiere evaluar un individuo, hay que convertirlo al formato
de reglas de control de PRODIGY4.0. esto es bastante sencillo puesto que
ambos formatos son muy similares.

(1ist (rule (and (true-in-state (clear <object-1>))
(some-candidate-goals
(goals-list (on <object-1> <object-2>))
(holding <object-3>)))
(select-goal (on <object-1> <object-2>)))
(rule (true-in-state (on-table <object-1>))
(select-bindings (pick-up-b <object-1> ))))

Figura 4.3: Ejemplo de individuo EvoCK .

El segundo requerimento para poder trabajar con estructuras constrefidas
es que los operadores genéticos obtengan sélo individuos correctos, siempre
que partan de individuos correctos. Esto puede lograrse también por medio
de la gramatica. En el caso del operador de cruce, si los puntos de cruce tanto
del padre como de la madre han sido generados por el mismo simbolo gen-
erativo (por ejemplo metapred-t), intercambiar los respectivos subérboles
producird individuos correctos (si los padres lo son). El operador de mu-
tacion tan solo hace crecer un subéarbol generado aleatoriamente, por lo que
el problema es el mismo que en la creacién de un individuo.

Por 1ltimo, ademas de realizar la conversién del formato interno usado
por EvVOCK al formato de reglas de control de PRODIGY4.0, los individ-
uos requieren de protecciones menores para que no fallen al ser interpre-



4.1. EL SESGO DEL LENGUAJE 67

Gramética independiente del dominio

<list-root-t> — | list (<rule-t>) ]
list (<rule-t> <rule-t>)

<rule-t> rule (<and-t> <action-t>)

_}
<and-t> — | and (<metapred-t> <metapred-t>)
and (<metapred-t> <metapred-t> <metapred-t>)

<metapred-t> | — | true-in-state (<expr-t>)

target-goal (<goal-t>)
current-goal (<goal-t>)
some-candidate-goals (<list-of-goals-t>)

<list-of-goals-t> | — | lista-goal (<goal-t>)

lista-goal (<goal-t> <goal-t>)

Gramaética dependiente del dominio

<action-t> — | select-goal (<goal-t>)
select-operator (<op-t>)
select-bindings (<bindings-t>)
reject-operator (<op-t>)
prefer-goal (<goal-t> <goal-t>)
prefer-operator (<op-t> <op-t>)
sub-goal

apply

<op-t> -+ | pickup
put-down
stack
unstack

<bindings-t> — | pick-up-b (<object>)
put-down-b (<object>)

stack-b (<object> <object>)
unstack-b (<object> <object>))

<goal-t> — | clear (<object>)
on-table (<object>)
arm-empty

holding (<object>)

on (<object> <object>)

<expr-t> — | = <goal-t>
<object> — | <object-1>
<object-2>

Tabla 4.1: Gramaética de generacién de individuos para el dominio de plani-
ficacién blocksworld.
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| Tipo de regla | Proteccién |
apply Ninguna 7
sub-goal Ninguna
select /reject /prefer goal Se  afade un  metapredicado

target-goal en la condicién de la regla
que compruebe que el objetivo que se
va a seleccionar/rechazar/preferir, es el
que el planificador esta considerando.
select/reject/prefer operator | Se  aflade  un  metapredicado
appropriate-operator que com-
pruebe que el operador que se va
a seleccionar/rechazar o preferir es
apropiado para resolver el objetivo
actual.

select /reject/prefer bindings | Se anade un metapredicado
current-operator para  compro-
bar que el operador que el planificador
estd considerando es compatible con
las variables (bindings) que se van a
seleccionar/rechazar/preferir.

Tabla 4.2: Protecciones que requiere cada tipo de regla.

tadas por PRODIGY. dichas protecciones se resumen en la Tabla 4.2. Por
ultimo, para todas aquellas variables de las reglas de control, tanto de la
parte izquierda como de la derecha, que se detecta que no van a estar aso-
ciadas a ninguin valor durante la interpretacién de la regla, se afiade un
metapredicado type-of-object que tiene la propiedad de asignar un valor
a la variable de acuerdo al tipo de la misma, si la variable no tenia ningin
valor. Esto requiere que cada variable tenga un tipo asignado, lo cual se
ha conseguido codificandolo en el propio nombre de la variable. Asi, una
variable <object-> solo puede contener valores de tipo “objeto”.

4.2 El Sesgo de Exploracién

El sesgo de exploracién incluye todo lo relacionado con las politicas de
bisqueda del sistema de aprendizaje: operadores de buisqueda, conocimiento
de fondo para constrenir la bisqueda, etc.
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4.2.1 Estrategia de Bisqueda en EvOoCK

La seccién 2.3 explicé el algoritmo mas usado dentro de la PG. Este es el
denominado “modelo generacional”, en el que una poblacién entera cambia
en cada generacién. Se pueden realizar variaciones a dicho modelo cambian-
do el niimero de individuos que permanecen constantes entre generaciones.
Asi, se puede decidir que tan solo el 50% de la poblacién serd reemplaza-
da en cada generacién. El modelo més extremo es el denominado “modelo
estable” (steady state), en el que tan sélo un individuo cambia entre genera-
ciones. Funciona de la siguiente manera: se elige un individuo de acuerdo a
determinada estrategia de seleccién (que premia a los mejores), se modifica,
genéticamente, y se elige otro individuo en la poblacién para reemplazarlo.
Al individuo reemplazado se lo elige de entre los peores de la poblacién. La
mayor diferencia entre ambos modelos es que el generacional da méas opor-
tunidades a los individuos peores, puesto que todos los individuos de una
determinada generacidn tienen la oportunidad de reproducirse, mientras que
un individuo malo que es reemplazado, ya no podra reproducirse. En la ter-
minologia del campo de computacién evolutiva, el modelo estable tiende a
explotar lo que conoce (los buenos individuos) y a explorar menos (puesto que
descarta mas rapidamente los individuos poco prometedores). Por supuesto,
esto no es necesariamente negativo (ni positivo), y en la préactica no repre-
senta una gran diferencia. Las razones son dos principalmente:

¢ El modelo generacional explora més, por lo que cada ejecucién del algo-
ritmo puede encontrar mejores maximos. Por otro lado, cada ejecucién
tarda més tiempo en converger, mientras que el modelo estable es de
convergencia rapida, por lo que en el mismo tiempo es posible realizar
maés ejecuciones comenzando desde distintos lugares en el espacio de
bisqueda.

e La relacién entre explotacién y exploracion depende de muchos otros
parametros, tales como el tamano de la poblacidn, la frecuencia y mag-
nitud de las mutaciones, las politicas de seleccién, etc. Por tanto, dicha
relacién es un factor controlable, sin importar el modelo que se use.

En cuanto a la implementacién, el modelo estable requiere menos memoria
que las implementaciones sencillas del modelo generacional. Este ultimo
requiere dos poblaciones; la que corresponde a la generacién antigua y la
que corresponde a la generacién que se estd creando. En cuanto se utilizan
tamafios de poblacién grandes o individuos que contienen mucha informacion,
esta consideracién es importante. Puesto que no hay grandes diferencias
tedricas o practicas entre ambos modelos y el modelo estable permite una
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implementacion sencilla utilizando pocos recursos, en esta tesis se ha optado
por el modelo estable.

A continuacién se describirdn someramente las rutinas principales de
EvoCK, destacando aquellos puntos en los que difiere de los algoritmos
estandard. La Figura 4.4 muestra el bucle principal de EvOCK.

Repetir hasta un determinado nimero de evaluaciones
Determinar que componentes de la funcidén de evaluacién
se van a utilizar en esta generacioén
Obtener individuo hijo
Reemplazar un individuo de la poblacién
por el nuevo individuo hijo

Figura 4.4: Bucle principal de EvoCK.

La Figura 4.3 muestra el método para generar al individuo hijo. Con-
siste en seleccionar un individuo madre, un operador genético (de acuerdo
a determinadas probabilidades) y un individuo padre (si el operador elegido
es de cruce). Hay que sefialar que no sélo tiene cada operador genético una
probabilidad de ser elegido, sino que cada operador tiene un subconjunto
de tipos de nodo sobre los que actuar, los cuales también tienen asignadas
probabilidades independientes. Esto se explicard con mas detalle en la sec-
cién 4.2.2.

Obtener individuo hijo:

Elegir individuo madre
Iterar hasta que se obtenga un individuo hijo
Elegir una operacidén genética
Si la operacién es de cruce, elegir un individuo padre
Obtener un individuo hijo aplicando
la operacibén genética a los progenitores

Tabla 4.3: Método de generacién del individuo hijo.

La rutina para elegir a un individuo (Figura 4.5) merece cierta expli-
cacién. A diferencia de los algoritmos de PG tipicos, a los individuos no se
los evaliia una vez han sido generados (individuos hijo), sino justo antes de
participar en el torneo. La razén es que el conjunto de casos de prueba se elige
justo antes del torneo, porque se pretende que EvOCK esté preparado para
poder usar técnicas similares a las descritas en [Gathercole and Ross, 1994,
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Gathercole and Ross, 1997, Gathercole, 1998]. En lugar de utilizar siempre
el mismo conjunto de casos de prueba, dichas técnicas permiten elegir un
subconjunto compuesto de los casos de prueba mads significativos. La forma
de hacer esto en EVOCK es asignar una probabilidad a cada caso de prueba.
Cuanto mds dificil resulte un determinado caso de prueba a los individuos,
mas probabilidad se le asignara al caso de prueba, de manera que la PG
intente resolver siempre aquellos casos que encuentra méas dificiles. Estas
probabilidades se adaptan tras cada torneo, de manera que el subconjunto
de casos de prueba usados para evaluacién es dindmico. El objetivo de estas
técnicas es reducir el nimero de evaluaciones necesarias para resolver un de-
terminado problema. Las evaluaciones representan la parte mas costosa en
tiempo (y en ocasiones también en espacio) del algoritmo de PG. Ademas,
EvoCK permite almacenar en cada individuo el resultado de las evaluaciones
en cada problema, de manera que si alguna vez es re-evaluado en el mismo
problema, no es necesario hacer una nueva evaluacién. Esta caracteristica
es opcional, puesto que aunque disminuye el tiempo, incrementa bastante
el espacio de memoria requerido para almacenar a los individuos. Hay que
Senalar también, que aunque esta es una caracteristica de EVOCK, no se
la ha utilizado en el presente trabajo, para no confundir los efectos de estas
técnicas, con las que son el objetivo de la tesis.

Como se puede observar (Figura 4.5), EVOCK también permite adaptar
las probabilidades de elegir un determinado operador genético. Cada individ-
uo almacena el nombre del operador genético con el que fue creado. Cuando
el individuo gana un torneo de seleccién de progenitor, la probabilidad de
volver a usar el operador que creé a dicho individuo se incrementa. Si gana un
torneo de seleccion de individuo a reemplazar, dicha probabilidad se decre-
menta. Por las mismas razones senaladas antes, aunque EVOCK permite el
uso de estas probabilidades, no se ha usado esta caracteristica en la presente
tesis. La rutina mostrada en la Figura 4.5 se usa tanto para elegir progen-
itor (madre o padre) como para elegir individuos para reemplazar. Antes
de proseguir, se apunta que el algoritmo que se ha utilizado para EvoCK
encaja muy bien con el modelo genérico de PG propuesto en la Figura 2.13.
En ella se formulaba la PG como el resultado de tres procesos de seleccién:
operadores genéticos, casos de prueba e individuos.

La rutina de la Figura 4.5 muestra como elegir progenitores o individuos
para re-emplazar, pero no menciona en funcién de que se hace dicha eleccién.
Para ello se utiliza una funcién de evaluacién que mide la adecuacién de los
individuos, tal y como se describira en la seccién 4.3.
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Elegir individuo (torneo):

Elegir un conjunto de individuos
Elegir un subconjunto de casos de prueba
Evaluar a los individuos con los casos de prueba elegidos
Adaptar las probabilidades de elegir los casos de prueba
Elegir al individuo ganador del torneo
Adaptar las probabilidades de elegir
Si el torneo es para elegir un progenitor
actualizar al mejor individuo encontrado hasta el momento

Figura 4.5: Seleccién de individuos

4.2.2 Operadores Genéticos

EvoCK usa los operadores genéticos tradicionales (cruce y mutacién) y otros
especialmente disenados para manejar conjuntos de reglas. Los operadores
genéticos tradicionales de EVOCK son los siguientes:?

e Reproduccién (R(M) = M): Copia un individuo de una generacién a
la siguiente sin modificarlo (M es el individuo madre y P es el individuo
padre).

e Cruce (C(M, P)): Toma dos individuos correctos, los cruza y produce
otro individuo correcto, por el método comentado en la seccidn 4.1.

e Mutacién (M (M)): Elige un punto de mutacién al azar, corta el subarbol
que pende de él, y crea un nuevo subdrbol, tal y como se explica en la
seccién 4.1.

Ademids, EVOCK utiliza otros operadores genéticos similares a los tradi-
cionales, que han sido adaptados a lenguajes genéricos basados en reglas:

e Cruza y afiade (CA(M, P)): toma dos individuos correctos, y afiade
un subérbol del padre en un lugar de la madre. Este operador es
similar al de cruce, aunque los puntos de cruce estdn restringidos a
aquellos lugares donde se pueden afiadir nuevos elementos. Estos son
reglas y condiciones y cualquier otro donde se puedan definir listas (por
ejemplo, la gramética de la Figura 4.1, define las listas de objetivos
<list-of-goals-t>).

2A diferencia de los operadores tradicionales, el operador de cruce de EvoCK sélo
devuelve un individuo, no dos.
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e Mutacién de poda (M P(M)): este operador actia sobre los mismos
puntos que CA, es decir, aquellos donde se pueden definir listas de
elementos. En lugar de afiadir nuevos elementos, el operador de poda
los quita.

e Mutacién de crecimiento (MC(M)): este operador afiade un subarbol
aleatorio creado mediante la gramdtica, en aquellos lugares en los que
esto es posible (los mismos puntos que tratan los operadores CA y

MP).

Por ultimo, EVOCK contiene dos operadores especialmente adaptados al
lenguaje suministrado por PRODIGY4.0 para la definicién de reglas:

e Unién: selecciona una variable en una regla de control y la substituye
por cualquier otra variable en esa misma regla. El propdsito de este
operador es unir diversas condiciones de una regla por medio de la
misma variable. Por ejemplo, en el mundo de los bloques, si hay una
regla para seleccionar el operador pick-up para coger un determinado
objeto <obj1>, parece légico que varias de las condiciones de la regla se
refieran a dicho objeto. En la experiencia de este trabajo, se considera
que esta es una heuristica adecuada y se ha elegido codificarla por
medio del operador de unién, aunque las mismas estructuras podrian
ser creadas por medio de los operadores de mutacion y cruce.

e Generaliza por medio de una jerarquia: los objetos son los elementos
a los que se aplican los operadores de planificacién. En PrRODIGY4.0,
dichos objetos pueden estar organizador en jerarquias, que ayudan a
clasificarlos. Por ejemplo, en el dominio de planificacién de la logistica,
hay camiones y aviones. Ambos penden de “transporte”, que es el ele-
mento superior en la jerarquia. El operador de generalizacién tomaria
una variable de tipo “camién” y la transformaria en una de tipo “trans-
porte”.

La versién actial de EVOCK estd sesgada hacia reglas generales y con
condiciones altamente entrelazadas (por medio de variables comunes), por lo
que no contiene los operadores genéticos de desunidn o de especializacion, en
cualquier caso, estos operadores son tan solo atajos. Los operadores de cruce
y mutacién pueden obtener reglas mas especificas o desunidas.

Antes de proseguir, es necesario aclarar otro detalle peculiar de EvOCK.
Los operadores genéticos tradicionales eligen los puntos de cruce y de mu-
tacién de los individuos usando una distribucién uniforme, es decir, todos
los puntos (nodos) tienen la misma probabilidad de ser elegidos. Puesto que
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los individuos tienen forma de arbol, y un arbol tiene més nodos cercanos a
las hojas que a la raiz, los puntos de cruce més frecuentemente elegidos son
aquellos cercanos a las hojas [Rosca and Ballard, 1995]. Este sesgo puede ser
adecuado en algunos dominios, pero no en otros. En el caso de EVOCK se
ha considerado que el cruce y mutacion de reglas y condiciones enteras puede
ser tan util o mas que el de los subelementos de las condiciones de las reglas,
por lo que se decidié controlar el sesgo implicito de la PG de la siguiente
manera: cada operador genético tiene una probabilidad de ser elegido, como
se hace normalmente, pero ademds, se puede especificar una probabilidad
para cada simbolo de la gramatica. De esta manera, se puede determinar la
probabilidad de que el cruce o la mutacién ocurra en un determinado tipo
de simbolo (en reglas, en condiciones, ... ).

Aunque no se ha utilizado en este trabajo, EVOCK tiene una carac-
teristica adicional que puede resultar de interés en el futuro. EVOCK puede
adaptar la probabilidad de elegir un determinado operador aplicado a un
simbolo determinado, dependiendo de lo exitoso que haya sido ese operador
en el pasado, de una manera similar a [Davis, 1989].

4.2.3 Operador Genético Apoyado en Ejemplos

Uno de los objetivos de esta tesis es encontrar medios de introducir conocimien-
to de fondo en la PG, de manera que mejore la eficacia del sistema, y ello sin
modificar excesivamente el funcionamiento normal de la misma. La manera
mas obvia de hacerlo es inicializar la poblacidén inicial con buenos individuos,
que hayan sido obtenidos por otros algoritmos. Esta opcién se desarrollara
en la seccion 4.2.4.

Por otro lado, como se comentd en 2.3, la manera en la que se supone
que opera la PG es por medio de la recombinacién (cruce) de los llamados
bloques de construccién. Asi pues, aunque existe una heuristica que fomenta
la recombinacién de buenos bloques, no existe ninguna para encontrarlos por
primera vez, sino que tienen que ser generados al azar (o bien aparecen en
la poblacién inicial aleatoria, o bien por medio de mutaciones). Si fuera
posible obtener dichos bloques de construccién por algiin otro método, se
podria utilizar el operador de cruce para inyectarlos en la poblacién. Bastaria
con elegir al individuo madre de entre los individuos de la poblacién que
evoluciona, y al individuo padre de entre una poblacién que contuviera los
bloques de construccién. Pero, jcémo obtener dichos bloques?.

Supongase que se dispone de una instancia de ejecucién de un progra-
ma de ordenador que resuelve un determinado problema. A un nivel muy
abstracto, dicha instancia estaria constituida por un estado inicial ez, una
secuencia de operaciones que transforman sucesivamente el estado del pro-
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grama 01,09, ...,0y,, ¥ un estado final ef que contiene la solucién buscada.
Los estados del programa estarian constituidos por el estado de la memoria
del ordenador, o més bien, las variables que utiliza. Los operadores pueden
ser operaciones aritméticas, transferencias de valores entre variables, etc. A
partir de esta traza se puede obtener reglas de re-escritura de la siguiente
manera: si el operador o; se ejecutd en el estado e;, entonces la regla serd
e; — 0;. Por supuesto, dichas reglas serfan capaces de transformar el estado
e en ef, puesto que han sido construidas para ello. Aunque estas reglas no
constituyen un programa de ordenador que soluciona el problema (puesto que
sélo son validas para el estado inicial especifico ei), si podrian servir como
punto de partida para aprender dicho programa. En efecto, asumiendo que el
programa puede representarse de una manera compacta usando reglas de re-
escritura.® Cada una de las reglas del programa deberian ser generalizaciones
de muchas reglas de las posibles trazas. Asi pues, generalizando las reglas o
modificandolas progresivamente de alguna manera, deberia ser posible que es-
tas reglas resolvieran més y mas problemas. Sistemas mas avanzados pueden
analizar las trazas, que en general tendrian forma de grafo, tal y como se
muestra en la Figura 4.6, y utilizar tan solo aquellas reglas de la traza que no
hacen dar rodeos inttiles o incluso aquellas reglas que hagan seguir el camino
éptimo dentro del grafo. Un sistema de PG podria usar dichas reglas como
bloques de construccién que serian posteriormente modificados y recombina-
dos, hasta obtener un programa correcto. Para evitar equivocos, a las reglas
obtenidas directamente a partir de la traza las llamaremos reglas ejemplo.

O—0)

Inicial

O

Inicial Solucion

Figura 4.6: Espacio de estados de un programa de ordenador.

Desgraciadamente, aunque lo dicho en el parrafo anterior permitiria obten-

3en realidad se trata de sistemas similares a los de produccién.
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er bloques de construccién a partir de las trazas, no existe en general ningin
método automatico para obtenerlas. Sin embargo, es posible que en algunos
dominios se puedan construir sistemas de manera sencilla que sean capaces de
encontrar soluciones (con sus respectivas trazas), si se les da el tiempo nece-
sario. Cualquier dominio de problemas en el que se disponga de un predicado
g(e) que permita identificar los estados solucién cumple con esta restriccién.
En efecto, basta partir de un estado inicial cualquiera, e ir aplicando op-
eradores aleatoriamente hasta llegar a un estado solucién. La secuencia de
operadores aplicados seria una traza.* Por ejemplo, encontrar la solucién de
una ecuacién aritmética cualquiera seria un problema de este tipo, puesto
que aunque no se conoce (en principio) cual es la raiz de la ecuacién, si que
se puede reconocerlas por medio de la ecuaciéon. Lo mismo podria decirse del
descifrado de mensajes.

Todos los problemas que puedan formularse en términos de bisqueda
cumplen también la restriccién expuesta en el apartado anterior, puesto que
disponen de un predicado ¢g que identifica los estados solucién. Estrategias
genéricas de bisqueda en anchura, profundidad, bidireccional, etc, pueden
utilizarse para la obtencién de trazas.

En la seccion 2.1.2 se planteaba la resolucién de problemas como un prob-
lema de busqueda que puede realizarse en muchos espacios diferentes. Por
tanto, se podrian utilizar resolutores de problemas o planificadores genéricos
para la obtencién de trazas, que a su vez servirfan para suministrar los blo-
ques de construccién a la PG de la manera mencionada anteriormente. Esto
es exactamente lo que se ha realizado en el presente trabajo. De hecho, uno de
los componentes del sistema multiestrategia EVOCK-HAMLET (HAMLET),
Realiza el proceso descrito anteriormente (obtencién de trazas y anélisis de
dichas trazas) para suministrar reglas ejemplo, que posteriormente son re-
finadas de una manera incremental por medio de un algoritmo similar al
espacio de versiones (ver seccién 2.2.2). Como se ha comentado anterior-
mente, estas mismas reglas ejemplos pueden ser usadas por EVOCK como
bloques de construccién. Antes de explicar cémo, se detallara el algoritmo de
extraccién de reglas ejemplo de HAMLETpara tener una mejor comprensién
de dichas reglas ejemplo.

El planificador genérico que utiliza HAMLET es PRODIGY4.0. Como se
explicé en la seccién 2.1.2, PRODIGY4.0 realiza una bisqueda en el espacio
de problemas, por lo que, en principio, los estados de la Figura 4.6 repre-

4es interesante sefialar que desde el punto de vista del aprendizaje de programas, la

diferencia entre los dominios que cumplen esta restriccidén y los mas generales que no la
cumplen, es que los segundos, ademéas de aprender las reglas de re-escritura mencionadas,
tienen que aprender también a identificar estados solucién. Ambos aprendizajes no tienen
porqué ser independientes.
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sentarian pares (estado actual, metas). Sin embargo, PRODIGY4.0 permite
que las transiciones entre estados dependan de otros detalles, tales como el
objetivo particular que se estd intentando resolver, o el iltimo operador que
se seleccioné para instanciar. Asi pues, los estados de la Figura 4.6 repre-
sentarian meta-estados del planificador, los cuales contendrian toda aquella
informacién que el programador considere necesaria. El problema actual del
espacio de problemas seria sélo una parte de la informacién contenida en di-
cho meta-estado. Otra aclaracién que es necesario hacer es que, a diferencia
de la discusién relativa a la Figura 4.6, las reglas ejemplo (o las reglas de con-
trol de PRODIGY4.0 en general) no determinan por completo la transicién
entre meta-estados de PRODIGY4.0. Por el contrario, dichas reglas se su-
perponen al funcionamiento por omisién de PRODIGY4.0 (0 en los términos
de la seccién 2.1.5, Las reglas ayudan a PRODIGY4.0 a tomar decisiones en
los puntos de decisién del algoritmo del planificacién). Hechas estas clar-
ificaciones, a continuacién se muestra el algoritmo de extraccién de reglas
ejemplo de HAMLET:

1. Etiquetado del adrbol de bisqueda de PRODIGY4.0. Consiste en marcar
los nodos (meta-estados) del 4rbol de bisqueda de PRODIGY4.0 con
éxito, fracaso o desconocido. Los nodos “éxito” son aquellos que llevan
a la solucién del objetivo. Los marcados como “fracaso” llevan a un
punto muerto en el espacio de bisqueda. Los puntos muerto son aque-
llos nodos en los que PRODIGY4.0 decidié retroceder, bien porque ese
nodo ya habia sido visitado, bien porque se habia alcanzado el limite
de profundidad. Los nodos marcados como “desconocido” son nodos
no expandidos. La Figura 4.7 ilustra este proceso de marcado: los no-
dos con una X representan “fracaso” y los que tienen una V representan
“éxito”. Los ndmeros que aparecen en la figura se refieren al nimero
de operadores de planificacién en la solucién (y en general, a la calidad
del plan). En general, HAMLET solo aprende de aquellos caminos que
representan un plan de calidad 6ptima (por ejemplo, que el nimero de
operadores en el plan es minimo).

2. Asignacién de crédito. Aqui HAMLET decide de qué nodos va a apren-
der las reglas ejemplo. HAMLET puede aprender o bien todas las
posibles reglas ejemplo, o bien sélo aquéllas que se desvian del com-
portamiento por omisién de PRODIGY4.0. Normalmente, HAMLET
aprende estas ultimas, que son las que aparecen marcadas con linea
gruesa en la Figura 4.7.

3. Generacién de las reglas. Por ultimo, se generan las reglas ejemplo,
cuya parte izquierda sera la conjuncién de las condiciones del meta-
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estado consideradas relevantes y cuya parte derecha contendrs la ac-
cién necesaria que indique a PRODIGY4.0 por qué rama del arbol de
buisqueda debe continuar. Una instancia de regla ejemplo para el do-
minio de la logistica que podria aprender HAMLET se puede ver en la

Figura 4.8.
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Figura 4.7: Etiquetado del drbol de bisqueda y signacién de crédito (HAM-
LET).

{control-rule sclect-bind-fly-airplane-1
{if {and {current-opcrator fly-airplanc)

{current-goal

(at-airplane <planel> <airport3>))
{truc-in-state

{at-airplane <planel> <airport2:>>})

{other-goals
{{at-object <packagel> <airport3>}))))
{then sclect bindings ((<plane> . <plancl>)
{(<from> . <airportl>)
(<to> . <airport3>)}))

Figura 4.8: Instancia de regla ejemplo (HAMLET).

HAMLET utiliza estas reglas ejemplo posteriormente, las cuales refina y
generaliza de manera incremental, pero lo que aqui interesa es como podria
EvoCK inyectar estas reglas ejemplo (bloques de construccién) en el fun-
cionamiento normal de la PG. Para ello se ha disefiado el llamado operador
genético informado [Aler et al., 1998a), o de manera més descriptiva, oper-
ador genético apoyado en ejemplos. Dicho operador funciona exactamente
igual que el operador de cruce, pero toma el individuo padre de una poblacién
compuesta de reglas ejemplo (ver Figura 4.9). De esta manera se introducen
en la poblacién principal bloques de construccién que pueden ser tanto reglas
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ejemplo completas, como partes izquierdas completas o condiciones individ-
uales, etc. En términos de implementacién, el operador de cruce suplanta a
dos de los operadores genéticos: la mutacién y la mutacién de crecimiento.
La razén es que ambos tipos de mutacion son equivalentes a un cruce con un
individuo aleatorio. En el caso del cruce informado, el cruce se produce con
un individuo de la poblacién de reglas ejemplo.

Poblacion
Poblacion de
Principal Ejemplos

R TR
Informado

O)}% O?‘o

: 5?%

-

Figura 4.9: Operador de cruce informado

A continuacidn se sefialaran las debilidades del operador informado y las
posibles formas de superarlas. Para obtener las reglas ejemplo, HAMLET
debe hacer que PrRODIGY4.0 expanda por completo el arbol de biisqueda de
un determinado problema. Los arboles de biisqueda de planificacién crecen
de manera exponencial, por lo que esto solo se puede realizar con proble-
mas simples del dominio. Por tanto, si se quiere usar este método, se debe
asumir que el conocimiento aprendido con problemas simples es suficiente
para resolver problemas mucho mas complejos. Asf ocurre con los dominios
estudiados en esta tesis (el mundo de los bloques y la logistica de transporte).
Sin embargo, en dominios de planificaciéon donde o bien esta hipdtesis sea fal-
sa, o bien incluso los problemas simples tengan un arbol de bisqueda muy
grande, es necesario relajar la restriccién de expandir completamente el arbol
de busqueda. En ese caso, se dejard a PRODIGY4.0 que expanda el arbol has-
ta que encuentre una solucién y en ese momento devolverd la traza que haya
expandido hasta ese momento. Las reglas ejemplo siguen siendo validas para
aprender. Sin embargo, como solo se dispone de una solucién y ésta podria
no ser la dptima (por ejemplo, la que use un plan més corto), las reglas ejem-
plo aprendidas tampoco llevarian a la solucién éptima. En suma, las reglas
ejemplo serian de peor calidad, pero en dominios tan complicados es mejor
obtener una solucién mala que ninguna solucién.
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En otros dominios podria ocurrir que incluso los problemas mas simples
puedan ser resueltos por un planificador independiente del dominio de una
manera practica. En ese caso, podria ser menos costoso en tiempo y espacio
obtener las reglas de control buscando directamente en el espacio del conjun-
to de reglas, que obtener las reglas ejemplo por el método descrito antes. Sin
embargo, si se relajan un poco las restricciones, se podria seguir obteniendo
reglas ejemplo. Dicha relajacién consistiria en asumir que las metas de los
problemas que nos interesa resolver pueden ser cualesquiera. La razén es sim-
ple. Supdngase que se tiene un generador de estados iniciales si que son un
subconjunto de todos los posibles estados iniciales. Puesto que los operadores
de planificacién (veanse los p; en bisqueda hacia adelante en la seccién 2.1.2)
transforman unos estados en otros, y se usa el mismo lenguaje de descripcién
tanto para estados como para metas, podemos construir nuevos problemas
simplemente aplicando operadores. En ese caso, (e, pi(ei)) seria un posible
problema, p; serd el plan que lo resuelve y ei — p; serd una regla ejemplo a
obtener. Por supuesto, podemos concatenar los p; de diversas maneras para
obtener diferentes metas. De esta manera se pueden generar al mismo tiempo
los problemas, sus soluciones y las reglas ejemplo necesarias para el apren-
dizaje. De la misma manera, si se dispusiera de un generador de estados meta
y no importara que estados iniciales van a tener los problemas que queramos
resolver, se podrian aplicar los operadores de planificacién hacia atras para
obtener tanto los problemas, como las reglas ejemplo necesarias. Al igual que
antes, no habria manera de distinguir entre reglas ejemplo correspondientes
a planes con buena calidad (por ejemplo, planes cortos, que contengan pocos
operadores) y planes con mala calidad. Puesto que en general es posible ir
de un estado inicial a uno meta a través de muchos caminos diferentes, no
podemos esperar que un camino generado aleatoriamente sea el éptimo. Sin
embargo, esta seria una buena solucién para aquellos dominios en los que el
mero hecho de encontrar una solucién es complicado.

Por tltimo, hay que sefalar que para poder utilizar las reglas ejemplo
de la manera propuesta es necesario representar los programas de ordenador
mediante reglas, tal y como se ha hecho en EvOCK. De otra manera, no
seria posible cruzar una regla ejemplo con un individuo de PG.

4.2.4 Inicializacién de la Poblacién Inicial

Inicializar (o sembrar) la poblacién con buenos individuos es un método obvio
para sesgar la buisqueda hacia buenas soluciones. Dependiendo de la calidad
de los individuos semilla, el sembrado de la poblacién inicial podria variar
desde proporcionar buenos bloques de construccién (individuos de calidad
mediana) a proporcionar individuos excelentes que sélo habria que refinar
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para mejorarlos. En el primer caso se estaria aprovechando la capacidad
creativa de la PG, puesto que solo se suministran los bloques iniciales de
construccién. Esta opcidn es la que se estd usando en realidad con el oper-
ador de cruce informado (véase la seccién 4.2.3), aunque en lugar de sembrar
la poblacién inicial con los bloques de construccién, se inyectan en ella a
través del opearador de cruce. En el segundo caso se estaria usando a la PG
como un método de aprendizaje adicional a otro, que seria el que propor-
cionaria el/los individuos semilla. La razén de hacerlo seria, como ya se ha
explicado en el capitulo 1, la de combinar los sesgos de aprendizaje de varios
sistemas para que los resultados sean mejores que los sistemas trabajando
por separado. Esta es la opcidn que se ha seguido en este trabajo: HAMLET
suministra un excelente individuo semilla que es mejorado posteriormente
por EvoCK. Sin embargo, este método plantea la siguiente cuestiéon: puesto
que la diferencia entre el individuo semilla y el resto de los que componen
la poblacién inicial (generados aleatoriamente) es muy grande (la semilla es
mucho mejor), ocurrirfa lo siguiente:

e Durante las generaciones iniciales, se perderia mucho tiempo evaluando
individuos muy malos (comparados con la semilla).

e Durante esas generaciones iniciales, el cruce de los individuos aleato-
rios con el individuo semilla tendria el efecto de una mutacién (hay
que recordar que la mutacién es equivalente al cruce con un individuo
aleatorio), lo cual se puede conseguir con menos coste por medio del
operador de mutacidn.

e A largo plazo, si los individuos aleatorios de la poblacién inicial no han
conseguido generar competidores adecuados, serian substituidos por los
descendientes del individuo semilla, con lo que el esfuerzo utilizado en
evaluar los primeros se habria perdido.

Aunque el anterior es un razonamiento cualitativo “a priori”, y posible-
mente dependa del dominio y de otros parametros tales como el tamaifio de
la poblacién (tamafios grandes permitirian dar mds tiempo a los individuos
aleatorios iniciales a desarrollar mejores individuos), algunos experimentos
tentativos parecian confirmarlo. Esto, unido al hecho de que la PG usando
una técnica similar a la escalada parecia obtener muy buenos resultados, nos
llevé a disenar el siguiente método de sembrado:

1. Comenzar con una poblacién inicial que contiene sélo un individuo (la
semilla proporcionada por HAMLET).
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2. Ejecutar el algoritmo de PG normalmente, con la diferencia de que
los hijos recien creados se van aifiadiendo a la poblacién. Es decir, no
se substituye ningdn individuo hasta que el tamano de la poblacién
alcanza un limite. Asi se consigue crear una poblacién que esté dis-
persada alrededor del individuo que se utilizé como semilla. De esta
manera, se utiliza el tiempo explorando alrededor de un individuo al
que se considera muy bueno, resolviendo asi los problemas menciona-
dos previamente. Esta es una técnica que explota lo que ya conoce (la
semilla), en lugar de explorar zonas apartadas del espacio de bisqueda,
por lo que serd adecuada en aquellos dominios donde la semilla sea un
individuo muy bueno que requiera mas refinamiento que exploracién.

4.3 El Sesgo de Evaluacion

En PG, el sesgo de evaluacién estd contenido en la funcién de evaluacién
(también llamada funcién de adecuacién). Dicha funcién informa acerca de
la politica de seleccién de los individuos a los que se les van a aplicar los
operadores genéticos. En el caso de EvOCK, la funcién de evaluacién par-
ticipa también en la seleccién de los individuos que van a ser re-emplazados.
A continuacién se describirdn tres funciones de adecuacién distintas: la de
caja negra v las de caja blanca completa e incompleta.

4.3.1 Funcién de Adecuacién de Caja Negra

Antes de examinar cémo se va a efectuar la seleccién es preferible analizar
de manera cualitativa qué es lo que se quiere seleccionar en el problema
tratado (la resolucién de problemas). El objetivo dltimo es encontrar un
conjunto de reglas de control que, junto con PRODIGY4.0, resuelva todos
los problemas de planificacién en un dominio dado, utilizando una minima
cantidad de tiempo y memoria y obteniendo planes de calidad éptima (de
acuerdo a alguna medida de calidad que se establezca sobre los planes. Una
medida sencilla es la longitud de los planes). Esta tesis se va a concentrar en
que los problemas encuentren solucién y dejard el tema de la calidad como
futura linea de investigacidn. Resolver la cuestién de encontrar soluciones a
todos los problemas utilizando planificadores independientes del dominio no
es un tema trivial, puesto que en muchas ocasiones son incapaces de resolver
en un tiempo razonable incluso problemas sencillos.

Por tanto, la funcién de evaluacién deberia valorar al menos los siguientes
aspectos de un individuo (conjunto de reglas de control):
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o Eficiencia: la cantidad de problemas que resuelve dadas ciertas lim-
itaciones (tiempo o memoria).

e Eficacia: los recursos totales requeridos en el proceso de planificacion
(tiempo o espacio).

Los recursos de tiempo y espacio estdn relacionados. El espacio que ocu-
pa PRODIGY4.0 al resolver un problema puede medirse por el numero de
nodos del arbol de bisqueda que tiene que expandir. Si no se utilizan reglas
de control, el tiempo utilizado serd aproximadamente proporcional a dicho
numero de nodos. Pero si se utilizan reglas de control, existe un coste adi-
cional a expandir nodos, puesto que en cada nodo es necesario evaluar las
condiciones de las reglas de control que pueden influir en la decisién que hay
que tomar en dicho nodo. Asi pues, el tiempo depende tanto del nidmero
de nodos expandidos como del coste de equiparar las reglas de control, el
cual estara bastante relacionado con el nimero de condiciones en la parte
izquierda de las reglas y con el tamano del individuo en general. Aunque
la solucién ideal seria medir directamente el tiempo necesario para resolver
un problema, se ha optado por estimarlo a través del nimero de nodos y del
tamaiio del individuo por la siguiente razén: los tiempos medidos por PRODI-
GY4.0 varian ligeramente al resolver el mismo problema, lo cual haria que a
partir de una misma semilla aleatoria se obtuvieran diferentes resultados en
distintas ejecuciones. Ademds, el tiempo medido depende del ordenador en
el que se realice el experimento. Para conseguir que los experimentos sean
replicables, se ha optado por medir indirectamente el tiempo.

Existe una razén adicional para considerar el tamafio del individuo en la
funcién de evaluacién, y es que al seleccionar individuos pequefios, se esta
forzando a que sean més generales (de una manera similar a [Zhang and
Miihlenbein, 1996]), evitando asi el problema de la sobreadaptacién. Ademsis,
es posible introducir cierto conocimiento adicional relativo a la generalizacién
de reglas con los siguientes componentes:

e Minimizar el nimero de predicados true-in-state diferentes en la
parte izquierda de las reglas (aquellos que comprueban el estado actual
del mundo). Un menor nimero de estos predicados implica una regla
mas general.

e Maximizar el nimero de los argumentos distintos de los predicados
some-candidate-goals (aquellos que comprueban si determinadas metas
estan pendientes de resolver). En efecto, cuando este predicado tiene
varios argumentos a,, ag, . . ., €s equivalente a some-candidate-goals(a;)V
some-candidate-goals(as)V. ... Cuantos més argumentos tenga la disyun-
cién légica, més general serd la regla que lo contenga.
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e Minimizar el nimero de predicados distintos some-candidate-goals.
Aligual que antes, un menor numero de estos predicados hacen que la
regla sea mas general.

e Minimizar el numero de las reglas de control de un individuo.

Nétese, que el anterior criterio de generalidad es un criterio sintactico
y heuristico. En realidad, una regla es mds general que otra si consigue
resolver mas problemas. Pero como durante el aprendizaje sélo se dispone
de un subconjunto muy limitado de problemas, el incremento en el nimero
de problemas resueltos inicamente ocurrird en algunos casos (en la mayoria,
si el conjunto de problemas de aprendizaje es representativo).

Por ltimo, se decidi6é incorporar una heuristica adicional en la funcién
de evaluacién. Esta heuristica valora aquellos individuos cuyas condiciones
contienen pocas variables diferentes. De esta manera se consigue que las
condiciones estén inter-relacionadas por medio de variables comunes (esta
heuristica es similar a la del operador union. Ver seccién 4.2.2). Nuestra
experiencia considera que esta caracteristica es positiva, aunque no tenga un
efecto inmediato (probablemente lo tenga en el futuro) en las caracteristicas
principales del individuo (nimero de problemas resueltos y cantidad de re-
cursos consumidos).

Es interesante analizar cualitativamente las posibles relaciones que puede
haber entre las diferentes caracteristicas con las que se van a evaluar los
individuos. Puesto que una de las razones por las que un planificador in-
dependiente del dominio no puede resolver problemas es que pierde tiempo
explorando nodos que no llevan a la solucién, es de esperar que un incre-
mento en el nimero de problemas resueltos corresponderd a un descenso en
el numero de nodos expandidos, y viceversa. De la misma manera, un in-
cremento en generalidad (tal como se ha propuesto medirla en la discusién
anterior) ird acompafiada de una disminucién en el tiempo necesario para
evaluar al individuo (puesto que es més pequefio) y, en algunos casos, de un
incremento en el nimero de problemas resueltos.

Surge ahora la siguiente consideracién. La PG necesita de un conjunto
grande y representativo de casos de prueba (los problemas de planificacién
utilizados para aprender). Evaluar cada individuo implica ejecutar el plan-
ificador con todos los casos de prueba. Eso implica que las limitaciones de
tiempo que hay que darle a cada problema durante el aprendizaje tienen
que ser grandes; de otra manera la evaluacién de cada individuo tardaria
demasiado. A su vez, esto implica que los problemas de planificacién para
aprendizaje sean simples, puesto que los problemas complicados no pueden
ser resueltos en un tiempo tan corto. A menos, claro estd, que se disponga
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de reglas de control excelentes, y no es este el caso normalmente al principio
de la evolucién. Existe otra razén por la que los problemas deben de ser
simples: si los problemas son muy dificiles, los individuos iniciales no serian
capaces de empezar a solucionarlos. Por tanto, se consumiria mucho tiempo
en evaluar individuos malos, con lo que se llegaria siempre al tiempo limite
para cada problema y la informacién de evaluacién seria siempre cero. Es
decir, discriminaria muy poco entre los individuos iniciales, pero utilizaria
mucho tiempo en ello. Por tanto, los problemas de aprendizaje deben de
ser sencillos. Al tratarse de problemas simples, muchos de ellos seran solu-
cionables por PRODIGY4.0 sin necesidad de utilizar reglas de control. Lo
que es mas, muchos individuos no solo no lo haran mejor que PrRODIGY4.0,
sino que lo empeorardn, al hacerle descartar el camino correcto o hacerle
expandir mas nodos de los necesarios. Asi, una manera sencilla que tienen
los individuos de obtener una alta puntuacién en el apartado de nimero de
problemas resueltos es simplemente no hacer nada. Los individuos que no
hacen nada serdn mejor valorados que aquellos que toman algunas decisiones
correctas, pero que no consiguen encontrar la solucién porque el resto de las
decisiones son erréneas. Este es un ejemplo de problema que la PG tipica no
tiene, puesto que comienza a resolver el problema desde cero. Una posible
manera de resolver este problema es utilizar casos de prueba que sean lo su-
ficientemente dificiles para PRODIGY4.0, pero lo suficientemente féciles para
los individuos de la poblacién inicial de EVOCK. En ese caso, no hacer nada
seria al menos tan malo como hacer parte mal. Sin embargo, esto ultimo no
siempre es sencillo de estimar. Otra opcién es presionar a los individuos para
que no se limiten a obtener una buena puntuacién no haciendo nada, sino
forzarlos a que tengan algin efecto sobre el funcionamiento de PRODIGY4.0.
Dicho efecto deberfa ser positivo, al menos a largo plazo. Esta es la opcién
que hemos seguido en este trabajo. Se ha afiadido el siguiente componente a
la funcién de evaluacién: el nimero de problemas que un individuo consigue
solucionar de manera mds eficaz que PRODIGY4.0 (es decir, expandiendo un
nimero de nodos estrictamente menor). En principio, maximizar este com-
ponente deberia ser positivo, aunque podria ocurrir que tal incremento se
produzca a costa de perjudicar a otros componentes de la funcién de evalu-
acién (por ejemplo, que disminuya el nimero de problemas resueltos a costa
de mejorar la eficacia en algunos).

En la discusién anterior se ha hablado de varios componentes de la fun-
cién de evaluaciéon. Por tanto, aunque existen ciertas dependencias en-
tre los componentes, se trata de un problema de optimizacién multiobje-
tivo. La manera mas sencilla de efectuar este tipo de optimizaciones es
utilizando una funcién en la que se suman de manera ponderada los dis-
tintos componentes. Esto tiene el inconveniente de que hay que elegir los
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distintos factores que ponderan a cada uno de los componentes. Si no se
tiene ninguna preferencia entre los componentes, es posible optimizar to-
dos ellos al mismo tiempo, utilizando el método de pareto [Langdon, 1995,
Van Veldhuizen and Lamont, 1998]. En el método de pareto se distingue en-
tre individuos no dominados y los dominados. Los individuos no dominados
son aquellos que tienen algin componente de la funcién de evaluacién que
no es menor que el del resto de los individuos. Los dominados son aquellos
que no cumplen esta propiedad. Al conjunto de individuos no dominados
se los denomina frente de pareto. Este trabajo se encuentra en un punto
intermedio. Por un lado, no parece muy claro con qué factores habria que
ponderar, por ejemplo, el nimero de problemas resueltos y el nimero de
nodos expandidos. ;Cudntos problemas menos merece la pena resolver si se
expanden 10000 nodos menos en total?. Por otro lado, si que existen prefer-
encias claras entre los distintos componentes de la funcién de evaluacién: es
preferible resolver mas problemas que expandir menos nodos o que reducir
el tamafio de un individuo. A las funciones que organizan los componentes
de la funcién de evaluacion segin una escala de preferencia se las denomina
jerarquicas. En EvoCK la funcién de evaluacién jerdrquica funciona de la
siguiente manera:

1. Determinar el conjunto de individuos a comparar.

2. Comparar los individuos utilizando el primer componente. si hay sélo
un individuo estrictamente superior a los demds, éste es el ganador. si
no, utilizar el resto de los componentes para resolver el empate.

3. Si no hay més componentes y todavia hay individuos empatados, re-
solver el empate al azar.

El método anterior sirve para comparar un conjunto de individuos. Este
es justamente el método de seleccion conocido como “torneo”, en el que varios
individuos compiten para ser elegidos. Aunque el método de seleccién mads
corriente en técnicas genéticas es la seleccién con probabilidad proporcional
a la funcién de evaluacidn, no es sencillo utilizar este método en optimizacién
multiobjetivo. La seleccién mediante torneo tiene otras ventajas, tales como
la insensibilidad a funciones de evaluacién poco precisas, o la capacidad de
controlar la presién selectiva por medio del tamafo del conjunto de torneo.

Tras la discusién anterior, la funcién de evaluacién jerdarquica, contiene
los siguientes componentes en el orden en el que se muestran a continuacién:

1. Proporcién de los casos de prueba resueltos utilizando menos nodos que
PRrODIGY4.0 (maximizar).
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2. Eficiencia: proporcién de los casos de prueba resueltos con un limite
de nodos dado (maximizar). el limite impuesto es el doble del nimero
de nodos que utiliza PRODIGY4.0 al resolver ese caso de prueba. de
esa manera, es posible evaluar con el tercer componente a individuos
que actdan incluso peor que PRODIGY4.0 solo (maximizar).

3. Eficacia: media del nimero de nodos expandidos en total al resolver
los casos de prueba (minimizar).

4. Suma del nimero de variables diferentes en cada regla (minimizar).

5. Suma, del nimero de predicados true-in-state diferentes en cada
regla (minimizar).

6. Suma del nimero de argumentos distintos en los predicados some-candidate-goals
de cada regla (maximizar).

7. Suma del nimero de predicados distintos some-candidate-goals en
cada regla (minimizar)

8. Numero de las reglas de control de un individuo (minimizar).

9. Tamaifio en nodos del individuo (minimizar).

Se recuerda que la funcién del primer componente (nimero de casos de
prueba resueltos con menos nodos que PRODIGY4.0) es seleccionar individ-
uos que, en primer lugar, tengan algin efecto sobre el planificador, y en
segundo lugar, que ese efecto sea 1til (eficacia). Sin embargo, podria ocurrir
que se incremente este primer componente a costa de disminuir el segundo
(nimero de problemas resueltos). Es decir, que se consiga resolver algunos
casos de prueba mas eficazmente que PRODIGY4.0, a costa de dejar de re-
solver otros problemas. En principio, esto no es necesariamente perjudicial,
puesto que las reglas que permiten mejorar la eficacia de PRODIGY4.0 en
algunos problemas, podrian servir de buenos bloques de construccién mas
adelante en la evolucién. Una vez mutados, generalizados, etc. Dichos blo-
ques podrian ser aplicables a otros casos de prueba, con lo que el segundo
componente volveria a crecer. Pero, en este caso, los individuos contendrian
el conocimiento necesario, en lugar de limitarse a no hacer nada. Visto de
otra manera, intuitivamente parece que llegaria un momento en el que el
primer componente alcanzara un méximo del cual es dificil salir. En ese
momento, seria el segundo componente el que acturaria como componente
principal, y por tanto, seria el que en ese momento se intentarfa maximizar,
por lo que deberia volver a crecer. Por supuesto, esto ocurre con todos los
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componentes, por lo que muy posiblemente se observe también el siguiente
comportamiento: se llega a una situacién en la que a EVOCK le resulta
complicado mejorar los componentes principales, por lo que se concentra
en los componentes relacionados con la generalidad (tamaifio del individuo).
El tamafio decrece, hasta que alguna mutacién o cruce que ahade reglas o
condiciones, hace crecer al individuo, el cual es capaz entonces de resolver
mas problemas o de expandir menos nodos. Por tanto, los componentes de
generalidad deberian tener un aspecto de dientes de sierra. Por supuesto, la
discusién anterior es un razonamiento cualitativo “a priori” y podria ignorar
muchas otras interacciones. El comportamiento real de EVOCK se mostrars
en la seccién 5.

Aunque la funcién de evaluacién discutida en los parrafos anteriores ha
sido la utilizada principalmente, los experimentos iniciales utilizaron otra
funcién que posee bastante interés, por lo que se la expondré a continuacién
(dicha funcién fue la utilizada en [Aler et al., 19982, Aler et al., 1998c]). Para
diferenciarla de la que sigue, denominaremos a la funcién de adecuacién que
se acaba de describir “funcién de evaluacidén de caja negra”, puesto que no
indaga en las decisiones individuales de cada problema.

4.3.2 Funcién de Adecuaciéon de Caja Blanca Incom-
pleta

Uno de los problemas de la funcién de caja negra es que en su segundo
componente, de cada caso de prueba tan solo se puede obtener dos valores:
0 si el caso no ha sido resuelto y 1 si lo ha sido. Estos valores no son muy
discriminativos, y es posible que si los casos de prueba son muy complicados,
la mayor parte de los individuos de la generacién inicial den un resultado
de cero. Serfa interesante que tras evaluar cada caso de prueba, se pudiera
saber que proporcién del problema ha sido resuelto, es decir, cuan lejos esté
el planificador (guiado por un individuo) de resolver el caso de prueba. Para
conseguirlo, se siguié el siguiente procedimiento:

1. Preproceso de los casos de prueba:

(a) Suministrar a PRODIGY4.0 todos los casos de prueba para que
los resuelva. Hay que senalar que esto obliga a que los casos de
prueba sean simples. De hecho los drboles de buisqueda devueltos
por PRODIGY4.0 deberian estar completamente expandidos, como
se explicard més adelante.

(b) Obtener las trazas de PRODIGY4.0 tras resolver los casos. Dichas
trazas son arboles de bisqueda que contienen los caminos que
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sigui6 PRODIGY4.0 al resolver el problema. El nodo raiz sera
el meta-estado correspondiente al estado inicial y los nodos hoja
seran meta-estados en los que o bien se resolvié el problema, o
se realizé una vuelta atrés (por haber alcanzado una profundidad
limite, por ejemplo). La Figura 4.10 ilustra esta idea. Las lineas
continuas son aquéllas que llevan a una solucién.

Estos drboles se podan de manera que solo contengan los caminos
que llevan a soluciones.

Los arboles restantes se pueden volver a podar, de manera que
s6lo queden aquellos caminos relativos a planes con calidad éptima
(en la Figura 4.10 estdn representadas por las lineas gruesas). La
calidad de un plan se puede medir de muchas maneras. En este
caso se la evalué de una manera simple: contando los operadores
del plan (la longitud del plan).

Figura 4.10: Ejemplo de arbol de bisqueda expandido por PRODIGY4.0.
Las lineas continuas pertenecen al camino de la solucién. El arbol de las
soluciones 6ptimas aparece en linea gruesa.

2. Utilizacién de los arboles obtenidos en la funcién de evaluacién. La
eficiencia de un individuo C se calcula de la siguiente manera:

=N

o Sc,i
= — | /N 4.1
Eficiencia(C) (22:1 Soa+ Ez) / (4.1)
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donde:

e Los 7 son los casos de prueba,

e Sc; es el niimero de pasos que el planificador logra seguir antes
de desviarse del camino éptimo utilizando C en el problema .

e E; es el nimero de pasos que quedan hasta llegar a un nodo solu-
cidén. Hay que estimarlo puesto que desde un mismo nodo se puede
llegar a varias soluciones dptimas. Para ello, se calcula la media
de las longitudes de todos los caminos que parten del nodo en el
que el planificador se desvid, y

e N es el numero de casos de prueba.

Por tanto, la ecuacién 4.1 calcula, por cada caso de prueba, la proporcién
del camino que el individuo consigue seguir antes de desviarse. Por ejemplo,
si un individuo C' consiguié seguir 2 pasos del camino éptimo, S¢; = 2. La
longitud media que queda por recorrer es E; = 22i1 = g (2 pasos por el
camino D y 1 paso por el camino B). Por tanto, la funcién de evaluacién
para ese caso de prueba seria: Eficiencia = ﬁ_y = 0.57. Esto se haria para

cada caso de prueba y después se calcularia la media.

Hay que hacer notar que el funcionamiento éptimo de esta funcién de ade-
cuacién se darfa cuando los darboles de bisqueda que devuelve PRODIGY4.0
estan completamente expandidos. Esta es la dnica manera de analizar la
traza y obtener los caminos éptimos reales. De otra manera, se podria pe-
nalizar a un individuo que se desvia del camino sub-6ptimo suministrado,
aunque ese individuo intente seguir el camino éptimo real. Aun asi, en
dominios complicados, es preferible aprender individuos que lleven a una
solucién, aunque dicha solucién no sea la éptima.

Esta funcién de evaluacién tiene varias ventajas:

e Es eficiente. Por poner un ejemplo extremo, si un camino correspondi-
ente a un caso de prueba tuviera 30 pasos y el individuo solo consiguiera
seguir 10 (y no resolviera el problema), obligarfa al planificador a con-
tinuar hasta expandir el limite de nodos impuesto (tipicamente 5000
0 10000). Siguiendo la opcién expuesta anteriormente, el planificador
solo tendria que expandir 30 nodos, tras lo cual devolveria el control a
EvoCK.

e Discrimina bien. En el caso del punto anterior, el valor que devolveria
la funcién de evaluacién seria 0 (problema no resuelto). Es decir, el
esfuerzo para evaluar individuos de poca calidad seria muy grande, y
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la informacién obtenida de ello muy pobre. En cambio, la funcién
de adecuacién expuesta en este apartado informaria que el individuo
consigui6 resolver el 30% del problema. En suma, se evalia al individuo
contabilizando sus decisiones correctas, y no tan solo los problemas que
logra resolver.

e No es necesario imponer un componente a la funcién de evaluacion para
forzar a los individuos a que tengan algin efecto sobre el planificador
(es decir, que no se limiten a no hacer nada y a dejar que el planifi-
cador resuelva el problema por s{ mismo). Aunque los problemas que
se utilizan en el aprendizaje son sencillos, no es de esperar que PRODI-
GY4.0 los consiga resolver a la primera. Es decir, habrd puntos de
decisién en los que PRODIGY4.0 se equivoque y tenga que retroceder.
Eso es precisamente lo que ocurrird con aquellos individuos que no ten-
gan ningun efecto sobre el planificador, mientras que aquellos que si lo
tengan, y ayuden a tomar al menos algunas buenas decisiones iniciales,
seran mejor puntuados (aunque no consigan resolver el problema por
completo).

A pesar de sus ventajas, esta funcién de evaluacién tiene varios problemas.
El mds grave es que, incluso aunque la funcién afirme que el individuo resuelve
el caso de prueba en un 90%, eso no implica que el individuo sea capaz de
resolver el problema (por esto la denominamos incompleta). En efecto, la
funcién informa sobre lo que ha ocurrido hasta ese momento, pero no de lo que
podria ocurrir en el futuro. Por ejemplo, el individuo podria tener una regla
de tipo select que seleccionara un camino erréneo e impidiera al planificador
encontrar el camino. Lo que es peor, esa regla podria ser una de las que
permitié al individuo resolver el 90% del problema. El segundo problema de
esta funcién de adecuacidén es que, una vez que un individuo se ha introducido
en un camino, ya no se tiene en cuenta ningin otro posible camino desde la
raiz a una solucién. En el funcionamiento real de PRODIGY4.0, si por un
camino no se encuentra solucién, se produce vuelta atras. Si este retroceso
lleva mas atras del primer punto en el que el individuo se separé del camino
6ptimo, nada de lo que ocurra a partir de entonces serd tenido en cuenta
por la funcién de evaluacién. Podria ocurrir sin embargo, que el individuo
encontrara otro camino éptimo que si le llevara a una solucién. Para intentar
solucionar estos defectos se propuso una versién modificada de la funcién de
adecuacién incompleta.
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4.3.3 Funcién de Adecuaciéon de Caja Blanca Comple-
ta

Esta funcién soluciona los problemas de la anterior siguiendo el siguiente
proceso:

1. Se obtienen los drboles de bisqueda correspondientes a soluciones éptimas,

como en la funcién anterior.

2. Cada vez que PRODIGY4.0 visita un nodo, si es un nodo fuera del
camino 6ptimo, se fuerza a PRODIGY4.0 a retroceder, y se incrementa
la cuenta de retrocesos del nodo padre. Es decir, cada nodo contiene el
numero de decisiones equivocadas que PRODIGY4.0 tom6 en ese nodo.

3. Si el nodo visitado esté en el camino 6ptimo, simplemente se deja a
Prop1GY4.0 proseguir.

4. Al final, para cada nivel de profundidad del arbol de bisqueda, se
suman las decisiones erroneas que ocurrieron en los nodos de ese nivel.
Se asume que el coste de tomar una decisién erronea en un nivel dado
de profundidad es siempre el mismo (por eso se pueden sumar). La
salida de esta funcién es pues un vector del tamaifo de la profundidad
del arbol de busqueda y cuyo contenido es el numero de decisiones
erroneas tomadas en ese nivel.

Esta funcidén no tiene ninguno de los defectos mencionados antes: tiene en
cuenta tanto los posibles retrocesos como los efectos del individuo sobre todo
el camino. De hecho, si un individuo no tiene reglas que impidan resolver el
problema, se conseguird seguir todo el camino hasta encontrar una solucién.
Asi pues, esta funcién de adecuacién permitiria determinar:

e Si el individuo puede o no resolver el problema (independientemente
de lo que le cueste).

e Un vector que estima el coste (en terminos de retrocesos necesitados)
de utilizar ese individuo con ese caso de prueba.

Ambos valores podrian usarse en una funcién de adecuacién similar a la
de caja negra. Desgraciadamente, aunque la funcién completa es sélo una ex-
tensién de la incompleta, la implementacién es completamente diferente. La
funcién incompleta pudo ser implementada utilizando un elegante mecanismo
que suministra PRODIGY4.0 (funciones “de interrupcién” que son llamadas
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cada vez que se visita un nodo). La funcién completa no pudo ser progra-
mada de esta manera, sino que hubo que recurrir a mecanismos “ad-hoc”
modificando el propio cédigo de PRODIGY4.0. Interacciones inesperadas de
este mecanismo con el resto del funcionamiento del planificador, unidas al
hecho de que el mecanismo serfa dependiente de la versién de PRODIGY4.0
utilizada, hicieron que se abandonara esta prometedora via, dejdndose para
trabajos futuros.
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Capitulo 5

Evaluaciéon Experimental

Esta seccion pretende comprobar experimentalmente la efectividad de EvoCK,
EvOCK-HAMLET y de los métodos de incorporacién de conocimiento en la
PG (sembrado de la poblacién inicial y el operador apoyado en ejemplos).

5.1 Experimentos Iniciales con la Funcion de
Caja Blanca Incompleta

Como se dijo en la seccién 4.3.2, los experimentos iniciales de EVOCK fueron
realizados utilizando la funcién de caja blanca incompleta. Se presentan en
esta seccién los resultados obtenidos.

Para obtener estos resultados se siguié el siguiente método:

1. Se entrené a HAMLET con 400 problemas generados aleatoriamente
en dos dominios distintos: el mundo de los bloques y la logistica (ver
secciones A y B).

2. Se obtuvo un conjunto de reglas de control de HAMLET para cada
dominio.

3. Se entrené a EVOCK con problemas generados aleatoriamente: 410
problemas en el mundo de los bloques y 452 en la logistica. Su grado
de dificultad variaba entre 1 y 5 objetivos a resolver con 2 a 10 obje-
tos. Se utilizaron dos tamaifios de poblacién: 2 y 50. El tamafio de
poblacién 2 corresponde a un algoritmo similar al de escalada: puesto
que el tamafio de torneo es 2, siempre se elige al mejor individuo de
los generados. Para comprobar los efectos de tamafio de la poblacién,
sembrado de la poblacién inicial y operador apoyado en ejemplos de
manera detallada, se han realizado todas las combinaciones posibles de
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estos experimentos (a cada combinacién se la denomina una configu-
racién). Para identificar cada configuracién se les han asignado claves
con caracteres que resumen los parametros relevantes de dicha conFig-
uracién. El significado de dichos caracteres se puede ver en la siguiente
lista. La Tabla 5.1 muestra todas las configuraciones experimentales
que resultan.

[{3))

e p: Si la clave va precedida por “p”, se indica que se estd usan-
do una poblacién grande (50 individuos). Si no, se utiliza una
poblacién de 2 (pseudo-escalada). Obviamente, con un tamafio
de poblacién 2, el operador de cruce no tiene sentido, por lo que
en dichas configuraciones se ha eliminado el operador de cruce.

e sa: Semilla aleatoria. Es decir, no se siembra la poblacién inicial
con las reglas de control de HAMLET.

e sh: Semilla de HAMLET. Es decir, se siembra la poblacién inicial.
Hay que resefiar que aqui no se utilizé el método de sembrado
descrito en la seccién 4.2.4, sino que el individuo de HAMLET
es uno mas entre 49 individuos generados aleatoriamente (en las
poblaciones grandes).

e mi: Se cambian los operadores de mutacién por los operadores
genéticos informados.

e ma: Se utilizan los operadores genéticos de mutacién normales en
lugar de los informados.

4. Cada configuracién se ejecuté un nimero de veces, inicializando el gen-

erador de ntmeros aleatorios de una manera diferente. A cada una
de esas veces se la denomina experimento. Por cada experimento se
obtuvo un conjunto de reglas de control, que representan el mejor in-
dividuo producido por cada experimento. Cada configuracién obtuvo
tantos individuos como experimentos se realizaron. Al mejor de esos
individuos se le llama mejor individuo de la configuracién.

. Por tltimo, se gener6 aleatoriamente un nuevo conjunto de problemas

para comprobar la generalidad de los individuos obtenidos, (416 en el
mundo de los bloques y 347 en el dominio logistico). Estos nuevos prob-
lemas son mucho més dificiles que los utilizados en aprendizaje (tienen
hasta 50 objetivos y 50 objetos), para comprobar que la hipétesis de
que es suficiente aprender con problemas simples se cumple.
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] configuraciones experimentales |

Clave Tamafo Semilla Cruce
de poblacién | inicial de HAMLET | apoyado en ejemplos

sama 2 No No
psama 50 No No

sami 2 No Si

psams 50 No Si

shma 2 Si No
pshma 50 Si No

shmi 2 Si Si

pshmgi 50 Si Si

Tabla 5.1: Significado de las claves asignadas a cada configuracién experi-
mental.

La Tabla 5.2 muestra los resultados obtenidos. En dicha Tabla se mues-
tran las férmulas utilizadas para calcular el tiempo que se da a los problemas
de comprobacién (esos tiempos son los mismos que los usados en {Borrajo and
Veloso, 1997]). Es necesario tener en cuenta estos tiempos para poder hacer
comparaciones con resultados posteriores, puesto que en este trabajo se han
utilizado otras férmulas distintas para asignar los tiempos limite. La razén
es que la fase de comprobacién del conocimiento adquirido con los problemas
de comprobacién es la que requiere un tiempo de maquina mas elevado, por
lo que en experimentos posteriores se decidié rebajar dichos limites para que
la experimentacién pudiera realizarse en un tiempo razonable. Para hacerse
una idea de este coste, baste decir que el tiempo asignado para probar un solo
problema de 50 metas es de 900 segundos (15 minutos). De estos hay 16 en el
mundo de los bloques y 48 en el dominio logistico. Las cantidades resultantes
hay que multiplicarlas por el nimero de configuraciones y el niimero de ex-
perimentos por configuraciéon. Aunque el tiempo real depende de muchos
aspectos, la prueba de un solo individuo con los problemas de comprobacién
en el dominio logistico era de alrededor de 17 horas.

Aunque el niimero de experimentos realizado no permite extraer conclu-
siones fuertes, si que se pueden realizar las siguientes resefias:

¢ En el mundo de los bloques, las configuraciones que no usan conocimien-
to de ningun tipo -sama y psama- permiten aprender individuos que
resuelven maés problemas que PRODIGY4.0 actuando solo. El mejor
consigue una diferencia de 37% con respecto a PRODIGY4.0. En el
dominio logistico, solo una de las configuraciones lo permite (sama),
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Mundo de los bloques

Problemas | Numero | Media Mejores Mejores | N. exp.
solucionados | de reglas que PrODIGY4.0 | que HAMLET
ProDIGY4.0 86 (21%)
HAMLET 238 (57%) 12
sama 242 (58%) 5 24% 6 (67%) 1(11%) 9
psama 331 (80%) 1 39% 9 (90%) 2 (20%) 10
sami 196 (47%) 4 40% 9 (100%) 0 (0%) 9
psemi 331 (79%) 1 40% 10 (100%) 2 (20%) 10
shma 320 (77%) 4 55% 6 (100%) 2 (33%) 6
pshma 358 (86%) 3 65% 8 (100%) 4 (50%) 8
shmi 358 (86%) 3 74% 8 (100%) 6 (75%) 8
pshmi 358 (86%) 4 60% 9 (100%) 3 (33%) 9
Dominio logistico
Problemas | Niumero | Media Mejores Mejores | N. exp.
solucionados | de reglas que PRODIGY4.0 | que HAMLET
PRODIGY4.0 149 (43%)
HAMLET 181 (52%) 56

sama 209 (60%) 1 32% 3 (16%) 2 (11%) 19
psama 149 (43%) 1 32% 0 (0%) 0 (0%) 5
sami 209 (60%) 1 40% 6 (75%) 3 (38%) 8
psami 175 (50%) 4 30% 2 (20%) 0 (0%) 10
shma 218 (63%) 4| 4% 11 (92%) 1 (8%) 12
pshma 169 (49%) 56 43% 5 (50%) 0 (0%) 10
shmi 205 (59%) 34 44% 11 (69%) 2 (13%) 16
pshmi 148 (43%) 55 36% 0 (0%) 0 (0%) 5

Tabla 5.2: Esta Tabla muestra los resultados obtenidos para cada configu-
racién. “Problemas solucionados” y “Numero de reglas” se refiere al nimero
(y porcentaje) de problemas de comprobacién solucionados por el mejor in-
dividuo de cada configuracién, asi como a su nimero de reglas. “Media”
es el porcentaje de problemas resueltos medio por los mejores individuos de
cada experimento de cada configuracién. “N. exp.” es el nimero de experi-
mentos de cada configuracién”. “Mejores que PRODIGY4.0” v “Mejores que
HAMLET” muestra el nimero de experimentos que obtuvieron un individuo
con un porcentaje de problemas resueltos mejor que PRODIGY4.0 y HAM-
LET, respectivamente. Tanto en el mundo de los bloques como en el dominio
logistico, se limité el tiempo de prueba para cada problema de comprobacién

a 150(1 + ﬂoor(@jel?ﬂ)) segundos
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obteniéndose una mejora del 17%. El hecho de que psama no mejore
a PRODIGY4.0 en ningin caso puede deberse al escaso nimero de ex-
perimentos (5).

e En ambos dominios las configuraciones que no usan conocimiento de
ningun tipo encuentran individuos que actian mejor que HAMLET
(aunque en el dominio logistico, psama vuelve a fallar en este respecto).
Esto, unido al punto anterior, ya dan una respuesta positiva a una de
las cuestiones de esta tesis: EVOCK permite aprender reglas de control
sin utilizar conocimiento.

e Sin embargo, aquellas configuraciones sembradas con HAMLET (config-
uraciones “sh”) dan buenos resultados de una manera mds frecuente:
100% de experimentos en el mundo de los bloques consiguen mejo-
rar a PRODIGY4.0 y una cantidad notablemente menor en el dominio
logistico. Por tanto, como era de esperar, parece positivo el inicializar
la poblacién inicial, aunque hay que destacar que en este ultimo do-
minio, la configuracién pshmi no encuentra ningun individuo mejor que
PrODIGY4.0, a pesar de que su punto de partida son las reglas sum-
inistradas por HAMLET.

o Un resultado mds interesante es que algunos individuos resultantes de
aquellas configuraciones sembradas con HAMLET consiguen mejorar a
HAMLET. Esto es especialmente cierto en el mundo de los bloques,
siendo la frecuencia mucho menor en el dominio logistico. De hecho,
dos de las configuraciones (pshma y pshmi) no consiguen mejorar a
HAMLET en ningiin experimento, lo cual es una anomalia grave de la
funcién de evaluacién de caja blanca.

e Ademaés de mejorar a las reglas de HAMLET. EVOCK consigue reducir
el tamafio de dicho conjunto de reglas de forma drastica: en el mundo
de los bloques se pasa de 12 reglas a 3 6 4, en el dominio logistico, de
56 hasta 34. Por tanto, parece que los sesgos de aprendizaje de HAM-
LET y EVvOCK se combinan de manera adecuada: HAMLET aprende
conocimiento bastante correcto, pero raramente compacto, mientras
que en EVOCK es muy sencillo definir sesgos en la funcién de ade-
cuacién que tiendan a hacer dicho conocimiento méds compacto, mas
répido de evaluar (y por tanto més eficaz).

e El operador informado parece comportarse bastante bien en el mundo
de los bloques. Si se compara cada configuracién “-ma” con su cor-

13 37

respondiente “-mi” en el nimero de problemas resueltos en media, se
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puede ver que el operador informado supera a la mutacién aleatoria, a
excepcion de pshmi y pshma, en el que la mutacién informada parece
empeorar los resultados. Sin embargo, en el dominio logistico, esto sélo
ocurre entre sama y sami. En el resto de los casos los resultados son
peores con el operador informado que sin él. La conclusién en este caso
es que parece que el operador informado tiene efectos positivos, aunque
no parece de aplicacién general.

e En general, la utilizacién de poblaciones de 50 no parece tener ventajas
sobre las poblaciones de 2. En media, utilizar poblaciones grandes
si parece tener cierto efecto en el mundo de los bloques, pero no en el
domino logistico. Un efecto similar ocurre con los individuos campeones
de cada configuracién (mejores en el mundo de los bloques, peores en
el dominio logistico).

e El dominio logistico parece resultarle mas complicado a las técnicas
de aprendizaje que el mundo de los bloques (en el primero, en ningin
momento se consigue superar el 60% de problemas resueltos), por lo
que parece un dominio de prueba bastante adecuado para experimentos
futuros. Desde el punto de vista de EVOCK, el mundo de los bloques
y el dominio logistico parecen comportarse de manera distinta, tanto
con la semilla de HAMLET como con el operador informado. Parecen
por tanto dos dominios adecuados de cara a comprobar la generalidad
de ambos métodos.

Aunque las conclusiones anteriores no son fuertes, si parece que las ideas
relacionadas con EVOCK parecen funcionar bien, especialmente en uno de
los dominios elegidos (el mundo de los bloques). En el dominio logistico los
resultados no sélo son bastante peores (solo se alcanza un 63% de problemas
resueltos como mucho, en comparacién con el 86% del mundo de los bloques),
sino que el uso de semilla y del operador informado no parecen tener efectos
particularmente importantes (y en ocasiones estos efectos son negativos). En
particular, el hecho de que en el dominio logistico, EVOCK rara vez consiga
mejorar a HAMLET parece mostrar que la funcién de evaluacién (caja blanca
incompleta) no es muy adecuada. En la seccién 4.3.2 se expusieron cuédles
son los defectos de esta funcién. El mdés grave es que un individuo puede
obtener una buena puntuacién porque consigue recorrer varios pasos de la
solucién, pero puede tener otras reglas que mas adelante le obligaran a sep-
ararse del camino. Los experimentos parecen mostrar que en efecto esto es
asi. La Tabla 5.3 muestra los valores medios, mejores y peores del nimero
medio del camino de la solucién recorrido para cada configuracién (éste era el
primer componente de la funcién de caja blanca incompleta). Estos valores
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{ Mundo de los blogues | Logistica j
Configuracién | Media | Mejor | Peor | | Media | Mejor | Peor
HAMLET 0.71 0.63

sama 0.62 0.69 | 0.57 0.63 0.66 | 0.61
psama 0.60 | 0.69| 0.56 0.62 0.64 | 0.61
sami 0.72{ 0.77 0.63 0.65 0.66 | 0.63
psamsi 0.66 | 0.71) 0.58 0.63 ] 0.65| 0.61
shma 0.78 0.81 | 0.76 0.74 1 0.75| 0.72
pshma 0.81 0.82 | 0.79 0.69| 0.70 | 0.66
shmi 0.80 | 0.82 0.75 0.73 0.76 | 0.66
pshmi 0.79 0.82 | 0.77 0.66 | 0.70 | 0.63

Tabla 5.3: Valores medio, mayor y menor del nimero medio de enlaces recor-
ridos del camino de la solucién para cada configuracién experimental.

corresponden a los problemas utilizados durante el aprendizaje. En partic-
ular se puede ver que aquellas configuraciones en las que se utiliza semilla
consiguen mejorar a HAMLET. En el mundo de los bloques, HAMLET con-
sigue recorrer un 71% del camino de la solucién. En el dominio logistico este
valor es del 63%. Todas las configuraciones sembradas (en los dos dominios)
consiguen mejorar a HAMLET en este parametro con los problemas utilizados
en el aprendizaje, pero esta mejora no se traslada a los problemas de compro-
bacién (Tabla 5.2), al menos en el dominio logistico. Debido a los problemas
mencionados en 4.3.2 y los resultados claramente mejorables expuestos en
esta seccidn, se decidié mejorar la funcién de caja blanca. Sin embargo,
problemas técnicos impidieron llegar hasta el final, por lo que se decidié con-
tinuar con la funcién de caja negra expuesta en 4.3.1, cuyos resultados se
expondran en las siguientes secciones.

Antes de continuar con la funcién de caja negra, merece la pena expandir
los resultados de los mejores individuos obtenidos con los problemas de com-
probacién. Hay que Recordar que una de las hipétesis de trabajo de las tres
funciones de adecuacidn es que el conocimiento obtenido con problemas sim-
ples es trasladable a problemas complicados. Las Tablas 5.4 y 5.5 muestran
un desglose de los problemas resueltos por los mejores individuos de las con-
figuraciones shmi (para el mundo de los bloques) y shma (para el dominio
logistico). Puede observarse como el conocimiento que se aprendié con prob-
lemas sencillos (de 1 a 5 objetivos y de 2 a 10 objetos) permite resolver una
buena cantidad de problemas mucho més complicados.
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N. Objetivos | N. Objetos | PRODIGY4.0 | HAMLET | EVOCK | N. problemas
50 50 0% (0) 0% (0) 56% (9) 16
20 50 6% (3) 31% (15) | 81% (39) 48
20 20 6% (3) 27% (13) | 65% (31) 48
10 50 21% (10) 67% (32) | 96% (46) 48
10 20 15% (7) 56% (27) | 81% (39) 48
10 15 31% (15) 48% (23) | 83% (40) 48
5 50 15% (6) 70% (28) | 98% (39) 40
5 20 15% (6) 82% (33) | 95% (38) 40
5 15 40% (16) 82% (33) | 98% (39) 40
5 10 50% (20) 85% (34) | 95% (38) 40

Tabla 5.4: Desglose de los problemas resueltos por PRODIGY4.0, HAMLET,
y el mejor individuo de la configuracién shmi en el mundo de los bloques con
la funcién de caja blanca.

5.2 Experimentos Realizados con la Funcién
de Caja Negra

En esta seccién se describen los experimentos realizados con la funcién de
caja negra descrita en 4.3.1.

5.2.1 EvoCK Como Sistema Auténomo de Aprendiza-
je de Reglas de Control

Esta serie de experimentos pretende responder a la cuestiéon de si EVOCK,
sin utilizar fuentes de conocimiento (semilla u operador informado) es capaz
de aprender reglas de control. Se utilizaron dos configuraciones experimen-
tales: sgmgy psgmg. Estas configuraciones son similares a sama y psama del
apartado anterior 5.1. Pero, a diferencia de ellas, la gramatica de generacién
de reglas s6lo permite generar reglas de tipo select (sama y psama pueden
generar adicionalmente reglas de los tipos reject y prefer). Esto se hizo
asi para que los resultados del operador informado, que solo puede introducir
reglas de tipo select, y el resto de las configuraciones fueran directamente
comparables. Existe otra diferencia, y es que el tamano de poblacién para
las configuraciones p- es de 300 en la funcién de caja negra, y era de 50 en la
de caja blanca. La Tabla 5.6 muestra estos resultados. Hay que sefialar que
en esta serie de experimentos, se han utilizado tiempos limite mds restringi-
dos que los utilizados con la funcién de caja blanca incompleta (C.B.1.) para
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N. Objetivos | N. Objetos | PRODIGY4.0 | HAMLET | EVOCK | N. problemas
50 50 0% (0) 0% (0) 0% (0) 48
20 50 3% (1) 0% (0) 10% (3) 30
20 20 % (2) 28% (8) 38% (11) 29
10 50 13% (2) 0% (0) | 60% (9) i5
10 20 20% (3) 53% (8) 53% (8) 15
10 15 20% (3) 67% (10) | 67% (10) 15
10 10 7% (1) 67% (10) | 73% (11) 15
5 50 42% (5) 0% (0) | 75% (9) 12
5 20 58% (7) 83% (10) | 92% (11) 12
5 15 9% (5) 2% (5) | 83% (10) 12
5 10 25% (3) 58% (7) 67% (8) 12
5 5 33% (4) 83% (10) | 75% (9) 12
2 50 90% (9) 60% (6) | 100% (10) 10
) 20 90% (9) 100% (10) | 100% (10) 10
2 15 90% (9) 90% (9) | 100% (10) 10
2 10 90% (9) 80% (8) 90% (9) 10
2 5 100% (10) | 100% (10) | 100% (10) 10
2 2 100% (10) | 100% (10) | 100% (10) 10
1 50 100% (10) 100% (10) | 100% (10) 10
1 20 90% (9) 100% (10) | 100% (10) 10
1 15 90% (9) 100% (10) | 100% (10) 10
1 10 90% (9) 100% (10) | 100% (10) 10
1 5 100% (10) | 100% (10) | 100% (10) 10
1 2 100% (10) | 100% (10) | 100% (10) 10

Tabla 5.5: Desglose de los problemas resueltos por PRODIGY4.0, HAMLET,
y el mejor individuo de la configuracién shma en el dominio logistico con la
funcién de caja blanca.
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probar el conocimiento con los problemas de comprobacién (la razén de esto
es reducir el tiempo total utilizado en los experimentos a un nivel razonable
para poder realizarlos todos). En el mundo de los bloques, el tiempo limite
utilizado es igual al nimero de objetivos de un problema (en segundos). Por
esto los resultados para este dominio no son directamente comparables a los
de funcién de C.B.I. (ver seccién 5.1). En el dominio logistico si se ha uti-
lizado el mismo tiempo limite para sgmg, sama (C.B.L.) y psama (C.B.L),
por lo que si son comparables. Nétese que los resultados son mucho mejores
con la funcién de caja negra (sgmg) que con la de caja blanca (sama C.B.L),
tanto en el maximo encontrado, como en media, como en el nimero de exper-
imentos con resultados mejores que PRODIGY4.0 y HAMLET. En particular,
el nimero de experimentos en los que se encuentran individuos que mejo-
ran a PRODIGY4.0 parece maés razonable: 55% (sgmg) frente a 16% (sama
C.B.1.). Para la configuracién psgmg, los resultados son mejores que para
psama (C.B.I.), incluso aunque al primero se le da un tiempo de compro-
bacién cuatro veces menor que al segundo (véase en la Tabla 5.6 las lineas

siguientes a tses; = 12—0(1 —I-ﬂoor(ghw» segundos). Psgmg encuentra var-
ios individuos mejores que PRODIGY4.0: 7% de psgmg frente al 0% de psama
C.B.I. Estas comparaciones solo pretenden ser indicativas, puesto que con la
funcién de caja blanca no se realizaron demasiados experimentos, ademads de
que la configuraciones (p)sama realizaban una bisqueda en un espacio de
aprendizaje mayor (reglas select, prefer y reject) frente a las configura-
ciones (p)sgmg (solo reglas de select).

Las principales conclusiones de la Tabla 5.6 son las siguientes:

e EvoCK es capaz de aprender reglas de control que mejoran el com-
portamiento de PRODIGY4.0 sin utilizar ninguna clase de conocimiento
adicional (a la que usa un algoritmo tipico de PG). El mejor individuo
en el mundo de los bloques resuelve el 98% de los problemas, mientras
que el mejor en el dominio logistico resuelve el 85%. EvoCK es ca-
paz de encontrar reglas de control que mejoran a PRODIGY4.0 de una
manera consistente (el 93% en el mundo de los bloques y el 55% en el
dominio logistico).

e Ademids, EvOCK es capaz de aprender reglas de control que superan a
HAaMLET. Esta comparacién es sélo indicativa, puesto que ni los prob-
lemas utilizados para aprender por EVOCK y HAMLET ni el tiempo
utilizados son el mismo.

e Aligual que se vié en 5.1, el utilizar poblaciones (de 300 individuos en
este caso) no solo no es una ventaja, sino una desventaja. La media
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Problemas | Numero | Media Mejores Mejores | N. exp.
solucionados | de reglas que PRODIGY4.0 | que HAMLET
Mundo de los bloques
tsest = 1 * objetivos segundos
ProDIGY4.0 64 (15%)
HAMLET 111 (27%) 12
sgmg 190 (46%) 3 21% 54 (93%) 10 (17%) 58
psgmy 204 (49%) 1 18% 32 (53%) 8 (13%) 60
Logistica
trest = 150(1 + ﬂoor(@-}%)) segundos
PropIGY4.0 149 (43%)
HAMLET 181 (52%) 56
sgmg 339 (98%) 3 53% 33 (55%) 30 (50%) 60
sama (C.B.L) 209 (60%) 1 32% 3 (16%) 2 (11%) 19
psama (C.B.L) 149 (43%) 1 32% 0 (0%) 0 (0%) 5
L trest = 250(1 + ﬂoor(ﬁw» segundos
PRODIGY4.0 149 (43%)
HAMLET 145 (42%) 56
sgmg 296 (85%) 3 50% 33 (55%) 33 (55%) 60
psgmg 247 (71%) 2 31% 11 (19%) 13 (22%) 58

Tabla 5.6: Resultados para las configuraciones sgmg y psgmg con los proble-
mas de comprobacién. Notese que para el dominio logistico, se proporcionan
también los resultados obtenidos anteriormente con la funcion de caja blanca
incompleta (C.B.1.) en aquellas configuraciones en las que el tiempo limite
es el mismo. % es el tiempo limite utilizado para comprobar las reglas de
control resultantes con los problemas de comprobacién.

y el nimero de experimentos mejores que PRODIGY4.0 son inferiores
para psgmg que para sgmg en ambos dominios.

e Aligual que se comprob6 en 5.1, las Tablas 5.7 y 5.8 parecen demostrar
que el conocimiento adquirido con problemas simples (1 y 2 objetivos)
es trasladable a problemas mucho mds complicados (hasta 50 obje-
tivos).

5.2.2 Resultados del Operador Apoyado en Ejemplos
(Operador Informado)

El propdésito de esta seccién es comprobar el funcionamiento del que se ha lla-
mado operador genético apoyado en ejemplos, u operador informado (veasé
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N. Objetivos | N. Objetos | PRODIGY4.0 | HAMLET | EVOCK | N. problemas
50 50 0% ( 0) 0% (0) | 6% (1) 16
20 50 6% ( 3) 31% (15) | 21% (10) 48
20 20 6% ( 3) 27% (13) | 40% (19) 48
10 50 21% ( 10) 67% (32) | 42% (20) 48
10 20 15% (7) 56% (27) | 44% (21) 48
10 15 31% ( 15) 48% (23) | 62% (30) 48
5 50 15% ( 6) 70% (28) | 40% (16) 40
5 20 15% ( 6) 82% (33) | 55% (22) 40
5 15 40% ( 16) 82% (33) | 72% (29) 40
5 10 50% ( 20) 85% (34) | 90% (36) 40

Tabla 5.7: Desglose de los problemas resueltos por PRODIGY4.0, HAMLET,
y el mejor individuo de la configuracién psgmg en el mundo de los bloques
(con la funcién de evaluacién de caja negra).

la seccién 4.2.3). Para ello se han realizado experimentos para las configura-
ciones sgmiy psgmi. En ellas se han substituido los operadores de mutacién
por los operadores genéticos informados (hay que recordar que la mutacién
es equivalente a un cruce con un individuo generado aleatoriamente y que el
operador informado es equivalente a un cruce con un individuo-ejemplo).

Los resultados de la Tabla 5.9 muestran que el operador informado parece
tener un buen efecto en el mundo de los bloques y el efecto contrario en el
dominio logistico. En el mundo de los bloques, los experimentos de sgmi
resuelven en media un 25% de los problemas, mientras que los de sgmg sélo
un 21%. En términos del nimero de individuos que mejoran a PRODIGY4.0,
sgmi consigue un 100% frente al 93% en sgmg. sgmi incluso consigue encon-
trar un 42% de individuos que superan a HAMLET, frente al 17% de sgmg.
Las comparaciones relativas a las configuraciones con poblaciones de 300 in-
dividuos son similares (aunque una vez més, la configuracién con poblacién
grande -psgmi- lo hace peor que la pseudo-escalada -sgmi-). Sin embargo,
en el dominio logistico, parece que es mds conveniente no utilizar el oper-
ador informado. En efecto, sgmi lo hace mucho peor que sgmg en todos los
parametros. Idénticamente ocurre con psgmi.

Aungque las conclusiones obtenidas en el parrafo anterior parecen bastante
seguras, puesto que ahora disponemos de un numero de experimentos ade-
cuado (cerca de 60 por configuracién), se estd en condiciones de realizar una
comparacién estadistica de hipdtesis, para comprobar si las diferencias en
resultados son estadisticamente significativas. Puesto que todas las configu-
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N. Objetivos | N. Objetos | PrRODIGY4.0 | HAMLET | EVOCK | N. problemas
50 50 0% ( 0) 0% (0) 85% (41) 48
20 50 3% (1) 0% (0) 97% (29) 30
20 20 7% ( 2) 28% (8) | 100% (29) 29
10 50 13% ( 2) 0% (0) 100% (15) 15
10 20 20% ( 3) 53% (8) 100% (15) 15
10 15 20% ( 3) 67% (10) | 100% (15) 15
10 10 ™% (1) 67% (10) | 100% (15) 15
5 50 42% ( 5) 0% (0) 100% (12) 12
5 20 58% (7) 83% (10) | 100% (12) 12
5 15 42% ( 5) 42% (5) | 100% (12) 12
5 10 25% (' 3) 58% (7) 100% (12) 12
5 5 33% ( 4) 83% (10) | 100% (12) 12
2 50 90% ( 9) 60% (6) 100% (10) 10
2 20 90% ( 9) 100% (10) | 100% (10) 10
2 15 90% ( 9) 90% (9) 100% (10) 10
2 10 90% ( 9) 80% (8) | 100% (10) 10
2 5 100% ( 10) 100% (10) { 100% (10) 10
2 2 100% ( 10) | 100% (10) | 100% (10) 10
1 50 100% ( 10) [ 100% (10) | 100% (10) 10
1 20 90% ( 9) 100% (10) | 100% (10) 10
1 15 90% ( 9) 100% (10) | 100% (10) 10
1 10 90% ( 9) 100% (10) | 100% (10) 10
1 5 100% ( 10) | 100% (10) | 100% (10) 10
1 2 100% ( 10) | 100% (10) | 100% (10) 10

Tabla 5.8: Desglose de los problemas resueltos por PRODIGY4.0, HAMLET,
y el mejor individuo de la configuracién sgmg en el dominio logistico con la
funcién de evaluacién de caja negra y tiempo de comprobacién = 150(1 +

fAoor ( obj el181vos

)) segundos.
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Problemas | Nuimero | Media Mejores Mejores | N. exp.
solucionados | de reglas que PRODIGY4.0 | que HAMLET
Mundo de los bloques
tiest = 1 * objetivos segundos
PRODIGY4.0 64 (15%)

HAMLET 111 (27%) 12 ‘

sgmi 199 (48%) 3 25% 60 (100%) 25 (42%) 60

psgmi 201 (48%) 2 20% 37 (62%) 9 (15%) 60

sgmg 190 (46%) 3 21% 54 (93%) 10 (17%) 58

psgmg 204 (49%) 1 18% 32 (563%) 8 (13%) 60

Logistica

trest = To(l + floor (—b']%%)) segundos ‘
[ProDIGY4.0 | 149 (43%) ]
HAMLET | 145 (42%)! 56 |
sgmi 155 (45%) 32% 1 (2%) 2 (4%) 49

sgmg 296 (85%) 3 50% 3 (55%) 33 (55%) 60

psgmyg 247 (711%) 2 31% 1 (19%) 3 (22%) 58

Tabla 5.9: Resultados para las configuraciones sgmi y psgmi. Aparecen tam-
bién los resultados de sgmg v psgmg para poder comprobar los efectos del
operador informado.
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raciones han sido probadas con los mismos problemas de comprobacién, se
ha elegido el “paired sample t-test” [Cohen, 1995). Se va a ver brevemente en
qué consiste esta comparacién. Supéngase que se dispone de dos estrategias
(o programas, o configuraciones) A y B y se quiere determinar que estrategia,
es mejor en relacién a ciertos problemas de comprobacién pi, ...p,. Para
cada problema, obtener la diferencia en bondad entre las dos estrategias (en
nuestro caso la bondad de cada configuracién para un determinado problema
serd el porcentaje de individuos obtenidos por dicha configuracién que con-
siguen resolver ese problema). En este momento se puede calcular la media
Z5 de las diferencias y la desviacién estandard de las mismas s5. La hipdtesis
nula es:
HQ: Us = 0

es decir, que no hay diferencia significativa entre A y B. Para comprobar

dicha hipdtesis, se utiliza el estadistico

as
donde
G o= S8
4 6 ke N6 /
Njs es el ndmero de pares (es decir, el nimero de problemas de
comprobacién)

El estadistico se comprueba con una distribucidn t de Student con Ns—1
grados de libertad. Los resultados de aplicar este andlisis a las configuraciones
sgmgy sgmi muestran que la probabilidad de rechazar Hy equivocadamente es
del 0.1%. Tipicamente, cualquier resultado menor o igual al 5% se considera
significativo, luego se puede concluir que la superioridad de sgmi sobre sgmg
en el mundo de los bloques es significativa . Exactamente lo mismo ocurre
con psgmiy psgmg. En el dominio logistico ocurre justo lo contrario. sgmiy
Psgmi son peores que sgmgy psgmg respectivamente (al 0.1%). La Tabla 5.10
resume los valores relevantes de la comparacién estadistica.

Ademds de la comparacién estadistica anterior, se ofrece el diagrama de
frecuencias acumuladas que aparece en la Figura 5.1. Este diagrama muestra
la probabilidad (o el porcentaje esperado de individuos) de que una deter-
minada configuracién consiga solucionar al menos tantos problemas como
aparecen en el eje de abscisas. En el mundo de los bloques (a la izquierda)
puede observarse claramente, confirmando la comparacién estadistica anteri-
or, que sgmi supera a sgmg en un rango bastante amplio, mientras que en los
extremos izquierdo y derecho de las curvas no parece haber diferencias. Por
su parte, psgmi consigue superar a psgmg ligeramente a lo largo de todo el
recorrido, siendo la diferencia mayor en la zona de los 150 a 200 problemas.
Es de destacar que psgmi consigue superar al resto de las distribuciones en
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Configuraciones | Z; | s5 | N5 | ts | Significacién
Mundo de los bloques
tiest = 1 * objetivos segundos
Sgmg-sgmsi -0.033576 | 0.109899 | 416 | -6,216362 | 0.001
PSgMG-psgmi -0.015467 | 0.065004 | 416 | -4.841267 | 0.001
Dominio logistico
bt = 22 (1 4 ﬂoor(o—tl]—e%@)) segundos
|

SgMg-SgMi 0.173540 | 0.161830 | 347 | 19.947103 | 0.001
PSgMg-pSgms 347

Tabla 5.10: Comparacién estadistica entre las configuraciones no informada
e informada.

ese rango, lo cual podria demostrar que una poblacién grande es positiva en
ese sentido. Sin embargo, en general, las configuraciones “p-” son peores que
sus correspondientes pseudo-escaladas.

En el dominio logistico la situacién es bastante distinta. Parece ser sen-
cillo para sgmg el encontrar heuristicas que resuelvan muchos problemas
(aunque también encuentra muchas heuristicas que funcionan mucho peor
que PRODIGY4.0 de manera auténoma). Por el contrario, sgmi rara vez
encuentra algin individuo que mejore a PRODIGY4.0. Las razones de este
empeoramiento se analizaran a continuacién.

JPor qué funciona tan mal el operador informado en el dominio logistico?.
Puesto que dicho operador funciona bien en el mundo de los bloques, se puede
analizar la evolucién de las curvas de aprendizaje en ambos dominios e in-
tentar extraer alguna conclusién. La Figura 5.2 muestra la evolucién del
primer componente de la funcién de adecuacién (la proporcién de proble-
mas resueltos mejor que PRoDIGY4.0). Cada curva de la Figura es la media
de las curvas de evolucién de los mejores individuos de cada experimento.
Aunque los resultados de la Tabla 5.9 han sido obtenidos para un méximo de
100000 evaluaciones, los experimentos que aparecen en la gréafica de evolu-
cién han sido extendidos hasta 300000 evaluaciones para observar mejor el
comportamiento de dichas curvas. La grafica correspondiente al mundo de
los bloques confirma los resultados vistos anteriormente: la curva correspon-
diente a sgmi crece mucho mas deprisa que la de sgmg, y lo mismo ocurre con
psgmgy psgmi. En el dominio logistico, también existe un rapido crecimiento
inicial para sgmi, aunque es menor.

La Figura 5.3 muestra la evolucién del segundo componente (proporcién
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Figura 5.1: Diagrama de frecuencias acumuladas de sgmg, sgmi, psgmg y
psgmi. Cada punto de la grafica corresponde a la probabilidad (en abscisas)
de que una determinada configuracién obtenga un individuo que resuelva
un determinado nimero de problemas de comprobacién (en ordenadas). La
Figura de la izquierda corresponde al mundo de los bloques y la de la derecha,
al dominio logistico. Las lineas verticales representan el niimero de problemas
que consigue resolver PRODIGY4.0 de manera auténoma.
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Figura 5.2: Evolucién del primer componente (proporcién de problemas re-
sueltos utilizando menos nodos que PRODIGY4.0) de la funcién de adecuacién
para el mundo de los bloques (izquierda) y el dominio logistico (derecha).
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de problemas resueltos). En la gréfica correspondiente al mundo de los blo-
ques (izquierda) se ve el comportamiento predicho en la seccién 4.3.1: el
primer componente consigue subir a costa del segundo componente, que de-
sciende inicialmente. Sin embargo, tal y como se habia predicho, tras el
descenso inicial el segundo componente comienza a ascender también, en
unas curvas mas rapidamente que en otras. De hecho, la curva que maés
rapidamente se recupera es la correspondiente a sgmi. Este era el efecto es-
perado: el primer componente obliga a la poblacién a aceptar conocimiento,
aunque sélo afecte a algunos problemas, y posteriormente, cuando comienza
a ser dificil optimizar el primer componente, el segundo componente pasa a
liderar la evolucién con lo que el conocimiento aceptado se mejora y se gen-
eraliza. Desgraciadamente, no ocurre lo mismo en el dominio logistico: sgms
desciende mucho méas que sgmg y al contrario que esta, no muestra ninguna
tendencia clara de recuperacién. Hay que sefialar que las curvas de las con- _
figuraciones con poblacién de 300 individuos (configuraciones “p-”) parecen
imitar a sus correspondientes de poblacién 2, pero con cierto retardo.

La Figura 5.4 muestra el nimero de nodos medio expandido por proble-
ma. Esta figura da una idea de las diferencias entre el mundo de los bloques y
el dominio logistico: mientras que en el primero es sencillo descender de una
manera continia el nimero de nodos expandidos al mismo tiempo que se in-
crementa el primer componente, en el dominio logistico esto no parece ser tan
sencillo. Todas las curvas de este dltimo muestran tendencias momentaneas
a crecer, al menos inicialmente, pero este efecto es especialmente nocivo en
la configuracién sgms. Esto parece indicar que en el dominio logistico hay in-
teracciones negativas entre los primeros componentes y el nimero de nodos
expandidos (porque, por ejemplo, aquellas reglas que permitan solucionar
problemas con menos nodos que PRODIGY4.0, obliguen a expandir muchos
nodos en aquellos problemas que resuelve peor o no resuelve). Posiblemente,
esta sea una de las razones por las que la curva relativa al nimero de prob-
lemas de aprendizaje resueltos por sgms desciende tanto: puesto que se mide
el nimero de problemas resueltos en un limite pre-establecido (medido en
el nimero de nodos maximo que se pueden expandir), muchos problemas
incrementaran tanto el nimero de nodos expandidos que superaran el limite
y el problema se considerard no resuelto. En el caso de los problemas de
comprobacién, el incremento en el nimero de nodos expandidos puede ser
bastante grave. Si se incrementa en 2.5 el nimero de nodos medio expandi-
do en los problemas de aprendizaje, que son muy simples y requieren pocos
nodos expandidos para ser resueltos, es de esperar que en los problemas de
comprobacién que son mucho méas complicados, este efecto sea mucho mas
nocivo.

Las Figuras 5.5 y 5.6 muestran la evolucién del nimero de reglas y de el
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Figura 5.3: Evolucién del segundo componente (proporcién de problemas re-
sueltos) de la funcién de adecuacién para el mundo de los bloques (izquierda)
y el dominio logistico (derecha).
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Figura 5.4: Evolucién del tercer componente (nimero medio de nodos ex-
pandidos) de la funcién de adecuacién para el mundo de los bloques (izquier-
da) y el dominio logfstico (derecha).
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tamaifio total del individuo, respectivamente. En el mundo de los bloques sg-
mi tiende a incluir mas reglas que sgmg, mientras que en el dominio logistico
es, de manera mas marcada, justo al contrario. Debido a la manera en que
estd construida la funcién de adecuacién y a que sgmi y sgmg son cercanos
a las técnicas de escalada, un individuo solo puede ahadir nuevas reglas si
hacerlo mejora alguno de los componentes mas importantes que el ntimero de
reglas (por ejemplo, el porcentaje de problemas resueltos mejor que PRODI-
GY4.0). El incremento en niumero de reglas en el mundo de los bloques
indica que afiadir nuevas reglas parece ser beneficioso para mejorar el primer
componente, v luego el segundo. En este sentido, las reglas provenientes de
los individuos ejemplo que utiliza el operador informado (sgmi) parecen ser
mas efectivas que las reglas aleatorias afiadidas en sgmg. Pero justamente lo
contrario ocurre en el dominio logistico: sgmg encuentra mas sencillo anadir
mas reglas que sgmi. Esto nos llevé a pensar que las reglas ejemplo uti-
lizadas por el operador informado, son mucho més especificas (tienen mds
condiciones) en el dominio logistico que en el mundo de los bloques. Esto
parece verse confirmado porque, a pesar de tener menos reglas, el tamafio
del individuo en el dominio logistico crece mucho més deprisa en sgmi que
en sgmg (ver 5.6). Una comprobacién directa de las reglas ejemplo en ambos
dominio mostré que esto era asi. Por tanto parece ser que una de las razones
de que el operador informado funcione peor en el dominio logistico que en el
mundo de los bloques es que:

e Cuesta més introducir nuevas reglas (y condiciones), puesto que estas
son mas especificas y afectan a menos problemas.

e Cuesta mds modificar y generalizar dichas reglas porque tienen muchas
maés condiciones.

e Los individuos son grandes (por lo que serdn costosos de evaluar) y
especificos (tienen muchas condiciones y sélo son itiles para algunos
problemas). Esto unido al incremento en niimero de nodos expandidos
visto anteriormente hard que se multiplique el tiempo necesario para
resolver los problemas, especialmente si los problemas son complicados.
Esta es seguramente la razén de que sgmi se comporte tan mal con los
problemas de comprobacién (ver Figura 5.1).

El primer intento de mejorar el operador informado en el dominio logistico
fue el de intentar reducir el nimero de condiciones de las reglas ejemplo,
puesto que este parece ser uno de los obstdculos a su correcta utilizacién.
Para ello, antes de utilizar una regla ejemplo como padre con el operador
informado, se trunca el nimero de las condiciones con el metapredicado



5.2. EXPERIMENTOS REALIZADOS CON LA FUNCION DE CAJA NEGRA117

250000 300000

1.5 .
50000 7100000 1S0000 200000

"sgmg-mybhiloock . txt™
CESCEETY v i B o] L Epa g
“psgmg-myblock.txt®
‘rasopmi-myblockotxt®

I

1 N 1 1 1
o 50000 100000 150000 200000 250000 300000
rrici-rry ko cyisti P oasirsg 1:9
R E I T S ST T AMEE ST ST S Do B I )
“p mg-mylio Cusing 1:92
RS- IO G s tics et wsing 108

Figura 5.5: Evolucién del octavo componente (nimero de reglas) de la fun-
cién de adecuacién para el mundo de los bloques (izquierda) y el dominio

logistico (derecha).
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TRUE-IN-STATE de la siguiente manera: cada condicién aparecerd en el in-
dividuo padre con una probabilidad Nic, donde N es el nimero esperado de
condiciones que se desea que aparezcan, en media, en el individuo padre y N,
es el nimero de condiciones del individuo ejemplo sin procesar. A la config-
uracién correspondiente, se la denominé sgmit (la “t” significa “truncado”).
La evolucién del primer y segundo componente de sgmit se puede ver en la
Figura 5.7. Se puede observar claramente que el incremento de la proporcién
de problemas solucionados mejor que PRODIGY4.0 es mucho mas répido con
el operador informado truncado que con el normal. En el caso del segundo
componente, sgmit parece tener una tendencia mayor a incrementar tras el
primer desplome que sgmi, aunque la recuperacién es lenta. La Figura 5.8
muestra que, aunque se produce un gran incremento en el nimero de nodos
expandidos (tercer componente) con sgmit, existe una tendencia clara a dis-
minuir, hecho que no ocurria con sgmi. Parece confirmarse por tanto que la
razén de que decrezca la proporcién de problemas resueltos es debida al in-
cremento en el nimero medio de nodos expandidos: un ligero decrecimiento
de este ultimo corresponde a un ligero crecimiento del primero.

Por 1ltimo, la Figura 5.9 muestra la evolucién del nimero de reglas y el
tamafio del individuo, respectivamente. En particular, el nimero de reglas
de sgmit tiende a incrementarse. Esto es positivo, puesto que indica que se
estd introduciendo conocimiento que mejora los componentes principales de
la funcién de adecuacién. De no ser asi, no se introduciria.

En general, el comportamiento de sgmit parece bastante mejor que el de
sgmi. Por tanto, la hipdtesis de que el problema del operador informado en el
dominio logistico no funcionaba bien debido al gran tamafio de los individuos
ejemplo parece confirmarse. Sin embargo, el segundo componente (propor-
cién de problemas resueltos), aunque crece, lo hace de manera demasiado
lenta. Hay que recordar que la razén de que el segundo componente decrezca
inicialmente es porque el crecimiento del primer componente reduce (inicial-
mente) la proporcién de problemas resueltos. Recordemos también que la
funcién del primer componente (entre otras) era la de forzar a EvoCK a
introducir conocimiento que mejore la eficacia de PRODIGY4.0 en al menos
algunos problemas. Dicho conocimiento se deberia modificar y generalizar
posteriormente. De no hacer esto, se corria el riesgo de que aquellos individ-
uos que no hacen nada, obtuvieran una buena puntuacién en la proporcion
de problemas resueltos, y de que jamds introdujeran nuevo conocimiento.
Sin embargo, el operador informado parece bastante eficiente a la hora de
introducir conocimiento eficaz, y puesto que las configuraciones “mi” estan
forzadas a utilizarlo, es posible que no sea necesaria una presién tan fuerte en
la funcién de adecuacién. Por tanto, se podria probar a invertir el primer y
segundo componente. De esta manera, la proporcién de problemas resueltos
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Figura 5.7: Evolucién del primer y segundo componentes de las configu-
raciones sgmit (operador informado truncado), sgmir (operador informado
truncado y funcién de adecuacién invertida) y sgmgr (funcién de adecuacién
invertida) para el dominio logistico (izquierda y derecha, respectivamente).
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Figura 5.8: Evolucién del tercer componente de las configuraciones sgmit
(operador informado truncado), sgmir (operador informado truncado y fun-
cién de adecuacién invertida) y sgmgr (funcién de adecuacién invertida) para
el dominio logistico.
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Figura 5.9: Evolucién del octavo (reglas) y noveno (tamafio) componentes
de las configuraciones sgmit (operador informado truncado), sgmir (operador
informado truncado y funcién de adecuacién invertida) y sgmgr (funcién de
adecuacién invertida) para el dominio logistico (izquierda y derecha, respec-
tivamente).
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Configuracién | Significado N. experimentos
sgmit Los individuos ejemplo son | 30
truncados
sgmir Ejemplos  truncados y | 30
primeros componentes
invertidos
sgmgr Primeros componentes in- | 30
vertidos

Tabla 5.11: Nuevas configuraciones experimentales.

jamas disminuiria y el operador informado podria encargarse por si solo de
ir introduciendo nuevo conocimiento que tenga efecto sobre PRODIGY4.0.
Estas nuevas ideas se probaron con dos configuraciones: sgmir (“r” signifi-
ca “reversed” (invertido)) y sgmgr. Esta tdltima configuracién no utiliza al
operador informado, pero se consideré conveniente comprobar el efecto de la
inversién de los dos primeros componentes en PG pura.

La evolucién de la proporcién de problemas resueltos con menos nodos
que PrRODIGY4.0 y la proporcién de problemas resueltos, pueden verse en
las Figura 5.7. sgmir crece menos rapidamente que sgmi y la reciente sgmit,
pero més rapidamente que sgmg, que es lo que se espera de un operador
informado. Esto ocurre a pesar de que este componente ya no es el primero,
luego la hipétesis de que el operador informado seria capaz de introducir
conocimiento sin necesidad de una gran presién en la funcién de adecuacion
parece probada. Ademads, a la larga, consigue superar a sgms. Notese también
que sgmgr crece muy lentamente, en particular es mas lenta que sgmg. Esto es
debido a que la presidn para que crezca la proporcién de problemas resueltos
mejor que PRODIGY4.0 es menor, al haberse convertido ahora en el segundo
componente. Parece quedar probado por tanto, que es conveniente el uso de
un primer componente que fuerce a EVOCK a ir introduciendo conocimiento
en los individuos, aunque sea ligeramente perjudicial inicialmente (siempre
que no se disponga de operadores tales como el operador informado).

El comportamiento de sgmir respecto a la proporcién de problemas re-
sueltos es también muy bueno, como era de esperar, puesto que se trata
ahora del primer componente (ver Figura 5.7). Lo mismo ocurre con sgmgr,
pero hay que recordar que, en este caso, es a costa de un crecimiento muy
lento de la proporcién de problemas resueltos mejor que PRODIGY4.0 (que
ahora es el segundo componente). El ndmero de nodos expandidos de sgmir
(y de sgmgr) (ver Figura 5.8) también presenta una gran mejora con respecto
a las configuraciones anteriores. No podia ser menos, puesto que el primer



124 CAPITULO 5. EVALUACION EXPERIMENTAL

componente fuerza a que no se disminuya el nimero de problemas resuel-
tos -el cual inicialmente es muy alto- y un incremento en nodos expandidos
harfa superar el limite en nodos impuesto (por lo que algunos problemas no
serian resueltos). El incremento en nimero de reglas de sgmir es también
grande (6 en media) (veasé 5.9), lo que muestra que el operador informado
truncado unido a la inversién de los dos primeros componentes, consigue in-
troducir mas conocimiento que el resto de las configuraciones. Esto es un
efecto directo del operador informado: comparese con sgmgr. También con-
sigue introducir mas condiciones por regla, puesto que el tamafo global del
individuo se incrementa bastante (ver 5.9).

La discusién anterior no permite una conclusién clara. Primero, porque
se trata de una discusién sobre la evolucién con los problemas de entre-
namiento y queda la duda de qué tal se comportardn las heuristicas con los
problemas de comprobacién que, ademads de ser diferentes, son mucho més
dificiles. En segundo Iugar, sgmit es mejor en la proporcién de problemas re-
sueltos con menos nodos que PRODIGY4.0, pero es peor en la proporcién de
problemas resueltos (y en el nimero de nodos expandidos, factor que parece
estar relacionado con el anterior). Por otro lado, parece haber una ligera
mejora de sgmir sobre sgmg en el primer, segundo y tercer componente, pero
no demasiado grande como para extraer conclusiones fuertes. Teniendo en
cuenta que sgmg tiene buenos resultados utilizando individuos pequeios, es
posible que las ligeras ventajas conseguidas por sgmir se desvanezcan de-
bido al coste de aplicar las heuristicas aprendidas. La Figura 5.10 muestra
el diagrama de frecuencias acumuladas con los problemas de comprobacién.
Desgraciadamente, la grifica nos muestra que aunque tanto sgmit como sg-
mar se comportan mucho mejor que sgmi, ninguna de las dos se comporta,
mejor que sgmg. De hecho, ni siquiera sgmir ha resultado ser mejor que sg-
mit. A continuacién se comprobé si estos resultados son debidos al coste de
equiparar las heuristicas (puesto que sgmir posee més reglas con més condi-
ciones) o a que sgmir se sobre-adapta mas que sgmg. Se extrajo el mejor
individuo de sgmir, el cual resuelve 248 problemas, y un individuo equiva-
lente de sgmyg, el cual resuelve 221 problemas. A ambos se les di6é un tiempo
cuatro veces mayor que el que se daba en la comprobacién de la Figura 5.10

(ttest = 150(1 + ﬂoor(@*%l@)) segundos en total). El individuo de sgmir
pasd de 223 a 248 problemas resueltos, mientras que el de sgmg pasé de 221
a 235. Por tanto, parece que una de las razones de que sgmir se comporte
mal es el tiempo de equiparacién. Sin embargo, esto por si solo no permi-
tirfa a sgmir mejorar a sgmg, como se puede comprobar si se trasladan la
curva de sgmir hacia la derecha las 11 unidades que podriamos asumir que
sgmir consigue sobre sgmg al cuadruplicar el tiempo. Por tanto, la conclusién
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Figura 5.10: Diagrama de frecuencias acumuladas de sgmg, sgmi, sgmity sg-
mir. Cada punto de la gréfica corresponde a la probabilidad (en abscisas) de
que una determinada configuracién obtenga un individuo que resuelva un de-
terminado nimero de problemas de comprobacién (en ordenadas). La linea
vertical representa el nimero de problemas que consigue resolver PRODI-
GY4.0 de manera auténoma.

parece ser que en el dominio logistico es menos costoso obtener los bloques
de construccién sobre los que actda la PG de manera azarosa que utilizando
el operador informado. En el mundo de los bloques ocurre al contrario.

2 ] N
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5.2.3 EvoCK-HaMLET, Sistema Multiestrategia de Apren-

dizaje de Reglas de Control

En esta seccién se pretende experimentar con el sistema multiestrategia
EvoCK-HAMLET [Aler et al., 1998b]. Es decir, se utilizard el conjunto de
reglas de control de HAMLET para sembrar la poblacién inicial de EvOoCK.
Esto puede ser considerado tanto desde el punto de vista de un sistema mul-
tiestrategia (EvOCK-HAMLET) como desde el punto de vista de la PG, en
el que EvOCK utiliza el conocimiento obtenido por otro algoritmo de apren-
dizaje, mediante el sembrado de la poblacidn inicial. La Tabla 5.12 muestra
los resultados de las configuraciones sembradas shmg, pshmg, shmiy pshmsi
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tanto en el mundo de los bloques como en el dominio logistico. Estos resulta-
dos muestran que, en efecto, EVOCK se beneficia de la semilla. En el mundo
de los bloques, la configuracién shmg obtiene un individuo (el mejor de dicha,
configuracién) que resuelve el 55% de los problemas en el tiempo dado, frente
al 46% de la configuracién sin semilla. pshmg obtiene un resultado similar
a psgmg (48% vs. 49%). Sin embargo, es en los resultados medios donde
el efecto de la semilla se ve de manera mas clara: 48% para shmg frente a
21% para sgmg. Para las configuraciones “p” hay un resultado similar. De la
misma manera, el 98% de los individuos de shmg consiguen ser mejores que
la semilla de HAMLET, frente a solo el 17% de sgmg (comparacién similar
para pshmg y psgmg). En el dominio logistico, la semilla también parece
tener una influencia positiva en media: 59% para shmg frente a 55% para
sgmyg, utilizando un tiempo limite para los problemas de comprobacién de:

trest = 22(1 + ﬁoor(@]%)) segundos

Ademsds, el 93% de los individuos de shmg consiguen ser mejores que
HAMLET, frente a sdlo el 55% de sgmg. La Tabla 5.12 también muestra
los resultados para las configuraciones shmiy pshmi (utilizacién de semilla
y operador informado). Los resultados en ambos dominios parecen ser lig-
eramente mejores en media a las configuraciones correspondientes (shmg y
pshmg). Esto es interesante, puesto que el operador informado cuyos resul-
tados eran tan nocivos cuando no se utilizaba semilla en el dominio logistico
(ver seccién 5.2.2), parece tener ahora un efecto ligeramente positivo cuando
se utiliza.

La Tabla 5.13 muestra los resultados de las comparacidon estadistica de
hipétesis entre las configuraciones investigadas. Hay que recordar que si z; >
0, entonces la primera configuracién del par es mejor. Si es al contrario, la
mejor es la segunda (puesto que se trata de una diferencia entre la bondad de
la primera configuracién y la segunda). Todas las configuraciones sembradas
son estadisticamente mejores que las no sembradas. También ocurre que
las configuraciones con semilla e informadas, son estadisticamente mejores
que las no informadas, a excepcién de pshmi frente a pshmg en el mundo
de los bloques (0.3 > 0.05 no se considera significativo, aunque la media
negativa es favorable a pshmi). Este dltimo resultado es explicable puesto
que las poblaciones grandes no parecen obtener muy buenos resultados en
ninguna de las configuraciones. Es de destacar que, en el dominio logistico, el
uso del operador informado junto con la semilla si que es significativamente
positivo en el dominio logistico, a diferencia de su uso sin la semilla, que era
significativamente negativo (ver 5.2.2).

Los resultados anteriores confirman que sembrar la poblacién inicial de
EvoCK es positivo (un resultado esperado). A continuacién se realizé otro
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Problemas | Nimero | Media Mejores Mejores | N. exp.
solucionados | de reglas que PRODIGY4.0 | que HAMLET
Mundo de los bloques
ttest = 1 * Objetivos segundos
PRODIGY4.0 64 (15%)
HAMLET 111 (27%) 12

shmg 227 (55%) 5 48% 47 (100%) 46 (98%) 47

shmi 232 (56%) 4 50% 47 (100%) 47 (100%) 47

pshmg 200 (48%) 12 36% 50 (100%) 45 (90%) 50
pshmi 193 (46%) 12 36% 66 (100%) 62 (94%) 66

sgmg 190 (46%) 3 21% 54 (93%) 10 (17%) 58

psgmg 204 (49%) 1 18% 32 (53%) 8 (13%) 60

Logfistica
trest = 22(1 + ﬂoor(gh*%’%)) segundos
Propicy4.0 149 (43%)
HAMLET 145 (42%) 56

shmg 257 (74%) 21 59% 54 (93%) 54 (93%) 58

shmi 286 (82%) 19 60% 53 (98%) 54 (100%) 54

sgmg 296 (85%) 3 50% 33 (55%) 33 (55%) 60

psgmg 247 (71%) 2 31% 11 (19%) 13 (22%) 58

Tabla 5.12: Resultados para las configuraciones shmg, shmi, pshmg y pshmi.

Configuraciones | Zs | ss | N5 | ts | Significacién
Mundo de los bloques
tiest = 1 % objetivos segundos
shmg-sgmg 0.261235 | 0.308511 | 416 | 17.229040 | 0.001
shmi-shmg 0.017598 | 0.115460 | 416 | 3.101282 | 0.002
pshmg-psgmg 0.173840 | 0.254285 | 416 | 13.910052 | 0.001
pshmg-pshmi -0.001407 | 0.052499 | 416 | -0.545386 | 0.3
Dominio logistico
brest = 22(1 + ﬁoor(w» segundos

shmg-sgmg 0.089361 | 0.166025 | 347 | 10.011804 | 0.001
shmi-shmg 0.011661 | 0.076828 | 347 | 2.823142 | 0.003

Tabla 5.13: Comparacién estadistica entre las configuraciones con semilla,
sin semilla y con semilla y operador informado.
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Semilla

400 problemas HAMLET | Reglas de control

188 problemas (logistica)

192 problemmas (bloques)

HAMLET EvoCK

[ Reglas de control ] ( Reglas de control ]

hamlet shmi

Figura 5.11: Comprobacién del sistema multiestrategia EvOCK-HAMLET
frente al monolitico HAMLET-HAMLET.

experimento para comprobar que, utilizando los mismos problemas de apren-
dizaje, el sistema multiestrategia EVOCK-HAMLET supera a HAMLET. Es
decir, que EvOCK aniade a HAMLET sesgos de aprendizaje que superan las
deficiencias de HAMLET. El resumen de este experimento puede verse en la
Figura 5.11. La secuencia de la figura que comienza con los 400 problemas
iniciales y termina con las reglas aprendidas por EVOCK ya se ha realizado
(y sus resultados aparecen en la Tabla anterior 5.12). En adicién, este nue-
vo experimento involucra a HAMLET partiendo de las reglas de control que
aprendi6 inicialmente (la semilla) y refinandolas con cerca de 200 problemas
nuevos en ambos dominios. El propésito de este nuevo experimento es com-
parar las reglas obtenidas utilizando HAMLET en secuencia y las obtenidas
por HAMLET-EvOCK.

Los resultados de este experimento aparecen en la Tabla 5.14. Hay
que sehalar que en esta Tabla se ha usado un tiempo limite de ¢y =

150(1 + ﬂoor(%}%)) segundos, para no perjudicar a los individuos con
muchas reglas (HAMLET, por ejemplo) y porque estos fueron los tiempos uti-
lizados en otros experimentos realizados con HAMLET anteriormente [Borrajo
and Veloso, 1997]. La linea etiquetada con HAMLET’ contiene el porcentaje
de problemas resueltos por las nuevas reglas de control devueltas por HAM-
LET. Curiosamente, los resultados empeoran con respecto a la semilla (pasan
de 57% a 18% en el mundo de los bloques y de 52% a 46% en el dominio
logistico). Los resultados publicados en [Borrajo and Veloso, 1997] muestran
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Problemas | Numero | Media Mejores Mejores | N. exp.
Kolucionados de reglas que PRODIGY4.0 | que HAMLET | N. exp.
Mundo de los bloques
trest = 150(1 + ﬂoor(@ielgl—vog)) segundos
Probicy4.0 21%
HAMLET 57% 12
shmi 87% 4 81% 47 (100%) 47 (100%) 47
HaMLET’ 18% 13 13
Logistica,
trest = 150(1 + ﬂoor(mjz%og)) segundos
PRODIGY4.0 43%
HAMLET 52% 56
shmi 95% 19 65% 33 (98%) 51 (94%) 54
HAMLET’ 46% 64

Tabla 5.14: Resultados para las configuraciones shmg, shmi, pshmg y pshmi.

empiricamente que, a largo plazo, las reglas de control obtenidas por HAaM-
LET parecen mejorar a medida que se suministran més y mas ejemplos. Sin
embargo, a corto plazo, la calidad del conocimiento obtenido puede oscilar,
como sucede en los experimentos de la Tabla 5.14. Es aqui donde se demues-
tra que los sesgos de aprendizaje proporcionados por EVOCK pueden ser de
gran utilidad, en particular el hecho de que los operadores de aprendizaje de
EvoCK no necesiten disponer del ejemplo adecuado para poder generalizar.

5.2.4 Analisis de las Reglas de Control Cbtenidas

Las Figuras 5.12 y 5.13 muestran las heuristicas obtenidas por las configura-
ciones sgmg del mundo de los bloques y el dominio logistico, respectivamente.
El lector apreciard inmediatamente que no siempre es facil entender porqué
funcionan. Las dos primera reglas de la Figura 5.12 tienen cierto sentido:
si se quiere que el brazo del robot tenga un objeto, habrad que seleccionar
el operador coger-pickup (regla r3) v si se desea sostener un objeto que
estd sobre otro, habrd que seleccionar desapila-unstack (regla r4). Pero
no es obvio que siempre que un objeto esté sobre otro haya que seleccio-
nar desapila-unstack, independientemente de cualquier otra consideracion.
De las tres reglas aprendidas en el dominio logistico, la regla r6 no parece
tener ningtn efecto, mientras que las reglas r7 y r8 tienen cierto sentido,
aunque parecen incompletas. Lo més sorprendente de estas reglas es que tan
pocas reglas (y tan simples) sean capaces de resolver tantos problemas como
muestran los experimentos. Ambos dominios de planificacién tienen una lar-
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((control-rule r3
(if
(and (appropriate-operator pick-up)
(current-goal (holding <object-6>))
(type-of-object <object-6> object)

)
(then select operator pick-up)
)
(control-rule r4
(if
(and (appropriate-operator unstack)
(true-in-state (on <object-5> <object-2>))
(current-goal (holding <object-5>))
(type-of-object <object-2> object)
(type-of-object <object-5> object)
) )
(then select operator unstack)
)
(control-rule r5
(if
(and (appropriate-operator unstack)
(true-in-state (on <object-9> <object-2>))
(type-of-object <object-9> object)
(type-of-object <object-2> object)
) )
(then select operator unstack)
) )

Figura 5.12: Mejor individuo de la configuracién sgmg en el mundo de los
bloques.

ga historia, y hasta el momento, ninguna persona habia ideado un conjunto
de reglas tan simple que fuera capaz de obtener los resultados mostrados.
Asi pues, la consideracién del planificador, teoria del dominio, problemas
y distintas medidas de efectividad del planificador de una manera global y
simultaneamente, parece haber dado buenos frutos.
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((control-rule r6
(if

(and (target-goal (inside-airplane <object-5> <airplane-1>))
(target-goal (inside-airplane <object-2> <airplane-3>))
(type-of-object <object-2> object)
(type-of-object <airplane-3> airplane)
(type-of-object <object-5> object)
(type-of-object <airplane-1i> airplane)

) )
(then select goal (inside-airplane <object-5> <airplane-1>))
)
(control-rule r7
(if
(and (target-goal (inside-truck <object-9> <truck-1>))
(current-goal (at-obj <object-9> <location-1>))
(type-of-object <location-1> location)
(type-of-object <object-9> object)
(type-of-object <truck-1> truck)
> )
(then select goal (inside-truck <object-9> <truck-1>))
)
(control-rule r8
(if
(and (appropriate-operator unload-airplane)
(current-goal (at-obj <object-9> <airport-6>))
(true-in-state (inside-airplane <object-9> <airplane-7>))
(type-of-object <airport-6> airport)
(type-of-object <object-9> object)
(type-of-object <airplane-7> airplane)
) )
(then select operator unload-airplane)
) )

Figura 5.13: Mejor individuo de la configuracién sgmg en el dominio logistico.






Capitulo 6

Conclusiones

Este trabajo ha reunido una variedad de campos de la IA (planificacién,
aprendizaje automdtico y PG) para intentar avanzar en la direccién de la
resolucién del problema de la planificacién independiente del dominio.

Esta tesis partia de dos ideas principales, que han ido tomando cuerpo a
lo largo de este trabajo. La primera pretendia utilizar la PG como método de
aprendizaje monolitico de conocimiento de control. El aspecto de la PG que
se querfa explotar es su capacidad para explorar el espacio de programas de
ordenador (de conocimiento de control, en este caso) de una manera menos
restringida que otros sistemas de aprendizaje. Es bien conocido que la PG
suele obtener programas de ordenador dificilmente comprensibles para un ser
humano, pero que sin embargo funcionan. Por tanto, parecia conveniente no
limitarse al espacio de heuristicas que se podria denominar “comprensible”.
Por supuesto, esto no quiere decir que el que un método de aprendizaje ob-
tenga heuristicas faciles de entender no sea ventajoso, puesto que en ese caso
pueden ser revisadas y corregidas por una persona. Pero, si en lo que se estd
interesado principalmente es en mejorar la eficiencia de un planificador, en-
tonces no se deberia restringir el espacio de heuristicas a explorar de manera
artificial.

En cualquier caso, un planificador es un sistema complejo en el que in-
teractian la teoria del dominio, el propio planificador, sus parametros de
bisqueda, heuristicas adicionales y el conjunto de problemas que se pretende
que el planificador resuelva. La PG es una técnica evolutiva que se puede
adaptar a todas estas cuestiones (y a otras que pudieran afiadirse) al mismo
tiempo y de una manera global, considerando al planificador como una caja
negra a optimizar.

Los resultados obtenidos en los dominios comprobados demuestran que la
PG aplicada al aprendizaje de conocimiento de control funciona bien como
sistema de aprendizaje auténomo.
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En segundo lugar, la estrategia de usar PG para afiadir sesgos a HAM-
LET parece haberse mostrado exitosa. En particular, aquellas dreas donde
EvoCK y HAMLET se complementan son:

e HAMLET no posee un balance entre conocimiento correcto y utilidad de
dicho conocimiento. Incluso aunque todas las reglas fueran correctas,
el hecho de utilizarlas tiene un elevado coste en tiempo: en cada nodo
del espacio de busqueda es necesario evaluar la parte izquierda de todas
las reglas para comprobar si la regla es aplicable o no. En muchos casos
no lo serd, y sin embargo, el tiempo necesario se ha consumido igual-
mente. Por tanto, si el ahorro proporcionado por la regla en aquellas
situaciones en que es aplicable no supera el coste de evaluarla en to-
do momento, la regla no tendrd utilidad (este es el problema conocido
como problema de la utilidad [Minton, 1988]). Sin embargo, es muy
sencillo proporcionarle un sesgo a HAMLET para conseguir conjuntos
de reglas compactos y rapidos de evaluar a través de EVOCK (existen
varios componentes en su funcién de adecuacién orientados a este ob-
jetivo). Por otro lado, es mas complicado para técnicas que no utilizan
conocimiento de fondo en la generacién de nuevas hipdtesis (como es
el caso de la PG) el obtener conocimiento correcto. Estos resultados
confirman este punto para EvOCK: EVOCK se beneficia del sembrado
de la poblacién inicial por medio de HAMLET. Por tanto, éste es un
ejemplo de cémo la colaboracién de dos sistemas distintos compensan
las ventajas y desventajas de ambos.

e Los operadores de aprendizaje de HAMLET estan dirigidos por ejemplos
(decisiones de PRODIGY4.0 en un problema dado): para poder refinar
una heuristica y convertirla asi en conocimiento correcto, HAMLET re-
quiere encontrar el ejemplo (o los ejemplos) adecuados. Dado que el
espacio de problemas (y por tanto de decisiones/ejemplos) es enorme,
es posible que HAMLET tarde mucho tiempo en encontrar el ejemplo
adecuado para generalizar una heuristica demasiado especifica o pa-
ra especializar una heuristica incorrecta. Por otro lado, los operado-
res de EvOCK (cruce, mutacién, unién, etc) modifican las heuristicas
independientemente de los ejemplos, por lo que se pueden conseguir
heuristicas que a HAMLET podria llevarle mucho tiempo llegar a ellas.
Otra manera de ver esto es que HAMLET se mueve en el espacio de
heuristicas (ordenado segin la espcialidad/generalidad de las mismas)
en pasos minimos, de acuerdo a los ejemplos positivos y negativos que
va recibiendo. Al contrario, EVOCK da saltos mucho més grandes en
ese espacio, sin verse restringido por ejemplos particulares (al menos,
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més alld de la exigencia de la funcién heuristica de que los problemas
de aprendizaje deben ser resueltos).

HAMLET es un sistema incremental. La influencia de problemas indivi-
duales, y del orden en que se suministran es grande. EVOCK los tiene
en cuenta todos al mismo tiempo.

HAMLET es determinista: a partir de un conjunto de problemas puede
aprender un solo conjunto de reglas de control. EvOCK es estocastico
y puede obtener distintos conjuntos de reglas de control cada vez que
se lo ejecuta, con lo que existen mas posibilidades de alcanzar mejores
heuristicas. El propésito de este punto no es una comparacién de HAM-
LET y EVOCK-HAMLET, puesto que es posible que dédndole el tiempo
equivalente a HAMLET (y nuevos problemas), este pudiera obtener co-
nocimiento de control equivalente o mejor. Pero es interesante mostrar
como es posible afladir una caracteristica que HAMLET no tiene {alea-
toriedad) para explorar el sub-espacio de heuristicas compatible con los
problemas de aprendizaje.

Parece haber un balance entre comprensibilidad del conocimiento ad-
quirido y eficiencia de dicho conocimiento. HAMLET tiende a producir
conocimiento que se puede entender con relativa facilidad, mientras
que las heuristicas producidas por EVOCK son en ocasiones dificiles
de comprender. En principio esto no parece ser un problema, puesto
que el conjunto de heuristicas eficientes debe de ser méas amplio que
el de heuristicas comprensibles, por lo que no es ventajoso limitarse al
segundo conjunto. Similares conclusiones han sido alcanzadas por [de
Garis, 1994].

En suma, se puede afirmar que los objetivos que se citaban inicialmente
en el capitulo 3, se han cumplido:

— Se ha construido un sistema de PG adaptado al aprendizaje de
conocimiento de control (EvOCK) y se ha demostrado que es
capaz de aprender heuristicas para el planificador PRODIGY4.0
de manera auténoma.

— Se ha utilizado EEvOCK para afiadir sesgos de aprendizaje a otro
sistema de aprendizaje de conocimiento de control (HAMLET) con
el denominado sistema multi-estrategia EVOCK-HAMLET. Se ha-
mostrado que la combinacién de los sesgos de aprendizaje de HAM-
LET y EvOCK es ventajosa.
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— Se ha disenado un operador (operador informado o apoyado en
ejemplos) que permite la introduccién de conocimiento de fondo
(en forma de ejemplos) en un sistema de PG, utilizando el opera-
dor de cruce normal. Los resultados experimentales muestran que
las ventajas de este operador parecen depender del dominio.



Capitulo 7

Futuras Lineas de Investigacion

e En el capitulo 4.3.3 se comentaron los intentos iniciales de construir una
funcién de adecuacién que proporcionard valores mas discriminativos
que la funcién de caja negra, aprovechando las trazas de ejecucién de los
casos de prueba previamente obtenidos por PRODIGY4.0. Debido a la
implementacién del planificador, no fue posible conseguir esta funcién
de una manera completa, pero se sigue considerando esta como una
linea de investigacién prometedora.

e Ll objetivo de esta tesis ha sido la mejora de la eficiencia de un planifi-
cador independiente del dominio, centrandose en incrementar el niimero
de problemas resueltos y en disminuir el nimero de recursos (tiempo
y espacio) utilizados para ello. Vistas las dificultades que encuentran
estos planificadores para resolver problemas complejos, este no era un
objetivo trivial. Sin embargo, el objetivo final de la planificacién in-
cluye tanto la eficiencia como la calidad de los planes obtenidos. Por
tanto, futuros estudios de EvOCK y EvOCK-HAMLET tendran en
cuenta este aspecto.

e Aunque se ha demostrado que las técnicas de PG son ttiles al tratar con
planificadores que buscan en el espacio de planes (como PRODIGY4.0),
seria interesante trasladar estas técnicas a otros tipos de planificadores.

¢ Una de las dificultades encontradas en este trabajo ha sido la necesidad
de utilizar problemas simples durante el aprendizaje. Seria interesante
utilizar técnicas de co-evolucién de manera que los problemas de entre-
namiento evolucionaran junto con la poblacién, de manera que dichos
problemas fueran de la dificultad justa que la poblacidén necesita en
cada etapa de la evolucién.
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e A mis largo plazo, seria interesante extender las ideas expuestas desde
la PG aplicada a la resolucién de problemas a sistemas genéricos de
PG. Esto incluiria:

— El operador apoyado en ejemplos, asi como nuevas técnicas de
obtencién de ejemplos de programas genéricos, tarea esta que se
preve nada trivial.

— Sistemas de PG basada en reglas y estudio de las reglas como posi-
ble método de solucionar los problemas de contexto del operador

de cruce.

e Utilizacién de PG como método de anadir sesgos de aprendizaje ttiles
a otros métodos de aprendizaje simbdlico.
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Apéndice A

Definicion del dominio del
mundo de los bloques

A continuacién se define el dominio del mundo de los bloques en la sintaxis
de PrRODIGY4.0, tal y como ha sido utilizado en esta tesis.

(create-problem-space ’blocksworld :current t)
(ptype-of OBJECT :top-type)

; (pinstance-of blocka object)
; (pinstance-of blockb object)
; (pinstance-of blockc object)

(OPERATOR
PICK-UP
(params <ob>)
(preconds
((<ob> OBJECT))
(and (clear <ob>)
(on-table <ob>)
(arm-empty)))
(effects
() ; no vars need genenerated in effects list
((del (on-table <ob>))
(del (clear <ob>))
(del (arm-empty))
(add (holding <ob>)))))
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(OPERATOR
PUT-DOWN
(params <ob>)
(preconds
((<ob> OBJECT))
(holding <ob>))
(effects
QO
((del (holding <ob>))
(add (clear <ob>))
(add (arm-empty))
(add (on-table <ob>)))))

(defun diff (x y) (not (eq x y)))

(OPERATOR
STACK
(params <ob> <underob>)
(preconds
((<ob> Object)
(<underob> (and OBJECT (diff <ob> <underob>))))
(and (clear <underob>)
(holding <ob>)))
(effects
O
((del (holding <ob>))
(del (clear <underob>))
(add (arm-empty))
(add (clear <ob> ))
(add (on <ob> <underob>)))))

(OPERATOR
UNSTACK
(params <ob> <underob>)
(preconds
((<ob> Object)
(<underob> Object))
(and (on <ob> <underob>)
(clear <ob>)
(arm-empty)))
(effects



O

((del
(del
(del
(add
(add

(on <ob> <underob>))
(clear <ob>))
(arm-empty))

(holding <ob>))
(clear <underob>)))))
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Apéndice B
Definicion del dominio logistico

A continuacion se define el dominio logistico en la sintaxis de PRODIGY4.0,
tal y como ha sido utilizado en esta tesis.

(in-package "USER")
(create-problem-space ’logistics :current t)

(ptype-of OBJECT :top-type)
(ptype-of CARRIER :top-type)
(ptype-of TRUCK CARRIER)
(ptype-of AIRPLANE CARRIER)
(ptype-of LOCATION :top-type)
(ptype—-of AIRPORT LOCATION)
(ptype-of POST-OFFICE LOCATION)
(ptype-of CITY :top-type)

[ e OPERATORS ——-—======m==mmmmm e

(OPERATOR LOAD-TRUCK

(params <obj> <truck> <loc>) ;; params are used for printing purposes only
(preconds

((<obj> OBJECT)

(<truck> TRUCK)

(<loc> (and LOCATION (in-truck-city-p <truck> <loc>))))

(and (at-truck <truck> <loc>)

(at-obj <obj> <loc>)
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))
(effects
O
((add (inside-truck <obj> <truck>))
(del (at-obj <obj> <loc>)))))

(OPERATOR LOAD-AIRPLANE
(params <obj> <airplane> <loc>)
(preconds
((<obj> OBJECT)
(<airplane> AIRPLANE)
(<loc> (and AIRPORT (in-obj-city-p <obj> <loc>))))
(and (at-airplane <airplane> <loc>)
(at-obj <obj> <loc>)
))
(effects
0O
((del (at-obj <obj> <loc>))
(add (inside-airplane <obj> <airplane>)))))

(OPERATOR UNLOAD-TRUCK
(params <obj> <truck> <loc>)
(preconds
((<obj> OBJECT)
(<truck> TRUCK)
(<loc> (and LOCATION
(in-truck-city-p <truck> <loc>))))
(and (at-truck <truck> <loc>)
(inside-truck <obj> <truck>)
))
(effects
0O
((del (inside-truck <obj> <truck>))
(add (at-obj <obj> <loc>)))))

(OPERATOR UNLOAD-AIRPLANE
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(params <obj> <airplane> <loc>)
(preconds
((<obj> OBJECT)
(<airplane> AIRPLANE)
(<loc> AIRPORT))
(and (at-airplane <airplane> <loc>)
(inside-airplane <obj> <airplane>)
))
(effects
0O
((del (inside-airplane <obj> <airplane>))
(add (at-obj <obj> <loc>)))))

(OPERATOR DRIVE-TRUCK
(params <truck> <loc-from> <loc-to>)
(preconds
((<truck> TRUCK)
(<loc-from> LOCATION)
(<loc-to> (and LOCATION
(diff <loc-from> <loc-to>))))
(and
(same-city <loc-from> <loc-to>)
(at-truck <truck> <loc-from>)))
(effects
O
((del (at-truck <truck> <loc-from>))
(add (at-truck <truck> <loc-to0>)))))

(OPERATOR FLY-AIRPLANE

(params <airplane> <loc-from> <loc-to>)
(preconds

((<airplane> AIRPLANE)

(<loc-from> AIRPORT)

(<loc-to> (and AIRPORT

(diff <loc-from> <loc-to>))))

(at-airplane <airplane> <loc-from>))
(effects

O

((del (at-airplane <airplane> <loc-from>))
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(add (at-airplane <airplane> <loc-t0>)))))



Apéndice C

Reglas de control obtenidas con
el operador apoyado en
ejemplos

Mejor individuo de sgmi para el mundo de los bloques:

((control-rule r9
(if

(and (current-operator unstack)
(current-operator unstack)
(current-goal (clear <object-a>))
(prior-goal ((clear <object-a>)))
(true-in-state (holding <object-d>))
(true-in-state (clear <object-b>))
(current-goal (clear <object-a>))
(true-in-state (on <object-c> <object-a>))
(true-in-state (on-table <object-a>))
(some-candidate-goals ((arm-empty)))
(type-of-object <object-b> object)
(type-of-object <object-d> object)
(type-of-object <object-a> object)
(type-of-object <object-c> object)

) )
(then select bindings (unstack-b <object-c> <object-a>))
)
(control-rule ri10

(if
(and (appropriate-operator unstack)
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(prior-goal ((holding <object-b>)))
(true~-in-state (on <object-b> <object-a>))
(type-of-object <object-a> object)
(type-of-object <object-b> object)
(type-of-object <object-c> object)
(type-of-object <object-b> object)

))
(then select operator unstack)
)
(control-rule rii
(if
(and (appropriate-operator unstack)
(true-in-state (on <object—-d> <object-c>))
(current-goal (clear <object-c>))
(type-of-object <object-d> object)
(type-of-object <object-c> object)
) )
(then select operator unstack)
) )

Mejor individuo de sgmi para el dominio logistico

((control-rule ri12
(if
(and (current-operator load-truck) (current-operator load-truck)
(prior-goal ((inside-truck <object-ob2> <truck-trl>)))
(true-in-state (part-of <truck-tril> <city-ci>))

(type-of-object
(type-of-object
(type-of-object
(type-of-object
(type-of-object
(type-of-object
(type-of-object
(type-of-object
(type-of-object
(type-of-object
(type-of-object
(type-of-object
(type-of-object
(type-of-object

<airplane-pli> airplane)
<airplane-pl0> airplane)
<object-ob2> object)
<object-ob0> object)
<truck-tril> truck)

<truck-tr1l> truck)

<city-cl> city)

<city-c1> city)

<city-c1> city)
<post-office-po0> post-office)
<airport-al> airport)
<post-office-pol> post-office)
<post-office-po0> post-office)
<airport-al> airport)
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(type-of-object <airport-al> airport)
(type-of-object <truck-tri> truck)
(type-of-object <object-ob2> object)
) )
(then select bindings
((<obj> . <object-ob2>) (<truck> . <truck-tri>) (<loc> . <airport-al>))
) )
(control-rule ri3
(if
(and (some-candidate-goals
((at-obj <object-ob0> <airport-a2>)))
(type-of-object <object-ob0> object)
(type-of-object <airport-a2> airport)
) )
(then sub-goal)
) )

Mejor individuo de sgmit para el domino logistico

((control-rule ri4
(if
(and (appropriate-operator unload-airplane)

(current-goal (at-obj <object-obl> <airport-a2>))
(prior-goal ((at-obj <object-obl> <airport-a2>)))
(true-in-state (same-city <airport-a2> <post-office-po2>))
(type-of-object <object-obl> object)
(type-of-object <airport-a2> airport)
(type-of-object <post-office-po2> post-office)

) )

(then select operator unload-airplane)

)
(control-rule ri5
(if
(and (current-operator load-truck) (current-operator load-truck)

(prior-goal ((inside-airplane <object-obl> <airplane-pl0>)))
(true-in-state (loc-at <post-office-po0> <city-c1>))
(type-of-object <airplane-pl0> airplane)
(type-of-object <city-cl> city) (type-of-object <object-obl> object)
(type-of-object <truck-tr0> truck)
(type-of-object <post-office-po0> post-office)

) )
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(then select bindings
((<obj> . <object-obl>) (<truck> . <truck-tr0>)
(<loc> . <post-office-po0>)
) ))
(control-rule r1é
(if
(and (current-operator load-truck) (current-operator load-truck)
(prior-goal ((at-obj <object-ob2> <airport-al>)))
(true-in-state (same-city <post-office-po2> <airport-a2>))
(type-of-object <airport-al> airport)
(type-of-object <airport-a2> airport)
(type-of-object <object-ob2> object) (type-of-object <truck-tr0> tr
(type-of-object <post-office-po2> post-office)
) )
(then select bindings
((<obj> . <object-ob2>) (<truck> . <truck-tr0>)
(<loc> . <post-office-po2>)
) ) )
(control-rule ri7
(if
(and (appropriate-operator unload-airplane)
(prior-goal ((at-obj <object-ob0> <airport-al>)))
(some-candidate-goals (nil)) (type-of-object <object-ob0> object)
(type-of-object <airport-al> airport)
) )
(then select operator unload-airplane)
)
(control-rule ri8
(if
(and (appropriate-operator unload-airplane)
(prior-goal ((inside-truck <object-obl> <truck-tr0>)))
(some-candidate-goals (nil)) (type-of-object <object-obl> object)
(type-of-object <truck-tr0> truck)
) )
(then select operator unload-airplane)
)
(control-rule ri9
(if
(and (appropriate-operator unload-airplane)
(true-in-state (inside-airplane <object-ob0> <airplane-pl0>))
(current-goal (at-obj <object-ob0> <airport-a0>))
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(type-of-object <airplane-plO> airplane)
(type-of-object <object-ob0> object)
(type-of-object <airport-a0> airport)
))
(then select operator unload-airplane)

) )





